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Abstrakt

Názov práce: Fourierova transformácia a jej použitie
Autor: Peter Perešı́ni
Vedúci práce: RNDr. Michal Forišek
Abstrakt: Práca sa zaoberá Fourierovou transformáciou a jej aplikáciami v informatike. V prvej
časti sa snažı́ podat’ucelený prehl’ad problematiky Fourierových radov a následné zovšeobecnenie
dosiahnutých výsledkov na diskrétnu a spojitú transformáciu. V druhej časti sa snažı́ prezentovat’
najdôležitejšie použitia tejto transformácie v informatike, rozoberat’ich súvislosti a taktiež vysvet-
l’ovat’dôvody použitia jednotlivých varintov Fourierovej resp. diskrétnej kosı́novej transformácie.
Kl’účové slová: Fourierova transformácia, vlastnosti, aplikácie, DCT, DFT
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2.2.2 Periodické rozšı́renia . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 9
2.2.3 Exponenciálna forma Fourierovho radu . . . . . . . . . . . . . . . . . . . . . . 11
2.2.4 Dirichletov kernel . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 12
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3.2.4 Dekonvolúcia . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 48

3.3 Image processing . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 50
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3.4.2 Jpeg - farebná predprı́prava . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 53
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3.7.2 Rýchla interpolácia polynómov . . . . . . . . . . . . . . . . . . . . . . . . . . . 66
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Kapitola 1

Úvod

Fourierova transformácia je v súčasnej dobe významný nástroj vo viacerých vedeckých oblastiach.
Jej výhody, problémy a zákutia boli už mnohonásobne preskúmané desiatkami matematikov,
fyzikov a inžinierov. Táto práca sa snažı́ zhrnút’ významné poznatky o tejto transformácii a tiež
akumulovat’ čo najviac rôznorodých použitı́ v súčasnej vede s dôrazom na ukázanie súvislostı́
medzi nimi.

1.1 Motivácia

Hlavnou motiváciou k vzniknutiu tohoto diela bola absencia uceleného prehl’adu o aplikáciach
Fourierovej transformácie. Hoci je samotná transformácia diskutovaná v stovkách knı́h, rozsah
aplikáciı́ je natol’ko rôznorodý a obsiahly, že väčšina publikácii uvádza iba ich malú čast’. Ďalšie
publikácie sú priamo zamerané na určité použitie, pre ktorý bola daná publikácia pı́saná. Toto je
vel’ká škoda, lebo čitatel’ tak nedostáva kompletný prehl’ad súvislostı́ medzi týmito aplikáciami
a teda aj súvislosti medzi rôznymi vedeckými disciplı́nami. Autorovým ciel’om bola snaha čo
najviac skompletizovat’poznatky a ukázat’, kde a na čo sa daná transformácia použı́va s dôrazom
na súvislosti medzi jednotlivými aplikáciami.

1.2 Členenie práce

Na úvod, v 2. kapitole si postupne ukážeme Fourierove rady, ktoré sú historickým predchodcom
Fourierovej transformácie (d’alej len FT) ako takej. Následne venujeme podstatnú čast’ kapitoly
formalizácii problému, rôznym vlastnostiam Fourierových radov a ich konvergencii. Po vybudo-
vanı́ dostatočného aparátu spravı́me rýchly prechod na spojitú Fourierovu transformáciu, ktorú
rýchlo prebehneme bez väčšieho dôrazu na matematické dôkazy. Kapitolu ukončı́me diskrétnou
FT a transformáciami založenými na FT. Tretia kapitola sa venuje samotným aplikáciam FT alebo
prı́buzným transformáciam. Ukážeme použitie transformácie v súčasnom informatickom svete,
kde sa ukazuje ako sl’ubný nástroj na manipuláciu a kompresiu digitálneho signálu. Rozvedieme
postupne rôzne techniky a modifikácie FT. Najskôr ako živnú pôdu pre manipuláciu a filtrovanie
signálu, neskôr aplikácie v oblasti kompresie obrazu, videa a zvuku. Kapitolu zavŕšime použitı́m
FT v teórii algoritmov, ako nástroj na rýchle násobenie vel’kých čı́sel a polynómov.
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Kapitola 2

Fourierova transformácia

Ciel’om nasledujúcej kapitoly bude oboznámit’čitatel’a so základmi Fourierovej analýzy. Na úvod
odvodı́me Fourierove rady, ich rôzne formy zápisu. Neskôr sa budeme venovat’ matematickým
podmienkam, za ktorých sa dajú Fourierove rady použit’, ich konvergencii a trochu sa budeme
venovat’Gibbsovmu fenoménu vznikajúcemu pri transformácii nespojitých funkciı́. Ďalej vymenu-
jeme ich vlastnosti s dôkazmi. Od Fourierových radov rýchlo prejdeme na samotnú transformáciu,
kde si len zhrnieme základné poznatky a analógie s radmi. Kapitolu ukončı́me strohým prehl’adom
transformácii súvisiacich s FT a porovnáme ich vlastnosti.

2.1 História

Za úplný začiatok Fourierovej transformácie sa dá považovat’rok 1768, kedy sa narodil francúzsky
matematik a fyzik Jean Baptiste Joseph Fourier v meste Auxerre. Jeho prı́nos, ktorý sa stretol s
najväčšou odozvou možno nájst’v memoári z r. 1807. Neskôr bol publikovaný v knihe La Théorie
Analitique de la Chauleur (Analytická teória tepla), ktorá uzrela svetlo sveta v roku 1822. Zjedno-
dušene, Fourierov prı́nos matematike bol v pozorovanı́, že každá periodická funkcia s istými nie
vel’mi obmedzujúcimi predpokladmi môže byt’ vyjadrená ako kombinácia sı́nusov a kosı́nusov
s rôznymi frekvenciami a amplitúdami (v dnešnej dobe sa táto suma volá Fourierov rad). Nie je
dôležité, ako komplikovaná daná funkcia je, ak spĺňa matematické základy, môže byt’vyjadrená
ako spomı́naný rad. Možno sa to nezdá ako vel’mi podivné, avšak v dobe ked’ Fourier prišiel
s touto myšlienkou to bolo prelomové a neintuitı́vne a tak sa Fourierovo dielo zo začiatku stretlo
so skepticizmom.

Navyše aj funkcie ktoré nie sú periodické, ale spĺňajú isté matematické podmienky, sa dajú
zapı́sat’ako integrál sı́nusov a kosı́nusov. Formulácia v tejto podobe sa nazýva Fourierova trans-
formácia a jej využitie je ešte významnejšie ako využitie Fourierovho radu. Obe reprezentácie ale
zdiel’ajú spoločné známky, a to sı́ce, že pôvodné funkcie vieme zrekonštruovat’ inverznou trans-
formáciou a to v presne tej istej podobe ako sa vyskytli. Toto nám umožňuje riešit’ úlohu v inej
doméne ako bola pôvodne formulovaná, mnohokrát jednoduchšej, a riešenie preniest’do pôvod-
nej domény. Konieckoncov - Fourierova transformácia vznikla z praktickej potreby matematiky
počı́tat’isté úlohy a toto ju učinilo dobre skúmanou oblast’ou a výborným nástrojom.

Začalo to pôvodnou úlohou o difúzii tepla, ktorú Fourier formuloval a vyriešil v spomı́nanej
publikácii. Za svoje roky však použitie transformácie prešlo rôznymi podobami a v dnešnej dobe
je snád’ najväčšı́m použitı́m diskrétna Fourierova transformácia, ktorá sa použı́va v počı́tačovom
spracovanı́ signálu, obrázkov a zvuku.
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4 KAPITOLA 2. FOURIEROVA TRANSFORMÁCIA

2.2 Fourierove rady

2.2.1 Harmonické funkcie

Teória okolo Fourierových radov sa zaoberá základnou otázkou „Ako aproximovat’funkciu pomo-
cou základných funkciı́?“. Za základné funkcie si môžeme zvolit’l’ubovol’nú sadu funkcii a potom
študovat’, či je daná aproximácia možná. Jedným zo zaujı́mavých odrazových mostı́kov, ktorým sa
venoval Fourier a teda aj celá táto publikácia sú harmonické funkcie ako sin(nx), cos(nx), n ∈ N.
Na obrázkoch 2.1 je znázornený ich priebeh a skladanie.
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Obr. 2.1: Fázový posun, rôzne frekvencie a skladanie harmonických funkciı́

Ako sa presvedčı́me v d’alšom texte, pomocou harmonických funkciı́ a ich skladania budeme
vediet’vyjadrit’vel’kú triedu iných funkciı́ a celá táto práca sa venuje ich využitiu.

Definı́cia 2.2.1 Nech f(x) je l’ubovol’ná funkcia definovaná na intervale (−π, π). Napı́šme

f(x) ∼ 1
2
a0 +

∞∑
n=1

an cosnx+ bn sinnx (2.1)

a daný rad nazvime Fourierovým radom.

Pozornému oku neunikne konštanta 12 pred a0, ktorá zatial’ nemá žiadny zjavný
význam. Môžeme však ubezpečit’ čitatel’a, že je to vhodne zvolená konštanta, aby
boli zvyšné výsledky a zápisy krajšie. Taktiež je to zaužı́vaná konvencia a nebudeme
ju menit’.

Rad v tejto podobe, kde konštanty an, bn ešte treba bližšie špecifikovat’sa nazýva trigonomet-
rický nekonečný rad. Môže a nemusı́ konvergovat’, a pre tie hodnoty x kde konverguje, môže
a nemusı́ konvergovat’k f(x). Celou úlohou tejto kapitoly bude špecifikovat’aké sú hodnoty an, bn
a kedy rad konverguje.

Začneme základnými závislost’ami. Integrovanı́m môžeme overit’, že pre l’ubovol’né m,n ∈ Z
platı́

∫ L

−L
cos

mπx

L
cos

nπx

L
dx =


0, m 6= n
L, m = n > 0
2L, m = n = 0∫ L

−L
sin

mπx

L
sin

nπx

L
dx =

{
0, m 6= n
L, m = n > 0∫ L

−L
cos

mπx

L
sin

nπx

L
dx = 0, pre všetky m,n

(2.2)
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Taktiež platı́ pre n ∈ N,n > 0 ∫ L

−L
cos

nπx

L
dx = 0∫ L

−L
sin

nπx

L
dx = 0

(2.3)

Pokračujme teda v našom probléme určit’ koeficienty an, bn ak poznáme funkciu f(x). Pred-
pokladajme, že funkcia f(x) sa dá zapı́sat’ podl’a (2.1). Navyše predpokladajme, že daný rad
môže byt’ integrovatel’ný člen po člene, teda že integrál zo sumy je suma integrálov (a teda tiež
predpokladajme, že f(x) je integrovatel’ná). Potom integrovanı́m od −π po π dostaneme∫ π

−π
f(x) dx =

a0
2

∫ π

−π
dx+

∞∑
k=1

(
ak

∫ π

−π
cos kx dx+ bk

∫ π

−π
sin kx dx

)
Využitı́m (2.3) zmiznú všetky integrály v sume a výsledok je

a0 =
1
π

∫ π

−π
f(x) dx

Ako d’alšı́ krok zoberme (2.1), vynásobme obe strany cos(nx) a budeme integrovat’podobne ako
minule. ∫ π

−π
f(x) cosnx dx =

a0
2

∫ π

−π
cosnx dx

+
∞∑
k=1

(
ak

∫ π

−π
cos kx cosnx dx+ bk

∫ π

−π
sin kx cosnx dx

)
Aplikovanı́m (2.3) na prvý integrál a (2.2) na integrály v sume, všetky integrály až na jeden budú
nulové a ostane len integrál za koeficientom an.∫ π

−π
f(x) cosnx dx = an

∫ π

−π
cos2 nx dx = anπ

Podobne môžeme odvodit’∫ π

−π
f(x) sinnx dx = bn

∫ π

−π
sin2 nx dx = bnπ

Zhrnutı́m dosiahnutých výsledkov dokopy, môžeme tvrdit’

an =
1
π

∫ π

−π
f(x) cosnx dx n ∈ N0

bn =
1
π

∫ π

−π
f(x) sinnx dx n ∈ N

(2.4)

Ak f(x) je integrovatel’ná a dá sa rozvinút’na trigonometrický rad, a ak trigonometrický rad
zı́skaný násobenı́m cosnx a sinnx pre n ∈ N0 sa dá integrovat’ člen po člene, potom koeficienty
an, bn sú dané podl’a vzorca (2.4).

Definı́cia 2.2.2 Koeficienty vypočı́tané podl’a vzorca (2.4) nazveme Fourierove koeficienty funkcie f(x).

Prı́klad 2.2.1 Majme funkciu f : R→ R definovanú nasledovne

f(x) =

{
0 x ∈ (−π, 0)
1 x ∈ (0, π)
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Všimnime si, že naša funkcia nie je definovaná v bode 0. Avšak pretože Fourierove
koeficienty sú počı́tané integrovanı́m, zmena funkcie na konečnom počte bodov
nemenı́ hodnotu výsledku a teda ju možno dodefinovat’na akúkol’vek hodnotu.

Pre n ∈ N0 platı́

an =
1
π

∫ π

−π
f(x) cosnx dx =

1
π

∫ π

0
cosnx dx (2.5)

Integrovanı́m dostávame

a0 = 1

an =
1
π

1
n

sinnx

∣∣∣∣π
0

= 0, n > 0

Podobne, pre n ∈ N máme

bn =
1
π

∫ π

0
sinnx dx =

1
π

−1
n

cosnx

∣∣∣∣π
0

=
1− cosnπ

nπ

Čo po výpočte dáva výsledok

bn =

{
0 n je párne
2
nπ n je nepárne

Výsledný Fourierov rad pre f(x) je

f(x) ∼ 1
2

+
2
π

sinx+
2

3π
sin 3x+

2
5π

sin 5x+ · · ·

∼ 1
2

+
2
π

∞∑
m=1

sin ((2m− 1)x)
2m− 1

Označme čiastočný súčet Sn tohoto radu ako

S0(x) =
1
2

Sn(x) =
1
2

+
2
π

n∑
m=1

sin ((2m− 1)x)
2m− 1

n > 0

Graf funkcie f(x) a prvých pár čiastočných súčtov Sn sa dá nájst’na obrázku 2.2
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Obr. 2.2: Čiastočné súčty Fourierovho radu obdĺžnikovej funkcie
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Prı́klad 2.2.2 Uvažujme funkciu f : R→ R

f(x) = x, x ∈ (−π, π)

Pretože funkcia x cosnx je nepárna, môžeme tvrdit’

an =
1
π

∫ π

−π
x cosnx dx = 0

Koeficienty bn dopočı́tame jednoduchou integráciou

bn =
1
π

∫ π

−π
x sinnx dx

=
1
π

−x cosnx
n

∣∣∣∣π
−π
− 1
π

∫ π

−π

−1
n

cosnx dx

=
−2 cosnx

n
+

sinnx
n2

∣∣∣∣π
−π

= −2 cosnx
n

A teda Fourierov rad f(x) je

f(x) ∼ 2 sinx− sin 2x+
2
3

sin 3x− 2
4

sin 4x+ · · ·

∼ 2
∞∑
n=1

(−1)n+1

n
sinnx

Graf funkcie f(x) a prvých pár čiastočných súčtov Sn sa dá nájst’na obrázku 2.3
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f(x)
S2(x)
S8(x)

S32(x)

Obr. 2.3: Čiastočné súčty Fourierovho radu funkcie f(x) = x na intervale (−π, π)

Prı́klad 2.2.3 Ako tretı́ prı́klad si uvedieme funkciu

f(x) = |x|, x ∈ (−π, π)

Vieme, že |x| sinnx je nepárna funkcia a preto

bn =
1
π

∫ π

−π
|x| sinnx dx = 0
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Pre výpočet členov an si rozdelı́me integrál na dva intervaly:

a0 =
1
π

∫ π

−π
|x| dx = π

an =
1
π

∫ π

−π
|x| cosnx dx =

1
π

∫ π

0
x cosnx dx+

1
π

∫ 0
−π
−x cosnx dx

=
2
π

∫ π

0
x cosnx dx =

2
π

x sinnx
n

∣∣∣∣π
0
−
∫ π

0

sinnx
n

dx

=
2
π

− cosnx
n2

∣∣∣∣π
0

=
2
π

(1− cosnπ)
n2

A výsledný Fourierov rad je

f(x) ∼ π

2
− 4
π

cosx− 4
9π

cos 3x− · · ·

∼ π

2
− 4
π

∞∑
m=1

cos ((2m− 1)x)
(2m− 1)2

Graf funkcie f(x) a prvých pár čiastočných súčtov Sn sa dá nájst’na obrázku 2.4
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f(x)
S1(x)
S2(x)
S3(x)

Obr. 2.4: Čiastočné súčty Fourierovho radu funkcie f(x) = |x| na intervale (−π, π)

V tomto prı́klade vidı́me, že čiastočné súčty sa približujú k funkcii rýchlejšie ako v predchá-
dzajúcich prı́padoch a rovnomerne. Formálnejšie si tento jav popı́šeme neskôr, ked’ budeme mat’
vybudovaný dostatočný aparát.

Na záver si uvedieme užitočné identity pre harmonické funkcie

Lema 2.2.1 (Rozklad sı́nusu)

sin(x± y) = sinx cos y ± sin y cosx

Lema 2.2.2 (Rozklad kosı́nusu)

cos(x± y) = cosx cos y ∓ sinx sin y

Lema 2.2.3 (O lineárnej kombinácii)

a sinx+ b cosx =
√
a2 + b2 cos(x− φ)

kde φ = arg(b + ia) (Funkcia arg z reprezentuje uhol medzi reálnou osou a vektorom reprezentujúcim
komplexné čı́slo z).
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Lema 2.2.4 (Lineárna kombinácia harmonických funkciı́) Nech fi(x) = ai cos(x+ φi). Potom mô-
žeme zapı́sat’F (x) =

∑n
k=1 fk(x) ako F (x) = a cos(x+ φ).

2.2.2 Periodické rozšı́renia

Definı́cia 2.2.3 Funkciu f(x) definovanú na R nazveme periodickou s periódou P > 0 ak

f(x) = f(x+ P ), ∀x ∈ R

Ak je funkcia periodická s periódou P , potom je periodická aj s periódou nP pre
∀n ∈ N . Taktiež, každá konštantná funkcia je periodická s l’ubovol’nou periódou
P > 0.

Lema 2.2.5 Nech f1(x), . . . , fn(x) sú periodické funkcie so spoločnou periódouP . Potom ich sumaF (x) =∑n
k=1 fk(x) je taktiež periodická s periódou P .

Špeciálnym dôsledkom lemy 2.2.5 je fakt, že n-tý čiastočný súčet Fourierovho radu ako sme ho
definovali v definı́cii 2.2.1 je periodický s periódou 2π. Zjavne, táto perióda je definovaná prvým
nekonštantným členom daného súčtu.

Definı́cia 2.2.4 (Periodické rozšı́renie) Nech f(x) je definovaná na intervale [−L,L). Túto funkciu
môžeme rozšı́rit’na celý interval nasledujúcim spôsobom:

¯̄f(x) = f(x− 2Lbx− L
2L
c)

Nasledujúca lema nám vyjasnı́ otázky okolo spojitosti takéhoto rozšı́renia.

Lema 2.2.6 ¯̄f(x) je spojitá na (−∞,∞) vtedy a len vtedy ak f(x) je spojitá na [−L,L) a súčasne
limx→L f(x) = f(−L)

Nateraz sa vrátime k prı́kladom spomı́naným v predchádzajúcej sekcii. Všimnime si, že v prı́-
klade 2.2.2 výsledný Fourierov rad pozostáva iba zo sı́nusov, zatial’ čo Fourierov rad v prı́klade
2.2.3 pozostáva iba z kosı́nusov. Toto správanie je dôsledkom všeobecnejšieho tvrdenia, ktoré tu
budeme prezentovat’.

Definı́cia 2.2.5 (Párne a nepárne funkcie) Funkciu f(x) nazveme párnou ak ∀x : f(x) = f(−x).
Podobne, funkciu nazveme nepárnou ak ∀x : f(x) = −f(−x).

L’ahko nahliadneme, že sinx je nepárna funkcia a cosx je párna funkcia. Môžeme si tiež všimnút’,
že jedinou párnou a súčasne nepárnou funkciou je funkcia f(x) = 0. Vel’ká väčšina funkciı́ nie
je ani párna ani nepárna, vieme ich ale zapı́sat’ako súčet párnej a nepárnej funkcie ako vyplýva
z nasledujúcej lemy.

Lema 2.2.7 Každú funkciu f vieme zapı́sat’ako súčet párnej funkcie fp a nepárnej funkcie fn kde

fp(x) =
1
2

(f(x) + f(−x))

fn(x) =
1
2

(f(x)− f(−x))

D: L’ahko sa overı́, že f = fp + fn. Taktiež, elementárnymi úpravami sa dá ukázat’fp(x) = fp(−x)
a fn(x) = −fn(−x) 2



10 KAPITOLA 2. FOURIEROVA TRANSFORMÁCIA

Veta 2.2.1 Nech f je párna funkcia a g je nepárna funkcia. Potom integrál ich súčinu∫ L

−L
f(x)g(x) dx = 0, L ∈ R+0 ∪∞

D: ∫ L

−L
f(x)g(x) dx =

∫ 0
−L

f(x)g(x) dx+
∫ L

0
f(x)g(x) dx

= zavedenı́m substitúcie y = −x v prvom integráli

= −
∫ L

0
f(−y)g(−y) dy +

∫ L

0
f(x)g(x) dx

=
∫ L

0
f(x)g(x)− f(−x)g(−x) dx =

∫ L

0
0 dx = 0

2

Špeciálne pre Fourierov rad máme

fp(x) =
1
2
a0 +

∞∑
n=1

an cosnx

fn(x) =
∞∑
k=1

bn sinnx

L’ahko teda môžeme pozorovat’, že pre párnu funkciu f sú koeficienty bn nulové a naopak, pre
nepárnu funkciu sú koeficienty an nulové. Môžeme však tvrdit’ešte viac

Lema 2.2.8 Pre každú párnu funkciu f platı́

an = 2
∫ π

0
f(x) cosnx dx, n ∈ N0

bn = 0, n ∈ N

Podobne pre každú nepárnu funkciu f platı́

an = 0, n ∈ N0

bn = 2
∫ π

0
f(x) sinnx dx, n ∈ N

D: Tvrdenia jednoducho dostaneme využitı́m symetrie a rozdelenı́m integrálu na dve časti ako
v dôkaze vety 2.2.1 2

Predchádzajúca lema nám dáva nasledujúce pozorovanie: Uvažujme funkciu f definovanú len na
polovičnom intervale [0, π). Potom môžeme položit’bn = 0 a dopočı́tat’Fourierove koeficienty an
podl’a lemy 2.2.8. Na druhú stranu tiež môžeme položit’an = 0 a dopočı́tat’bn. Dané rozvoje na-
zveme Fourierov sı́nusový/kosı́nový rad na pol-intervale a sú ekvivalentné párnemu/nepárnemu
rozšı́reniu funkcie f . Vidı́me teda, že osová a stredová symetria spôsobujú absenciu niektorých
členov Fourierovho rozvoja. Rôzne iné typy symetrie určujú zaujı́mavé závislosti medzi členmi
Fourierovho rozvoja, ale v tejto publikácii ich necháme nepreskúmané.
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2.2.3 Exponenciálna forma Fourierovho radu

Začneme základnou identitou, ktorá sa bude niest’ celou sekciou a ktorá nám umožnı́ spravit’
kompaktnejšı́ zápis Fourierovho radu pomocou komplexnej exponeciálnej funkcie.

Veta 2.2.2 (Eulerova identita)
cosφ+ ı̂ sinφ = eı̂φ

Z danej vety sa dajú odvodit’nasledujúce zákonitosti

Lema 2.2.9

sinφ =
eı̂φ − e−ı̂φ

2

cosφ =
eı̂φ + e−ı̂φ

2ı̂

Našou snahou bude ukázat’, že Fourierov rad tak ako bol napı́saný v definı́cii 2.2.1 sa dá napı́sat’
aj v nasledujúcej forme.

Definı́cia 2.2.6 (Exponenciálna forma Fourierovho radu) Nech f(x) je definovaná na (−π, π). Potom
rad

f(x) ∼
∞∑

n=−∞
cne

ı̂nx

nazvime exponenciálnou formou Fourierovho radu

Všimnime si že

cne
ı̂nx + c−ne

ı̂−nx = (cn + c−n) cos(nx) + (cn − c−n)̂ı sin(nx)

Preto musı́ platit’

c0 =
a0
2

cn + c−n = an, n ∈ N
cn − c−n = ı̂bn, n ∈ N

(2.6)

Dané rovnice možno l’ahko prepı́sat’do podoby

c0 =
a0
2

cn =
1
2

(an + ı̂bn), n ∈ N

c−n =
1
2

(an − ı̂bn), n ∈ N

(2.7)

Posledným krokom k zavŕšeniu našeho poznania bude vyjadrenie cn pomocou vzorca (2.4).

c0 =
a0
2

=
1

2π

∫ π

−π
f(x) dx =

1
2π

∫ π

−π
f(x)e−0ı̂x dx

cn =
1
2

(an + ı̂bn) =
1

2π

(∫ π

−π
f(x) cosnx dx+ ı̂

∫ π

−π
f(x) sinnx dx

)
=

=
1

2π

∫ π

−π
f(x)(cosnx+ ı̂ sinnx) dx =

1
2π

∫ π

−π
f(x)e−ı̂nx dx

c−n =
1
2

(an − ı̂bn) =
1

2π

(∫ π

−π
f(x) cosnx dx+ ı̂

∫ π

−π
f(x) sinnx dx

)
=

=
1

2π

∫ π

−π
f(x)(cos−nx+ ı̂ sin−nx) dx =

1
2π

∫ π

−π
f(x)e−ı̂nx dx
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Dospeli sme teda k finálnemu vzorcu

cn =
1

2π

∫ π

−π
f(x)e−ı̂nx dx, n ∈ Z (2.8)

Čo sa týka čiastočných súčtov, pre obe reprezentácie je n-tý čiastočný súčet rovnaký, ak zadefinu-
jeme n-tý čiastočný súčet exponenciálnej formy ako Sn(x) =

∑n
k=−n cke

ı̂kx. Tento fakt je dôležitý,
nakol’ko nám umožňuje vol’né zamieňanie oboch reprezentácii, čo budeme v tejto publikácii aj
následne robit’.

Ešte predtým ako ukončı́me toto rozprávanie však treba poznamenat’, že táto cesta odvodenia
nebola jediná možná a rovnako dobre sa dajú odvodit’koeficienty podobnou cestou ako sme na
začiatku odvodili koeficienty an, bn. Využitı́m nasledujúcej lemy a opakovanı́m postupu taktiež
vieme dopočı́tat’koeficienty cn.

Lema 2.2.10 (Ortogonalita exponenciálnych funkciı́)∫ π

−π
einxeimx dx =

∫ π

−π
einxe−imx dx =

{
0, m 6= n
2π, m = n

2.2.4 Dirichletov kernel

Definı́cia 2.2.7 Triedou po častiach spojitých funkciı́ na intervale [a, b] nazveme triedu funkciı́ f(x) defi-
novaných na intervale [a, b] okrem konečného počtu bodov ak pre každú takú funkciu f(x) existuje n ∈ N,
body a = x0 < x1 < · · · < xn = b a funkcie f1, · · · , fn každá spĺňajúca nasledovné podmienky

• fi je definovaná na (xi−1, xi)

• pre i ∈ {1, 2, . . . , n} je funkcia fi spojitá

• limx→x+i−1
fi a limx→x−i

fi existujú a sú konečné

• f(x) = fi(x) pre x spĺňajúce xi−1 < x < xi

Túto triedu budeme označovat PC[a, b]. Navyše, funkciu nazveme po častiach spojitú na intervale (−∞,∞)
ak ∀a, b ∈ R platı́ f ∈ PC[a, b] a budeme to značit’f ∈ PC(−∞,∞).

Lema 2.2.11 Ak f ∈ PC[a, b], potom f je ohraničená na intervale [a, b].

Lema 2.2.12 PC[a, b] je vektorový priestor

K našim pojmom ešte pripojı́me pojem po častiach hladkej funkcie.

Definı́cia 2.2.8 Hovorı́me, že funkcia f je po častiach hladká, ak f ∈ PC[a, b], f ′ existuje až na konečný
počet bodov a f ′ ∈ PC[a, b]. Fakt že funkcia f je po častiach hladká na intervale [a, b] budeme označovat’
f ∈ PS[a, b].

Definı́cia 2.2.9 Dirichletovým kernelom rádu n s periódou 2L nazvime periodickú funkciu s periódou 2L
definovanú na (−L,L) vzorcom

Dn(x) =


sin((2n+1)πx2L)
sin(πx2L)

x 6= 0

2n+ 1 x = 0

Priebeh Dirichletovho kernelu s periódou 2π je zobrazený na obrázku 2.5
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Obr. 2.5: Dirichletov kernel

Lema 2.2.13 Dirichletov kernel je súčtom exponenciálnych funkciı́

Dn(x) =
n∑

m=−n
e2πı̂mx/2L (2.9)

D: Ak x = 0, dostávame Dn(0) =
n∑

m=−n
e0 = 2n+ 1. Za predpokladu x 6= 0 platı́

Dn(x) =
n∑

m=−n
e2πı̂mx/2L = e−2πı̂nx/2L

2n∑
k=0

e2πı̂kx/2L

= e−2πı̂nx/2L
e2πı̂(2n+1)x/2L − 1

e2πı̂x/2L − 1

=
2ı̂eπı̂x/2L

2ı̂eπı̂(2n+1)x/2L
· e
2πı̂(2n+1)x/2L − 1

e2πı̂x/2L − 1

=
2ı̂eπı̂x/2L

e2πı̂x/2L − 1
· e
2πı̂(2n+1)x/2L − 1

2ı̂eπı̂(2n+1)x/2L

=
2ı̂

eπı̂x/2L − e−πı̂x/2L
· e

πı̂(2n+1)x/2L − e−πı̂(2n+1)x/2L

2ı̂

=
sin
(
(2n+ 1)πx2L

)
sin πx

2L

2

Veta 2.2.3 N-tý čiastočný súčet Fourierovho radu funkcie f ∈ PC[a, b] je rovný konvolúciı́ s Dirichletovým
kernelom

Sn(f, x) =
1

2L

∫ L

−L
f(y)Dn(x− y) dy
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D:

Sn(f, x) =
n∑

m=−n

(
1

2L

∫ L

−L
f(y)e−2πı̂ny/2L dy

)
e2πı̂nx/2L

=
1

2L

∫ L

−L
f(y)

(
n∑

m=−n
e2πı̂n(x−y)/2L

)
dy

Výsledok dostaneme aplikovanı́m (2.9) na danú sumu. 2

Jednoduchým dôsledkom predchádzajúcej vety je d’alšia lema.

Lema 2.2.14 (Integrál Dirichletovho kernelu)∫ L

−L
Dn(y) dy = 2L

D: Podl’a predchádzajúcej vety platı́ Sn(f, x) = 1
2L

∫ L
−L f(y)Dn(x − y) dy. Špeciálne pre funkciu

f(x) = 1 platı́ Sn(x) = 1 a teda

1 = Sn(0) =
1

2L

∫ L

−L
1Dn(−y) dy =

1
2L

∫ L

−L
Dn(y) dy

2

Veta 2.2.3 nám hovorı́, že n-tý čiastočný súčet vieme vypočı́tat’ ako jednoduchý konvolučný
integrál. Z obrázka 2.5 možno vidiet’, že Dirichletov kernel sa so zväčšujúcim n koncentruje okolo
stredu. Našı́m d’alšı́m ciel’om bude ukázat’, že v limitnom prı́pade n → ∞ Dirichletov kernel
„vyberie“ iba hodnotu f(x). Ako d’alej uvidı́me, Dirichletov kernel hlboko súvisı́ s delta funkciou.

2.2.5 Bodová konvergencia

Lema 2.2.15 (Riemann-Lebesgueova lema) Nech f : [a, b]→ R, f ∈ PC[a, b]. Potom

lim
λ→∞

∫ b

a
f(x) sinλx dx = lim

λ→∞

∫ b

a
f(x) cosλx dx = 0

D: Lema vyzerá intuitı́vne, nakol’ko ak zväčšujeme λ, perióda osciláciı́ sa zmenšuje a prı́spevky z
kladných a záporných častı́ integrandu sa anulujú.

Nech (c, d) je podinterval [a, b] na ktorom je f spojitá. Definujme

I(λ) =
∫ d

c
f(x) sinλx dx (2.10)

Substitúciou x = y + π/λ dostávame

I(λ) =
∫ d−π/λ

c−π/λ
f (y + π/λ) sinλy dy (2.11)

Sčı́tanı́m (2.10) a (2.11) dostávame

2I(λ) =−
∫ c

c−π/λ
f(x+ π/λ) sinλx dx

+
∫ d

d−π/λ
f(x) sinλx dx

+
∫ d−π/λ

c
(f(x)− f(x+ π/λ)) sinλx dx
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Podl’a lemy 2.2.11 existuje maximum z |f | na intervale [c, d], označme ho K. Predpokladajme
navyše že λ je dostatočne vel’ká, aby π/λ ≤ d− c. Potom využijúc | sinλx| ≤ 1 máme

|I(λ)| ≤ Kπ/λ+
1
2

∫ d−π/λ

c
|f(x)− f(x+ π/λ)| (2.12)

Pretože f je spojitá na (c, d) a oboje krajné limity sú konečné, je na (c, d) aj rovnomerne spojitá.
Potom ∀ε∃λ0 : ∀λ > λ0 platı́

|f(x)− f(x+ π/λ)| < ε

d− c− π/λ

Zvol’me λ0 také, aby Kπ/λ0 < ε/2. Potom podl’a (2.12) platı́ ∀λ > λ0 : |I(λ)| < ε
2 + ε

2 = ε a teda
I(λ)→ 0 ak λ→∞.

Použitı́m rovnakého argumentu pre kosı́nus a aplikovanı́m výsledku na všetky podintervaly
[a, b] na ktorých je f spojitá môžeme zakončit’dôkaz. 2

Veta 2.2.4 (Fourierova veta) Ak f ∈ PS[a, b] je funkcia s periódou 2L, potom pravá strana rovnice (2.2.6)
v definı́cii 2.2.6 s cn podl’a (2.8) konverguje bodovo k

1
2

(
lim
y→x−

f(y) + lim
y→x+

f(y)

)
pre x ∈ (−L,L)

1
2

(
lim

y→−L+
f(y) + lim

y→L−
f(y)

)
pre x = −L alebo L

Navyše ak v bode x je f(x) spojitá, pravá strana (2.2.6) konverguje bodovo k f(x).

D: Nech t ∈ (−L,L). Potom limx→t− f(x) = f−(t) a limx→t+ f(x) = f+(t). Podobne, pretože
f ′ ∈ PC[a, b], platı́

lim
h→0

f−(t)− f(t− h)
h

= f ′−(t), lim
h→0

f(t+ h)− f+(t)
h

= f ′+(t)

Ak zvolı́me h dostatočne malé na to aby f bola spojitá na (t− h, t), podl’a vety o strednej hodnote
existuje c ∈ (t− h, t) spĺňajúce f− − f(t− h) = f ′(c)h. Nakol’ko podl’a lemy 2.2.11 aplikovanej na
f ′ je f ′ ohraničená, existuje M také že

|f− − f(t− h)| ≤ 1
2
Mh

Použitı́m rovnakého argumentu pre t+ h môžeme dospiet’k tvrdeniu

|f− − f(t− h)|+ |f(t+ h)− f+| ≤Mh (2.13)

pre všetky h > 0 také, že f je spojitá na (t− h, t) a (t, t+ h).
Ak vo vete 2.2.3 zavedieme substitúciu y = t+ y′ a využijeme fakt Dn(t) = −Dn(t)

Sn(f, t) =
1

2L

∫ L

−L
f(t+ y′)Dn(y′) dy′

Podobne dostaneme

Sn(f, t) =
1

2L

∫ L

−L
f(t− y′)Dn(y′) dy′

A sčı́tanı́m máme

Sn(f, t) =
1

2L

∫ L

−L

1
2

(
f(t+ y′)f(t− y′)

)
Dn(y′) dy′
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Čo môžeme pomocou lemy 2.2.4 upravit’na tvar

Sn(f, t)− 1
2

(f− + f+) =
1

2L

∫ L

−L
g(t, y′) sin

(
(2n+ 1)

πy′

2L

)
dy′ (2.14)

kde

g(t, y′) =
f(t+ y′)− f+ + f(t− y′)− f−

2 sin(πy′/2L)

Ak uvažujeme funkciu g(t, y′) ako funkciu premennej y′, g(t, y′) je po častiach spojitá a ohraničená,
s možnou výnimkou v bode y′ = 0. Avšak, pre dostatočne malé y′ (2.13) ukazuje

|g(t, y′)| ≤ M |y′|
2| sin(πy′/2L)|

(2.15)

Čo je ohraničené pre y′ → 0. Funkcia g preto spĺňa podmienky Riemann-Lebesguovej vety a z (2.14)
môžeme usudzovat’limn→∞ Sn = 1

2(f−+f+). Využitı́m periodickosti f, f ′, ten istý dôkaz môžeme
použit’pre t = −L a t = L. 2

2.2.6 Derivácie, integrály a rovnomerná konvergencia

Ciel’om tejto sekcie bude ukázat’podmienky rovnomernej konvergencie Fourierovho radu. Cestou
však preskúmame nemenej dôležité vlastnost’i a to správanie sa Fourierovho radu vzhl’adom na
integrovanie a derivovanie. Taktiež, v tejto sekcii sa budeme odkazovat’na niektoré vety a lemy,
ktoré budú uvedené až neskôr. Čitatel’a by to mohlo zmiast’ a môže si mysliet’, že sa snažı́me
o nejaký spôsob cyklického dôkazu. Môžeme ho však ubezpečit’, že dané vety sa dokážu úplne
bez tejto kapitoly.

Začneme fundamentálnou vetou matematickej analýzy:

Veta 2.2.5 Nech f je spojitá funkcia na intervale [a, b] a f ∈ PS[a, b]. Potom

f(b)− f(a) =
∫ b

a
f ′(x) dx

Túto vetu využijeme v nasledujúcom texte hned’niekol’kokrát. Ale vrhnime sa rovno do problému:

V nasledujúcich vetách budeme použı́vat’ formuláciu „Nech f je 2π-periodická
spojitá a po častiach hladká funkcia“. Týmto nechceme povedat’, že daná veta
neplatı́ pre funkcie definované iba na intervale [−π, π], ale chceme zjednodušit’
formuláciu „Nech f : [a, b] → R je spojitá funkcia f ∈ PS[a, b] pre ktorú navyše
platı́ f(−π) = f(π)“ a tiež sa zbavit’zvytočného dokazovania v okrajových bodoch.

Veta 2.2.6 Nech f je 2π-periodická spojitá a po častiach hladká funkcia. Nech an, bn, cn sú Fourierove
koeficienty ako bolo definované v rovniciach (2.4) a (2.8). Nech a′n, b

′
n, c
′
n sú Fourierove koeficienty f ′.

Potom
a′n = nbn, b′n = −nan, c′n = ı̂ncn (2.16)

D: Využijeme integráciu per partes.

c′n =
1

2π

∫ π

−π
f ′(x)e−ı̂nx dx =

1
2π

(
f(x)e−ı̂nx

∣∣∣π
−π
−
∫ π

−π
−ı̂nf(x)e−ı̂nx dx

)
Kde

f(x)e−ı̂nx
∣∣∣π
−π

= 0
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pretože f(−π) = f(π) a eı̂nπ − e−ı̂nπ = 2ı̂ sin(nπ) = 0, ∀n ∈ Z. Dôkaz pre a′n, b′n je podobný
a prenecháme ho čitatel’ovi. 2

Skombinovanı́m prechádzajúcej vety s vetou 2.2.4 dostaneme tvrdenie

Veta 2.2.7 Nech f je 2π periodická, spojitá a po častiach hladká a nech f ′ je tiež po častiach hladká. Ďalej
nech

f(x) =
∞∑

n=−∞
cne

ı̂nx =
a0
2

+
∞∑
n=1

(an cosnx+ bn sinnx)

je Fourierov rad f . Potom rad

∞∑
n=−∞

ı̂ncne
ı̂nx =

∞∑
n=1

(nbn cosnx− nan sinnx)

konverguje bodovo k f ′(x) pre všetky body x kde f ′ je spojitá a k 12(f
′(x−) + f ′(x+)) v bodoch nespojitosti.

D: Pretože f ′ ∈ PS(−∞,∞), podl’a 2.2.4 jej Fourierov rad konverguje bodovo k vyššie popı́saným
hodnotám. Zároveň však vieme podl’a vety 2.2.6 jednotlivé koeficienty a preto daná suma musı́
bodovo konvergovat’k popı́saným hodnotám. 2

Integrácia má oproti derivácii jeden problém naviac. Predstavme si, že f je spojitá a periodická.
Potom jej primitı́vna funkcia F (x) =

∫
f(x) dx nemusı́ byt’periodická funkcia. Typický prı́klad je

funkcia f(x) = 1, potom F (x) = x. Na druhej strane, všetky nekonštantné členy Fourierovho radu
sú po integrácii periodické funkcie a tak môžeme dospiet’k záveru, že funkcia má periodickú pri-
mitı́vnu funkciu práve vtedy ak jej konštantný člen Fourierovho radu je 0. Presnejšou formuláciou
je nasledujúca veta.

Veta 2.2.8 Nech f je 2π periodická a po častiach spojitá s Fourierovými koeficientami an, bn, cn. Označme
F (x) =

∫ x
0 f(x) dx. Ak c0 = a0 = 0, tak pre ∀x ∈ R platı́

F (x) = C0 +
∑
n6=0

cn
ı̂n
eı̂nx =

A0
2

+
∞∑
n=1

(
an
n

sinnx− bn
n

cosnx

)
(2.17)

kde konštantný člen je vypočı́taný ako

C0 =
A0
2

=
1

2π

∫ π

−π
F (x) dx

Pokial’c0 6= 0, suma na pravej strane (2.17) konverguje k F (x)− c0x.

D: F je spojitá a po častiach hladká, pretože je integrálom po častiach spojitej funkcie. Navyše, ak
c0 = 0, F je 2π-periodická

F (x+ 2π)− F (x) =
∫ x+2π

x
f(x) dx =

∫ π

−π
f(x) dx = 2πc0 = 0

Potom podl’a vety 2.2.4 je Fourierov radF (x) bodovo konvergentný. Použitı́m vety 2.2.7 na funkciu
F , Fourierove koeficienty An, Bn, Cn sú viazané ku Fourierovým koeficientom an, bn, cn funkcie f
vzt’ahom

An = −bn
n
, Bn =

an
n
, Cn =

cn
ı̂n
, n 6= 0

Pokial’ c0 6= 0, môžeme použit’ predchádzajúce argumenty na funkciu f(x) − c0 a tým zavŕšime
tvrdenie vety. 2
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Vety, ktoré sme spomı́nali hovorili o bodovej konvergencii. Ako však vieme, bodová konver-
gencia môže byt’ zradná a omnoho radšej by sme použı́vali rovnomernú konvergenciu. Na jej
dôkaz použijeme Weierstrassov M-test. Ešte predtým sa ale ubezpečı́me, že konvergencia radu
v trigonometrickom a exponenciálnom tvare je jedno a to isté

Lema 2.2.16

|c±n| ≤ |an|+ |b+ n|
|an| ≤ |cn|+ |c−n|
|bn| ≤ |cn|+ |c−n|

D: Dôkaz je jednoduchým aplikovanı́m trojuholnı́kovej nerovnosti komplexných čı́sel na rovnice
(2.6) a (2.7) 2

Lema 2.2.17 (Suma obrátených štvorcov je konvergentná)

∞∑
n=1

1
n2

=
π2

6

D: Dôkaz je klasickým výsledkom modernej matematiky a nebudeme ho uvádzat’ 2

Postačujúce (ale nie nutné) podmienky rovnomernej konvergencie Fourierovho radu si sfor-
mulujeme v nasledujúcej vete

Veta 2.2.9 (Rovnomerná konvergencia) Ak f je 2π-periodická spojitá a po častiach hladká funkcia,
potom Fourierov rad kovnerguje k f rovnomerne na R.

D: Podl’a vety 2.2.4 vieme, že Fourierov rad konverguje bodovo k f . Preto stačı́ ukázat’pomocou
Weierstrassovho M-testu aj rovnomernú konvergenciu a dôkaz je hotový. Navyše, podl’a lemy
2.2.16 stačı́ ukázat’

∑∞
n=−∞ |cn| < ∞ pretože ∀x : |cneı̂nx| = |cn|. Použitı́m Besselovej nerovnosti

(veta 2.3.2) na f ′ dostávame
∞∑

n=−∞
|c′n| ≤

1
2π

∫ π

−π
|f ′(x)| dx (2.18)

Podl’a (2.16) je cn = c′n
ı̂n , n 6= 0. Potom

∞∑
n=−∞

|cn| = |c0|+
∑
n6=0
|cn
n
| ≤ |c0|+

√√√√√
∑
n6=0

1
n2

∑
n6=0
|c′n|2

 (2.19)

kde sme využili vetu 2.3.1 (Cauchy-Schwarzova nerovnost’). Využitı́m lemy 2.2.17 a Besselovej
nerovnosti aplikovanej na f dostávame

∞∑
n=−∞

|cn| ≤ |c0|+

√
π2

6
1

2π

∫ π

−π
|f(x)|2 dx <∞ (2.20)

Podl’a Weierstrassovho M-testu teda daný exponenciálny ( a teda aj trigonometrický) Fourierov
rad rovnomerne konverguje k f . 2

Koniec tejto sekcie venujeme veci ktorá priamo súvisı́ s konvergenciou. Ako sme mohli pozoro-
vat’hned’na začiatku na prı́kladoch, rád konvergencie Fourierovho radu sa môže medzi funkciami
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lı́šit’. Pre nespojité funkcie z prı́kladov 2.2.1 a 2.2.2 Fourierov rad konverguje pomaly. Naproti tomu
Fourierov rad spojitej funkcie z prı́kladu 2.2.3 konvergoval rýchlejšie. Je preto načase zahl’adiet’sa
trochu viac do tejto problematiky.

Vrát’me sa preto k vete 2.2.7. Pokial’ je f dostatočne hladká a má vel’a derivácii, opakovanı́m
vety niekol’kokrát postupne na vypočı́tanie Fourierových koeficientov f ′, f ′′, f ′′′, . . . . Zakaždým,
ked’spravı́me deriváciu, vel’kost’koeficientu cn (ale aj an, bn) sa zväčšı́ |n| násobne. Teda derivované
série postupne konvergujú pomalšie a pomalšie. Alebo obrátene - ak derivovaná séria konverguje,
pôvodná séria musela konvergovat’rýchlo. Tu je precı́zna formulácia

Veta 2.2.10 Nech f je 2π-periodická. Pokial’f ∈ C(k−1) a f (k−1) ∈ PS(−∞,∞), teda f (k) ∈ PC(−∞,∞),
potom pre Fourierove koeficienty f platı́

∞∑
n=−∞

|nkan|2 <∞,
∞∑

n=−∞
|nkbn|2 <∞,

∞∑
n=−∞

|nkcn|2 <∞ (2.21)

Špeciálne,
lim
n→∞

nkan = 0, lim
n→∞

nkbn = 0, lim
n→∞

nkcn = 0 (2.22)

Na opačnú stranu, nech Fourierove koeficienty cn spĺňajú |cn| ≤ D|n|−(k+α), n 6= 0 alebo ekvivalentne
|an| ≤ Dn−(k+α) a |bn| ≤ Dn−(k+α) pre nejaké konštanty D > 0, α > 1. Potom f ∈ C(k).

D: Najskôr aplikujeme vetu 2.2.7 k krát a dospejeme k výsledku c
(k)
n = (̂ın)kcn (a podobne pre

an, bn). Aplikovanı́m vety 2.3.2(Besselova nerovnost’) dostávame požadovanú nerovnost’nakol’ko
f (k) ∈ PC(−∞,∞) a teda

∫ π
−π |f

(k)(x)|2 dx <∞.
Dôkaz druhej časti začneme pozorovanı́m pre j ≤ k

∑
n 6=0
|njcn| ≤ D

∑
n6=0
|n|j−(k+α) ≤ 2D

∞∑
n=1

|n|j−k−α ≤ 2D
∞∑
n=1

|n|−α <∞ (2.23)

kde posledná nerovnost’ vyplýva z faktu α > 1. Potom, podl’a Weierstrassovho M-testu je rad∑∞
n=−∞(̂ın)jcneı̂nx rovnomerne konvergentný. Podl’a vety 2.2.4 ale vieme, že postupne daný rad

(bodovo) konverguje k f (j). Tým pádom je ale f (j) spojitá pre j ∈ 1, 2, . . . , k. 2

Dané dve časti vety nie sú presným opakom. V skutočnosti tu neexistuje jednoduché „vtedy
a len vtedy“. Ale pointa je zjavná - čı́m viac derivácii funkcia má, tým rýchlejšie konverguje jej
Fourierov rad.

2.3 Vektorový priestor L2(a, b)

Definı́cia 2.3.1 Množinu všetkých absolútne Lébesgueovsky integrovatel’ných funkciı́ z R(a, b) resp.
C(a, b) pre ktoré platı́ ∫ b

a
|f(x)|2dx <∞

budeme označovat’L2(a, b).

Lema 2.3.1 L2(a, b) je vektorový priestor.

Definı́cia 2.3.2 Skalárny súčin v L2(a, b) definujeme ako (f, g) =
∫ b
a f(x)g(x) dx resp. 〈f, g〉 =

∫ b
a f(x)g(x) dx

v prı́pade komplexných čı́sel.

Definı́cia 2.3.3 Normou funkcie f v L2(a, b) nazveme čı́slo ‖f‖ = 〈f, f〉1/2. Všimnime si, že ‖f‖ ≥ 0 pre
všetky f ∈ L2(a, b).
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Definı́cia 2.3.4 Dve funkcie f, g z L2(a, b) nazveme rovnaké, ak ‖f − g‖ = 0. Ako sme už videli, toto nutne
neznamená, že sú identické bodovo. Funkcie v L2(a, b) si preto môžeme predstavit’ ako triedy ekvivalencie
bodových funkcii. Pri počı́tanı́ s funkciami v L2(a, b) budeme stále počı́tat’s funkciami ako bodovými, avšak
budeme rozumiet’, že zmenenı́m hodnôt funkcie na množine miery 0 neovplyvnı́me výsledok.

Definı́cia 2.3.5 Funkcie f, g ∈ L2(a, b) nazveme ortogonálne, ak 〈f, g〉 = 0 a budeme to značit’ako f ⊥ g.

Definı́cia 2.3.6 (Ortonormálna množina) Nech fi ∈ L2(a, b) je množina funkciı́ pre ktorú platı́ ∀i 6=
j : fi ⊥ gi a zároveň ∀i : ‖fi‖ = 1. Potom danú množinu nazveme ortonormálnu množinu funkciı́ na
L2(a, b).

Lema 2.3.2 (Pythagorova veta) Nech f, g sú elementy vektorového priestoru a f ⊥ g. Potom ‖f‖2 +
‖g‖2 = ‖f + g‖2.

D:

‖f + g‖2 = 〈f + g, f + g〉 =(z linearity vektorového súčinu) 〈f, f〉+ 〈f, g〉+ 〈g, f〉+ 〈g, g〉
= ‖f‖2 + ‖g‖2 + 〈f, g〉+ 〈g, f〉 = ‖f‖2 + ‖g‖2

Kde posledná rovnost’vyplýva z ortogonality f, g. 2

Veta 2.3.1 (Cauchy-Schwarzova nerovnost’) Nech f, g sú prvky vektorového priestoru so skalárnym
súčinom 〈f, g〉. Potom | 〈f, g〉 |2 ≤ 〈f, f〉 〈g, g〉.

D: Ak g = 0, tak tvrdenie triviálne platı́. Preto predpokladajme g 6= 0. Nech α je komplexné čı́slo.
Potom

0 ≤ ‖f − λg‖ = 〈f − λg, f − λg〉
= 〈f, f〉 − λ 〈f, g〉 − λ 〈g, f〉+ |λ|2 〈g, g〉

Ak zaλ zvolı́me 〈f, g〉 〈g, g〉−1 (využijeme predpoklad g 6= 0 a fakt xx = |x|2), dostaneme nerovnost’

0 ≤ 〈f, f〉 − | 〈f, g〉 |2 〈g, g〉−1

ktorá platı́ vtedy a len vtedy ak
| 〈f, g〉 |2 ≤ 〈f, f〉 〈g, g〉

2

Lema 2.3.3 (Trojuholnı́ková nerovnost’) Trojuholnı́ková nerovnost’: Nech f, g sú prvky vektorového
priestoru. Potom ‖f‖+ ‖g‖ ≥ ‖f + g‖.

D: Z dôkazu pytagorovej vety máme

‖f + g‖2 = 〈f, f〉+ 〈f, g〉+ 〈g, f〉+ 〈g, g〉 = ‖f‖2 + 2< 〈f, g〉+ ‖g‖2

≤ ‖f‖2 + 2| 〈f, g〉 |+ ‖g‖2 ≤podl’a Cauchy-Schwarzovej nerovnosti

≤ ‖f‖2 + 2 ‖f‖ · ‖g‖+ ‖g‖2 = (‖f‖+ ‖g‖)2

Dokazovanú nerovnost’dostaneme odmocnenı́m 2

Lema 2.3.4 (
x−

n∑
i=1

〈x, xi〉xi

)
⊥

(
n∑
i=1

〈x, xi〉xi

)
(2.24)
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D: 〈
x−

n∑
i=1

〈x, xi〉xi,
n∑
i=1

〈x, xi〉xi

〉
=

〈
x,

n∑
i=1

〈x, xi〉xi

〉
−

〈
n∑
i=1

〈x, xi〉xi,
n∑
i=1

〈x, xi〉xi

〉

=
n∑
i=1

〈x, 〈x, xi〉xi〉 −
n∑
i=1

n∑
j=1

〈〈x, xi〉xi, 〈x, xj〉xj〉

=
n∑
i=1

〈x, xi〉 〈x, xi〉 −
n∑
i=1

n∑
j=1

〈x, xi〉 〈x, xj〉 〈xi, xj〉

=
n∑
i=1

〈x, xi〉 〈x, xi〉 −
n∑
i=1

〈x, xi〉 〈x, xi〉 〈xi, xi〉

=
n∑
i=1

〈x, xi〉 〈x, xi〉 −
n∑
i=1

〈x, xi〉 〈x, xi〉 = 0

2

Veta 2.3.2 (Besselova nerovnost’) Nech x1, . . . , xn je ortonormálna množina a x l’ubovol’ný prvok vek-
torového priestoru. Potom

n∑
i=1

| 〈x, xi〉 |2 ≤ ‖x‖2

D: Platı́

x =

(
x−

n∑
i=1

〈x, xi〉xi

)
+

(
n∑
i=1

〈x, xi〉xi

)

Podl’a lemy 2.3.4 je pravá strana súčet dvoch kolmých vektorov. Aplikovanı́m trojuholnı́kovej vety
na tieto 2 vektory dostávame

‖x‖2 =

∥∥∥∥∥x−
n∑
i=1

〈x, xi〉xi

∥∥∥∥∥
2

+

∥∥∥∥∥
n∑
i=1

〈x, xi〉xi

∥∥∥∥∥
2

resp.

‖x‖2 ≥

〈
n∑
i=1

〈x, xi〉xi,
n∑
i=1

〈x, xi〉xi

〉

Na druhú stranu〈
n∑
i=1

〈x, xi〉xi,
n∑
i=1

〈x, xi〉xi

〉
=(podobne ako v dôkaze lemy 2.3.4)

=
n∑
i=1

〈x, xi〉 〈x, xi〉 〈xi, xi〉

=
n∑
i=1

〈x, xi〉 〈x, xi〉 =
n∑
i=1

| 〈x, xi〉 |2

2



22 KAPITOLA 2. FOURIEROVA TRANSFORMÁCIA

2.4 Gibbsov fenomén

V prı́kladoch 2.2.1, 2.2.2 sme si ukázali Fourierove rady pre niektoré nespojité funkcie. Táto kapitola
bude venovaná ich spoločnej vlastnosti - fenoménu „zvonenia“ a prestrelenia hodnoty funkcie
v blı́zkosti bodu nespojitosti. Zopakujme si grafy týchto dvoch prı́kladov.

Prı́klad 2.4.1 Obdĺžniková funkcia

f(x) =

{
0 x ∈ (−π, 0)
1 x ∈ (0, π)

Jej n-tý čiastočný Fourierov súčet je

Sn(x) =
1
2

+
2
π

n∑
m=1

sin ((2m− 1)x)
2m− 1

, n > 0

Ukážka grafu čiastočných súčtov pre n = 10, 100 je na obrázku 2.6.

-0.2

 0

 0.2

 0.4

 0.6

 0.8

 1

 1.2

-3 -2 -1  0  1  2  3

f(x)
S10(x)

(a) n = 10

-0.2

 0

 0.2

 0.4

 0.6

 0.8

 1

 1.2

-3 -2 -1  0  1  2  3

S100(x)

(b) n = 100

Obr. 2.6: Ukážka Gibbsovho fenoménu na obdĺžnikovom signále

Môžeme si všimnút’zaujı́mavú vlastnost’, a sı́ce že čiastočné súčty nemajú charakter konvergovat’
rovnomerne k pôvodnej funkcii. Na druhú stranu podl’a 2.2.4 platı́ Sn → f bodovo. V praktickom
slova zmysle nám to hovorı́, že čiastočné súčty sı́ce konvergujú k danej funkcii, ale ich graf vykazuje
isté nezrovnalosti. Jeho neprı́jemnou vlastnost’ou je tendencia prestrelit’ hodnotu funkcie, a to
nezanedbatel’nou hodnotou, ako sa môžeme presvedčit’na prı́kladoch 2.4.1 a 2.4.2.

Prı́klad 2.4.2 Uvažujme nasledujúcu funkciu:

f(x) =
1
2

(π − x), x ∈ (0, 2π)

Jej čiastočný Fourierov súčet je

Sn(x) =
n∑
k=1

sin kx
k

ktorý sa dá odvodit’podobne ako riešenie prı́kladu 2.2.2. Sl’úbený graf pre hodnotyn = 10, 100, 1000
sa nachádza na obrázku 2.7.

Zvyšok tejto kapitoly venujeme práve tejto funkcii, jej čiastočným súčtom a odhadu o kol’ko
čiastočné súčty Sn prestrelia hodnotu f(x). Prı́jemným výsledkom tohoto nášho snaženia bude
záver pre všetky funkcie ∈ PC[a, b].
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(c) n = 1000
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(d) n = 1000, výrez

Obr. 2.7: Gibbsov fenomén pre f(x) = 1
2(π − x)

Lema 2.4.1 FunkciaSn(x) má na intervale (0, π) extremálne body 2kn π,
2k+1
n+1 π prek ∈ {0, 1, 2, . . . , bn−12 c}

D:

S′n(x) =
n∑
k=1

cos kx =
1

2 sin(12x)

n∑
k=1

2 sin(
1
2
x) cos(kx) =

=
1

2 sin(12x)

n∑
k=1

sin(
1
2
x+ kx) + sin(

1
2
x− kx) =

=
1

2 sin(12x)

n∑
k=1

sin(kx+
1
2
x)− sin(kx− 1

2
x) =

=
1

2 sin(12x)

(
sin

(
(n+

1
2

)x

)
− sin(

1
2
x)

)
=

=
sin(12nx) cos(12(n+ 1)x)

sin(12x)

Na danom intervale je funkcia sin(12x) kladná a preto extremálne body Sn(x) sú nulové body
S′n(x) a to sú nulové body funkciı́ sin(12nx) a cos(12(n + 1)x) čiže body 2kπn , k ∈ {1, . . . , bn−12 c} a
(2k+1)π
n+1 , k ∈ {0, 1, . . . , ..bn−12 c}. Zároveň však vieme, že pre body kde sin(12x) = 0 je cos(12(n+1)x) 6=

0 a naopak. Preto S′n(x) v týchto bodoch strieda znamienko a teda to nie sú inflexné body Sn. 2

Lema 2.4.2 Funkcia Sn(x) má na intervale (0, π) maximá 2k+1
n+1 π pre k ∈ {0, 1, 2, . . . , b12(n − 1)c}

a minimá 2kn π, pre k ∈ {1, 2, . . . , b12(n− 1)c}

D: Platı́
2k
n
π <

2k + 1
n+ 1

π <
2(k + 1)

n
π, k ∈ {1, 2, . . . , bn− 1

2
c}

a tiež
2k + 1
n+ 1

π <
2k + 2
n

π <
2k + 3
n+ 1

π, k ∈ {1, 2, . . . , bn− 1
2
c − 1}
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Teda, dané dve postupnosti bodov sa striedajú. Využitı́m výsledku predchádzajúcej lemy a uvá-
ženı́m, že extremálne body sa striedajú, máme výsledok na dosah. Stačı́ dokázat’, že bod 1

n+1π je
maximom Sn(x). To je ale zrejmé, lebo S′n(x) je kladná na intervale (0, 1

n+1π). 2

Definı́cia 2.4.1 (Sinc funkcia) Nenormalizovanou funkciou sinc t nazveme funkciu

sinc(t) =

{ sin t
t , t 6= 0

1, t = 0

Okrem nenormalizovanej funkcie sinc t existuje aj takzvaná normalizovaná funkcia sinc′ y = sincπy.
V tejto publikácii budeme až na zdôraznené výnimky použı́vat’nenormalizovanú definı́ciu.

Veta 2.4.1 Pre každé s ∈ N, postupnost’
{
Sn

(
2s−1
n+1 π

)}∞
n=1

má limitu
∫ (2s−1)π
0 sinc t dt. Podobne, po-

stupnost’
{
Sn
(
2s
n π
)}∞

n=1 má limitu
∫ 2sπ
0 sinc t dt.

D:

Sn

(
2s− 1
n+ 1

π

)
=

n∑
k=1

1
k

sin

(
k(2s− 1)
n+ 1

π

)

=
2s− 1
n+ 1

π
n∑
k=1

n+ 1
k(2s− 1)π

sin

(
k(2s− 1)
n+ 1

π

)

=
2s− 1
n+ 1

π
n∑
k=1

sinc

(
k(2s− 1)
n+ 1

π

) (2.25)

Na druhú stranu, zoberme si Riemannov horný a dolný integrálny súčet funkcie sinc t na in-
tervale (0, L). Uvažujme rovnomerné rozdelenie intervalu na n rovnakých častı́. Potom Hn ≥
L
n

∑n−1
k=0 sinc(kLn ) ≥ Dn ako sa môžeme l’ahko presvedčit’. Porovnanı́m s (2.25) a uváženı́m faktu

sinc 0 = 1 dostávame

Hn+1 ≥ Sn
(

2s− 1
n+ 1

π

)
+

2s− 1
n+ 1

π ≥ Dn+1

Následne ∫ 2s−1
0

sinc t dt = lim
n→∞

Hn+1 −
2s− 1
n+ 1

π ≥ lim
n→∞

Sn

(
2s− 1
n+ 1

π

)
≥

≥ lim
n→∞

Dn+1 −
2s− 1
n+ 1

π =
∫ 2s−1
0

sinc t dt

Analogicky ukážeme aj druhú nerovnost’ 2

OznačmeG(x) = 2
π

∫ πx
0 sinc t dt. Ked’že pre l’ubovol’né s ∈ N , limn→∞

1
2(π−

2s−1
n+1 ) = π

2 , môžeme
hovorit’, že n-tý čiastočný súčet prestrelı́ hodnotu funkcie v svojom k-tom maxime G(2k − 1) krát
ak n pošleme do nekonečna. Funkciu G(k) môžete vidiet’na obrázku 2.8.

Tabelované hodnoty pre prvých niekol’ko minı́m a maxı́m môžeme nájst’v tabul’ke 2.1.

k 1 2 3 4 5
Minimá 0.90282 0.94994 0.96641 0.97475 0.97978
Maximá 1.17898 1.06619 1.04021 1.02883 1.02246

Tabul’ka 2.1: Tabelované hodnoty minı́m a maxı́m funkcie G(x) = 2
π

∫ πx
0 sinc t dt

Z hodnôt je zrejmé, že čiastočné súčty prestrelia funkciu takmer o 18%, čo je prekvapivo vel’a.
Ak by sme počı́tali túto hodnotu nie vzhl’adom na aktuálnu hodnotu f(x) ale vzhl’adom na vel’kost’
skoku, táto hodnota bude polovičná.

Kapitolu zavŕšime zovšeobecnenı́m
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Obr. 2.8: Integrál funkcie sincx

Veta 2.4.2 Nech f, f ′ ∈ PC(0, 2π). Nech Sn je n-tý čiastočný súčet. Potom graf Sn konverguje k náčrtu na
obrázku 2.4. Na obrázku je a všeobecný bod nespojitosti funkcie f . Vertikálny rozdiel je 2π | limx→a+ f(x)−
limx→a− f(x)|

∫ π
0 sinc t dt a je centrovaná okolo 12(limx→a+ f(x) + limx→a− f(x))

D: Nebudeme uvádzat’. Zvedavý čitatel’ ho môže nájst’v [HH79], kde sa taktiež môže dočı́tat’viac
o Gibbsovom fenoméne, jeho histórii a nájde užitočné odkazy na d’alšiu literatúru. 2

Obr. 2.9: Náčrt Gibbsovho fenoménu vo všeobecnosti

2.5 Vlastnosti Fourierových radov

Ciel’om tejto sekcie je v stručnosti pozbierat’a dokázat’najdôležitejšie vlastnosti Fourierových ra-
dov. V d’alšom texte budeme uvažovat’exponenciálnu reprezentáciu z (2.8) a budeme ju označovat’
ako Ff(x) = {cn}∞n=−∞.

Veta 2.5.1 (Linearita) Nech f(x), g(x) ∈ L2(a, b) a Ff(x) = {cn}, Fg(x) = {dn}. Potom ∀α, β ∈ C
platı́

• Fαf(x) = {αcn}

• Ff(x) + g(x) = {cn + dn}
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• Fαf(x) + βg(x) = {αcn + βdn}

D: Tvrdenie jednoducho vyplýva z linearity skalárneho súčinu (integrálu) na L2(a, b). 2

Veta 2.5.2 (Posúvanie v čase) Nech f(x) ∈ L2(a, b), Ff(x) = {cn}. Nech f ′(x) je 2π-periodické rozšı́-
renie f . Potom Ff ′(x− x0) = {e−ı̂nx0cn}.

D:

{Ff ′(x− x0)}n =
1

2π

∫ π

−π
f ′(x− x0)e−ı̂xn dx =

1
2π

∫ π−x0

−π−x0
f ′(x)e−ı̂xne−ı̂x0n dx

=
1

2π
e−ı̂x0n

∫ π

−π
f(x)e−ı̂xn dx = e−ı̂x0ncn

2

Veta 2.5.3 (Časový reverz) Nech f(x) ∈ L2(a, b), Ff(x) = {cn}. Potom Ff(−x) = {c−n}.

D:

{Ff(−x)}n =
1

2π

∫ π

−π
f(−x)e−ı̂xn dx =

1
2π

∫ π

−π
f(y)eı̂yn dy = c−n

2

Veta 2.5.4 (Škálovanie času) Nech f(x) ∈ L2(a, b), Ff(x) = {cn}. Potom f(ax) =
∞∑

n=−∞
cne

ı̂axn.

D: Priama substitúcia do vzorca (2.2.6) 2

Veta 2.5.5 (Konjugácia) Nech f(x) ∈ L2(a, b), Ff(x) = {cn}. Potom Ff(x) = {c−n}.

D:

{Ff(x)}n =
1

2π

∫ π

−π
f(x)e−ı̂xn dx =

1
2π

∫ π

−π
f(x)e−ı̂xn dx

=
1

2π

∫ π

−π
f(x)eı̂xn dx = c−n

2

Integráciu a derivovanie sme už rozoberali, preto iba zhrnieme dosiahnuté výsledky.

Veta 2.5.6 (O derivovanı́) Nech f(x) je po častiach hladká funkcia, Ff(x) = {cn}. Potom Ff ′(x) =
{ı̂ncn}.

D: Pozri vetu 2.2.7 2

Veta 2.5.7 (O integrovanı́) Nech f(x) je po častiach spojitá funkcia,Ff(x) = {cn}. PotomFF (x)− c0x =
{ cnı̂ : n 6= 0}. Špeciálne, C0 = 1

2

∫ π
−π F (x) dx.

D: Pozri vetu 2.2.8 2

Veta 2.5.8 (O modulácii) Nech f(x), g(x) ∈ L2(a, b),Ff(x) = {cn},Fg(x) = {dn}. PotomFf(x)g(x) =
{
∑∞

i=−∞ cidn−i}
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D:

{Ff(x)g(x)}n =
1

2π

∫ π

−π
f(x)g(x)e−ı̂xn dx =

1
2π

∫ π

−π
g(x)e−ı̂xn

∞∑
k=−∞

cke
ı̂kx dx

=
∞∑

k=−∞
ck

1
2π

∫ π

−π
f(x)e−ı̂(n−k)x =

∞∑
k=−∞

ckdn−k

2

Veta 2.5.9 (O konvolúcii) Nech f(x), g(x) ∈ L2(a, b), Ff(x) = {cn}, Fg(x) = {dn}. Nech f ′, g′ sú
2π-periodické rozšı́renia f, g. Potom Ff(y) ∗ g(y) = F(

∫ π
−π f

′(y)g′(x− y) dy) = {2πcndn}

D:

{F
∫ π

−π
f ′(y)g′(y − x) dy}n =

1
2π

∫ π

−π
e−ı̂nx

∫ π

−π
f ′(y)g′(x− y) dy dx

=
∫ π

−π
f ′(y)

1
2π

∫ π

−π
g′(x− y)e−ı̂xn dx dy

=(podl’a vety 2.5.2)

∫ π

−π
f ′(y)dne

−ı̂ny dy

= 2πcndn

2

Veta 2.5.10 (Persevalova veta) Nech f(x) ∈ L2(a, b), Ff(x) = {cn}. Potom

1
2π

∫ π

−π
|f(x)|2 dx =

∞∑
n=−∞

|cn|2

Persevalova veta je teda akýsi zákon zachovania - celková hodnota energie v priestorovej doméne je rovnaká
ako celková hodnota energie v časovej doméne.

D:

1
2π

∫ π

−π
|f(x)|2 dx =

1
2π

∫ π

−π
f(x)f(x) dx =

1
2π

∫ π

−π
f(x)

∞∑
n=−∞

cneı̂nx dx

=
∞∑

n=−∞
cn

1
2π

∫ π

−π
f(x)e−ı̂nx dx =

∞∑
n=−∞

cncn

=
∞∑

n=−∞
|cn|2

2

2.6 Fourierova transformácia

Po pomerne zdĺhavej rozprave o Fourierových radoch teraz konečne prejdeme na hlavnú tému
tejto práce a to Fourierovu transformáciu. Nebudeme do detailov rozoberat’ jej vlastnosti a robit’
podrobné dôkazy, pretože väčšina vecı́ sa dá odvodit’analogicky, ako sme ich odvodzovali u radov,
avšak treba využı́vat’ matematický aparát s väčšou obozretnost’ou. Najskôr si popı́šeme spojitú
Fourierovu transformáciu a v druhej časti prejdeme na diskrétnu verziu, ktorá bude hlavným
predmetom skúmania v kapitole o aplikáciach.
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2.6.1 Spojitá Fourierova transformácia

Prvou prekážkou, ktorá bude pôsobit’pri generalizovanı́ Fourierových radov na interval (−∞,∞)
je absencia ortogonálnej sady vektorov. Totižto, pre každú periodickú funkciu f(x) 6= 0 na množine
nenulovej miery platı́

∫∞
−∞ f(x)2 dx = ∞. Preto nie je možné preniest’ dôkazy konvergencie

z vektorového priestoru L2(a, b). Napriek tomu ale vieme Fourierove rady zovšeobecnit’na celý
interval (−∞,∞).

Definı́cia 2.6.1 Fourierovou transformáciou integrovat’el’nej funkcie f(x) nazveme funkciu f̃ definovanú
ako

f̃(ω) =
∫ ∞
−∞

f(x)e−ı̂ωx dx

Ak f je integrovatel’ná (t.j
∫∞
−∞ |f(x)| <∞), potom jej Fourierova transformácia f̃(ω) je ohraničená,

ale nie nutne integrovatel’ná. Ako prı́klad môže slúžit’obdĺžniková funkcia

f(x) =

{
0 x < −π alebo x > π
1
2π −π < x < π

ktorej Fourierova transformácia je sincπω. Táto funkcia nie je integrovatel’ná hoci jej integrál∫∞
−∞ sinc(x) dx = 1. Je to analógia striedavého harmonického radu, ktorý konverguje, ale rad jeho

absolútnych hodnôt diverguje. Preto nie je možné vo všeobecnosti napı́sat’inverznú transformáciu.
Avšak, ak f(x) aj f̃(ω) sú obe integrovatel’né, potom platı́

f(x) =
1

2π

∫ ∞
−∞

f̃(ω)eı̂ωx dω (2.26)

skoro všade1. Ak f(x) je spojitá, potom rovnica (2.26) platı́ na celom R.
Okrem definı́cie 2.6.1 sa v praxi použı́vajú aj minimálne 2 d’alšie varianty. Uvedieme tu variantu

v štandardnej frekvencii (Definı́cia 2.6.1 je v takzvanej angulárnej frekvencii).

f̃(ω) =
∫ ∞
−∞

f(x)e−2πı̂xω dx

f(x) =
∫ ∞
−∞

f̃(ω)e2πı̂xω dω

Podobne ako pri radoch, aj pri Fourierovej transformácii máme na výber z vel’kého počtu
vlastnostı́. Ich zhrnutie sa dá nájst’v tabul’ke 2.2. Zhrnutie základných transformačných párov je
uvedené v tabul’ke 2.3. Obe tabul’ky sú prevzaté z [Wik09c].

V tabul’kách 2.2 a 2.3 pod symbolom sinc označujeme normalizovanú sinc funkciu
sinc(x) = sinπx

πx , pod symbolom rect označujeme obdĺžnikovú funkciu rect(x) =
1, |x| < 1

2 , inak rect(x) = 0 a pod symbolom tri označujeme trojuholnı́kovú
funkciu tri(x) = max(1− |x|, 0).

2.6.2 Diskrétna Fourierova transformácia

Diskrétna Fourierova transformácia na rozdiel od spojitej verzie operuje nad periodickým signá-
lom, ktorý je zadaný v diskrétnych bodoch.

Existuje takzvaná „Diskrétna časová Fourierova transformácia“, ktorá pracuje
s neperiodickým signálom zadanom v diskrétnych bodoch, tejto sa ale nebudeme
venovat’.

1Funkcie sú rovnaké „skoro všade“, ak sa ich funkčné hodnoty lı́šia len na množine miery 0
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Funkcia FT štandardná frekvencia FT angulárna frekvencia

1 δ(ω) 2πδ(ω)

δ(ω) 1 1

rect(ax) 1
|a| sinc(ωa ) 1

|a| sinc( ω
2πa)

sinc(ax) 1
|a|rect(ωa ) 1

|a|rect( ω
2πa)

tri(ax) 1
|a| sinc2(ωa ) 1

|a| sinc2( ω
2πa)

sinc2(ax) 1
|a| tri(ωa ) 1

|a| tri( ω
2πa)

e−ax
2 √

π
ae
− (πω)

2

a
√

π
ae
−ω

2

4a

e−a|x| 2a
a2+4πω2

2a
a2+ω2

eı̂ax δω − a
2π 2πδω − a

cos(ax)
δ(ω− a

2π )+δ(ω+
a
2π )

2 π(δ(ω − a) + δ(ω + a))

sin(ax) ı̂
δ(ω+ a

2π )−δ(ω−
a
2π )

2 ı̂π(δ(ω + a)− δ(ω − a))

1
x −ı̂π sgn(ω) −ı̂π sgn(ω)

Tabul’ka 2.3: Vybraté funkcie a ich Fourierova transformácia

Jej základom je ortogonalita postupnostı́ {sin 2πnk}N−1n=0 a {cos 2πnk}N−1n=0 . Nakol’ko spomı́nané
postupnosti vieme vyjadrit’ ako vektory vo vektorovom priestore CN , budú všetky vlastnosti
odvodené pre Fourierove rady (okrem vlastnostı́ týkajúcich sa kalkulu) analogicky prenesitel’né
na diskrétnu FT. Aby sme nenapı́nali, v nasledujúcej definı́cii si transformáciu aj zadefinujeme.

Definı́cia 2.6.2 (Diskrétna Fourierova transformácia) Diskrétnou Fourierovou transformáciou vel’kosti
N nazveme transformáciu CN → CN pre ktorú platı́

Xk =
N−1∑
n=0

xne
−2πı̂
N

kn

Inverzná transformácia je definovaná ako

xk =
1
N

N−1∑
n=0

Xne
2πı̂
N
kn

Narozdiel od Fourierovej transformácie a Fourierových radov, diskrétna verzia je vždy inverto-
vatel’ná - nekladieme žiadne špeciálne nároky na vstupné údaje. V tabul’ke 2.4 prevzanej z [Jon06]
sú zhrnuté najdôležitejšie vlastnosti diskrétnej Foruierovej transformácie.

2.7 Viacrozmerná Fourierova transformácia

Niekedy je potrebné vediet’aplikovat’Fourierovu transformáciu vo viacerých rozmeroch. Typické
použitia sú vo fyzike (3-rozmerný priestor), matematike (diferenciálne rovnice o viacerých nezná-
mych) a informatike (2D signály ako naprı́klad obraz). Je preto výhodné venovat’ problematike
viacerých rozmerov. Prvou otázkou ktorú si treba zodpovedat’ sú základné funkcie použité na
rozklad. Po vzore jednorozmerného prı́padu by sme mohli použit’ sı́nusy a kosı́nusy. Prvým ná-
padom môže byt’použit’vlny, aké vznikajú naprı́klad pri dopade kvapky do vody. Ich rezom cez
stred je sı́nusoida resp. kosı́nusoida. Takéto riešenie ale nie je vhodné, pretože požaduje kruhovú
symetriu 2. Namiesto toho sa použı́vajú funkcie, ktoré sú násobkom dvoch Fourierových funkciı́

2Pre problémy s kruhovou symetriou je vhodné sa oboznámit’s Fourier-Besselovými radmi
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Operácia Priestorová/časová doména Frekvenčná doména

transformácia xn Xk

Rotácia xn−m mod N Xke
− 2πı̂

N
km

Časový reverz x−n mod N X(−k) mod N

Konjugácia xn X(−k) mod N

Cyklická konvolúcia (x ∗ y)n =
∑N−1

m=0 xmy(n−m) mod N XkYk

Modulácia xnyn (X ∗ Y )k

Symetria ∀n : xn ∈ R Xk = X(−k) mod N

Parsevalova veta
N−1∑
n=0

(|xn|2) = =
1
N

N−1∑
k=0

(|Xk|2)

Tabul’ka 2.4: Vlastnosti diskrétnej Fourierovej transformácie

pre dve rôzne premenné. V prı́pade (exponenciálnych) Fourierových radov na štvorcovej oblasti
[−π, π]× [−π, π] je to e−ı̂nxe−ı̂my. Môžeme si overit’ortogonalitu∫

[−π,π]×[−π,π]
(e−ı̂n1xe−ı̂m1y)(e−ı̂n2xe−ı̂m2y) dx, y =

{
4π2 n1 = n2 a m1 = m2
0 v opačnom prı́pade

Daná forma sa tiež dá kompaktnejšie vektorovo zapı́sat’ako e−ı̂(n,m).(x,y).
Nás bude predovšetkým zaujı́mat’ viacrozmerná diskrétna Fourierova transformácia, ktorej

vzorec je

Xk1,k2,...,kd =
N1−1∑
n1=0

N2−1∑
n2=0

· · ·
Nd−1∑
nd=0

e
− 2πı̂
N1

n1k1e
− 2πı̂
N2

n2k2 . . . e
− 2πı̂
Nd

ndkdxn1,n2,...,nd (2.27)

Prepı́sané do vektorovej podoby, kde n = (n1, n2, . . . , nd), k = (k1, k2, . . . , kd), N − 1 = (N1 −
1, N2 − 1, . . . , Nd − 1) a n/N = (n1/N1, n2/N2, . . . , nd/ND) prejde na tvar

Xk =
N−1∑
n=0

e−2πı̂k.(n/N) xn

Inverzná transformácia je definovaná analogicky ako

xk =
1∏d

l=1Nl

N−1∑
n=0

e2πı̂k.(n/N) Xn

Nás však bude omnoho viac zaujı́mat’forma (2.27). Zaoberajme sa chvı́l’u 2-rozmerným prı́padom.

Xk1,k2 =
N1−1∑
n1=0

N2−1∑
n2=0

e
− 2πı̂
N1

n1k1e
− 2πı̂
N2

n2k2xn1,n2

=
N1−1∑
n1=0

e
− 2πı̂
N1

n1k1
N2−1∑
n2=0

e
− 2πı̂
N2

n2k2xn1,n2

=
N1−1∑
n1=0

e
− 2πı̂
N1

n1k1Yn2 [n1]
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kde Yn2 [i] je definované ako

Yn2 [n1] =
N2−1∑
n2=0

e
− 2πı̂
N2

n2k2xn1,n2

Celá transformácia sa dá teda zložit’ z dvoch častı́. Každá čast’ je Fourierovou transformáciou
v jednom indexe. Presnejšie povedané, ak x zapı́šeme do matice, potom Y zı́skame aplikovanı́m
Fourierovej transformácie na každý riadok matice a X zı́skame aplikovanı́m Fourierovej transfor-
mácie na každý stĺpec matice Y . Vidı́me teda, že viacrozmerná diskrétna Fourierova transformácia
sa dá efektı́vne počı́tat’pomocou jednorozmernej verzie - postupne aplikujeme Fourierovu trans-
formáciu v každej dimenzii. Toto robı́ viacrozmernú DFT atraktı́vnu pre spracovanie priestorových
dát, nakol’ko vieme využı́vat’efektı́vne algoritmy pre výpočet jednorozmernej DFT.

2.8 Prı́buzné transformácie

Fourierova transformácia súvisı́ s vel’a rôznymi transformáciami, postupne si uvedieme niektoré
z nich a porovnáme.

2.8.1 Transformácie prı́buzné spojitej Fourierovej transformácii

Taylorove rady

Začiatok nášho porovnávania transformácii venujeme súvislosti medzi Fourierovými a Tayloro-
vými radmi. Prvým faktom je, že obe sú nekonečné rady. Nie vel’mi zaujı́mavý fakt. Hoci tieto dve
transformácie nemajú vel’a spoločného, existujú isté spoločné črty. Uvažujme Taylorov rad funkcie
f(x) okolo bodu 0 s polomerom konvergencie r

f(x) =
∞∑
n=0

anx
n, −r < x < r

Prirodzene, Taylorov rad sa dá napı́sat’aj pre komplexné funkcie, v tom prı́pade

f(seı̂φ) =
∞∑
n=0

ans
neı̂φn, 0 ≤ s < r

Daná rovnica je vel’mi podobná rovnici v definı́cii 2.2.6 exponenciálnej formy Fourierovho radu
v premennej φ. Samozrejme, toto nie je je jediná spoločná črta. V [RA96] sa čitatel’ môže dočı́tat’
o ich súvislostiach pri ultrasférických polynómoch.

Laplaceova transformácia

Definı́cia 2.8.1 (Obojstrannou) Laplaceovou transformáciou funkcie f(x) nazveme

L(y) = Lf(x) =
∫ ∞
−∞

e−xyf(x) dx

Jednostranná Laplaceova transformácia využı́va integrovanie na intervale [0,∞)
a je v bežnej praxi použı́vaná viacej. Na porovnávanie sa nám však viacej hodı́
obojstranný variant.

Vidı́me, že Laplaceova transformácia je brat Fourierovej transformácie. Jediným rozdielom medzi
nimi je absencia imaginárnej jednotky a konštanta 2π, ktorá je určená variantom Fourierovej
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transformácie použitej v tejto publikácii. Inverzná Laplaceova transformácia je podl’a [Wik09f]
definovaná ako komplexný integrál

f(x) = L−1F (y) =
1

2πı̂

∫ γ+ı̂∞

γ−ı̂∞
exyF (y) dy

kde γ je reálne čı́slo také, aby kontúra integrácie bola v regióne konvergencie F (y).
Dôsledkom náramnej podobnosti oboch transformácii je vel’ký počet spoločných vlastnostı́.

Obe transformácie sú lineárne. Obe sa správajú vel’mi podobne pri integrácii, derivácii, posúvanı́,
škálovanı́ a konvolúcii.

Tabul’ka 2.8.1 porovnáva základné vlastnosti Laplaceovej transformácie a Fourierovej transfor-
mácie vedl’a seba. Dá sa tak l’ahko presvedčit’o ich vel’kej podobnosti.

Laplace doména Fourier doména

Operácia priestorová frekvenčná priestorová frekvenčná

Transformácia l(t) L(ω) f(t) F (ω)

Linearita al(t) + bg(t) aL(ω) + bG(ω) af(t) + bg(t) aF (ω) + bG(ω)

Derivácia frekvencie −tl(t) L′(ω) −2πı̂tf(t) F ′(ω)

Derivácia v čase l′(t) ωL(ω)− l(0−) f ′(t) 2πı̂ωF (ω)

Škálovanie l(at) 1
|a|L(ωa ) f(at) 1

|a|F (ωa )

Posúvanie eatl(t) L(ω − a) e2πı̂atf(t) L(ω − a)

Konvolúcia l(t) ∗ g(t) L(ω)G(ω) f(t) ∗ g(t) F (ω)G(ω)

Tabul’ka 2.5: Porovnanie Laplacovej a Fourierovej transformácie

Hartleyova transformácia

Podobne ako Fourierova transformácia použı́va kernel zložený zo sı́nusov a kosı́nusov, konkrétne
exponenciálny kernel e−2πı̂ωt = cos(2πωt)− ı̂ sin(2πωt), Hartleyouva transformácia použı́va takz-
vaný kosı́novo-sı́nusový kernel cas(2πωt) = cos(2πωt) + sin(2πωt). Transformácia je preto na
rozdiel od FT reálna.

H(ω) = {Hf(t)}(ω) =
∫ ∞
−∞

f(t)cas(2πωt) dt

Hartleyova transformácia je inverzom samej seba, t.j.

f = HHf

Jej hlboký súvis s Fourierovou transformáciou sa dá popı́sat’nasledujúcimi prevodnými rovnicami
medzi oboma transformáciami

F (ω) =
H(ω) +H(−ω)

2
− ı̂H(ω)−H(−ω)

2

a opačným prevodom

H(ω) = <(F (ω))−=(F (ω))
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Čiastková Fourierova transformácia

Predstavme si na chvı́l’u Fourierovu transformáciu ako operátor v rovine reprezentovanej pries-
torovou/časovou doménou ako osou x a frekvenčnou doménou ako osou y. Jednu aplikáciu F
môžeme chápat’ako otočenie o 90 stupňov proti smeru hodinových ručičiek. Dve postupné apliká-
cie dávajú FFf(x) = f(−x), čo nie je nič iné ako otočenie o 180 stupňov v našej rovine. Napokon,
FFFFf(x) = f(x) zodpovedajúc otočeniu o plnú kružnicu, teda identitu. Fourierova transfor-
mácia rádu a kde a je celé čı́slo spĺňa nasledujúce podmienky:
• konzistencia Fa = F pre a = 1
• aditivita FaFb = Fa+b
• comutativita FaFb = FbFa
• linearita Fa(f + g) = Faf + Fag
Preto, ak by existovalo algebraické rozšı́renie definı́cieFa pre a ∈ R spĺňajúce tieto podmienky,

mohli by sme ho považovat’ za čiastkovú Fourierovu transformáciu. Takéto rozšı́renie naozaj
existuje a je definovaná pre angulárne frekvencie naprı́klad v [SS05]. Pre a ∈ [0, 1]

Faf(t) = Fa(ω) =
eı̂(1/4π−1/2φ)√

2π sinφ

∫ ∞
−∞

f(t) exp

[
−ı̂
ωt− 12(t

2 + ω2) cosφ

sinφ

]
dt (2.28)

kde φ = 1
2πa. Dosadenı́m za a = 1 môžeme nahliadnut’, že rovnica (2.28) prejde na štandardnú

Fourierovu transformáciu v angulárnej frekvencii, čiže

F1f(t) =
eı̂(1/4π−1/4π)√

2π sin π
2

∫ ∞
−∞

f(t) exp

[
−ı̂
ωt− 12(t

2 + ω2) cos π2
sin π

2

]
dt

=
1√
2π

∫ ∞
−∞

f(t) exp [−ı̂ωt]

Proces pre a = 0 je bolestivý, avšak dá sa ukázat’, že lima→0Faf(t) = f(t).
Na ilustráciu ako sa postupne prelieva energia z priestorovej do časovej domény sme spravili

čiastkovú Fourierovu transformáciu obdĺžnikového signálu postupne pre rôzne koeficienty a.
Ilustrácia je na obrázku 2.8.1.

Čiastková Fourierova transformácia je teda generalizáciou normálnej transformácie. Má aj vel’a
vlastnostı́, ktoré sme už poznali z klasickej FT. Novým a zaujı́mavým javom je plynulý prechod
medzi priestorovou a frekvenčnou doménou. Čiastková FT našla preto svoje miesto v optike a pri
riešenı́ diferenciálnych rovnı́c vo vlnovej fyzike.

2.8.2 Transformácie prı́buzné diskrétnej Fourierovej transformácii

Tak ako spojitá FT má svojich prı́buzných, nie je tomu inak ani pre jej diskrétnu verziu. Samozrejme,
poniektoré z predtým uvedených transformácii majú aj svoje diskrétne verzie, my sa však budeme
viacej venovat’dvom špeciálnym transformáciam.

Z-transformácia ako rozšı́renie DFT

Zaujı́mavým prirodzeným rozšı́renı́m DTFT (Diskrétne časovej Fourierovej transformácie) a DFT
je z-transformácia. Obojstranná verzia je napı́saná v rovnici (2.29), jednostranná verzia v rovnici
(2.30).

X(z) = Z{x} =
∞∑

n=−∞
xnz

−n (2.29)

X(z) = Z{x} =
∞∑
n=0

xnz
−n (2.30)
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Obr. 2.10: Ilustrácia čiastkovej FT pre rôzne koeficienty a
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Môžeme si všimnút’, že ak z = e−ı̂2π/N , potom z-transformácia prechádza do Fourierovej transfor-
mácie. Špeciálne, pre nás je vel’mi zaujı́mavá je konečná verzia

X(z) =
N−1∑
n=0

xnz
−n

pretože je použitá práve v Bluesteinovom algoritme na výpočet FFT. Bluesteinov chirp z-algoritmus
je celý navrhnutý na počı́tanie l’ubovol’nej z-transformácie. Je preto ešte užitočnejšı́ ako FFT. Rôzne
aplikácie z-transformácie zahrňujú analýzu signálov s lineárnou zmenou frekvencie, ako sa dá
nájst’naprı́klad v [BS90].

Diskrétna kosı́nová transformácia

Na záver kapitoly sme si nechali asi najznámejšieho prı́buzného diskrétnej Fourierovej transfor-
mácie. Diskrétna kosı́nová transformácia (d’alej len DCT) je v súčasnej informatike použı́vaná snád’
ešte výraznejšie ako DFT. Je to spôsobené jej niektorými prı́jemnými vlastnost’ami. Asi najvýznam-
nejšı́m faktom je jej čisto reálna povaha - DCT nie je nutné počı́tat’s komplexnými čı́slami. Druhý
dôvod je koncentrácia energie okolo menšı́ch frekvenciı́, ako si ukážeme pri kompresii obrazu
a zvuku (obrázok 3.11). Diskrétna kosı́nová transformácia oproti DFT použı́va za svoje základné
funkcie iba (posunuté) kosı́nusy. Existujú aspoň 4 v praxi použı́vané varianty definı́cie DCT My si
uvedieme pravdepodobne tú najpoužı́vanejšiu (známu pod menom DCT II). Jej vzorec je popı́saný
rovnicou (2.31).

Xk =
N−1∑
n=0

xn cos

(
π

N
(n+

1
2

)k

)
, k = 0, 1, . . . , N − 1 (2.31)

Inverzná transformácia má rovnicu

xk =
1
N
X0 +

2
N

N−1∑
n=1

Xn cos

(
π

N
n(k +

1
2

)

)
Zaujı́mavou vlastnost’ou je, že DCT je až na faktor 2 presne rovná DFT z 4N reálnych čı́sel s párnou
symetriou, kde vstupy na párnych indexoch sú nulové. Na výpočet DCT sa teda teoreticky dá
priamo aplikovat’DFT algoritmus, stačı́ mu predpracovat’ vstup na symetrický iba s nepárnymi
indexami. Táto spojitost’však zachádza d’alej - algoritmy použité na výpočet DFT idú spravidla
jednoducho prepı́sat’a zjednodušit’priamo na DCT, čı́m sa transformácia ukazuje v lukratı́vnom
svetle. Napokon - jej využitia budú spomı́nané v nasledujúcej kapitole.



Kapitola 3

Použitie v informatike

3.1 Signal processing

Či chcete alebo nechcete, spracovanie digitálneho signálu je vel’mi dôležitou súčast’ou každoden-
ného života. Okolo nás sa každú sekundu prenesú vel’ké množstvá údajov rôzneho typu. A práve
tu hrá životne dôležitú hereckú rolu konverzia analógového a digitálneho signálu. Vysielanie
televı́zie, rádia, alebo rozprávanie sa modemov, to všetko sú analógové signály, ktoré treba ne-
jakým spôsobom preniest’ do digitálneho sveta. V rannej dobe boli technológie čisto analógové,
ale v dnešnej dobe sa stretávame s náročným digitálnym spracovanı́m. Či ide o záznam zvuku
mikrofónom alebo meranie napätia voltmetrom, všade sa vynára tá istá otázka.

3.1.1 Je možné digitalizovat’analógový signál?

Odpoved’ je nie. Nie bez d’alšı́ch predpokladov. Signál môže byt’l’ubovol’ný a nech by sme akokol’-
vek rýchlo zaznamenávali, stále nemusı́me zaznamenávat’dostatočne rýchlo. Taktiež nemôžeme
zaznamenávat’ s nekonečnou presnost’ou. Toto sú limitujúce faktory, ktoré prekážajú záznamu
signálu. Zaoberajme sa preto otázkou, či za nejakých zjednodušených predpokladov je možné
rekonštruovat’signál iba z čiastočných údajov. Možno je to prekvapujúce, ale dá sa to. Základ tejto
teórie vypracovali páni Nyquist a Shannon. Sformulujme a dokážme si preto jednu základnú vetu
zo signal processingu.

Veta 3.1.1 (Nyquist-Shannon sampling theorem) Nech f je l’ubovol’ná spojitá funkcia z L2(−∞,∞).
Ak ∃B také že f je zhora ohraničená frekvenciou B, tak f sa dá zrekonštruovat’ z bodov f(kπB ) pre k ∈ Z
podl’a vzorca f(x) =

∑∞
l=−∞ f( lπB ) sinc(lπ −Bx).

D: Pretože signál je frekvenčne obmedzený, platı́

f(x) =
∫ ∞
−∞

F (α) exp[̂ıxα] dα =
∫ B

−B
F (α) exp[̂ıxα] dα (3.1)

Z podmienky f ∈ L2(a, b) vieme, že F existuje a F ∈ L2(−∞,∞). Taktiež pretože F (x) = 0 pre
|x| > B, môžeme tvrdit’F ∈ L2(−B,B). Preto sa dá pı́sat’1

F (α) =
∞∑

k=−∞
Fk exp[

ı̂παk

B
], |α| < B (3.2)

Táto suma konverguje k F v norme L2(a, b). Samozrejme, mimo intervalu (−B,B) konverguje
k periodickému rozšı́reniu. Koeficienty Fk vieme jednoznačne určit’ako analógiu vzorca 2.8.

Fk =
1

2B

∫ B

−B
F (α) exp[

−ı̂πkα
B

]dα (3.3)

1V dôkaze použı́vame verziu Fourierovho radu na intervale nie (−π, π) ale na intervale (−B,B). Verı́me, že čitatel’
si je sám schopný odvodit’si variácie viet, ktoré sme dokazovali v prvej časti publikácie

37
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Teraz porovnanı́m (3.1) a (3.3) odvodı́me

Fk =
1

2B
f(−πk/B)

a dosadenı́m do (3.2) s použitı́m substitúcie l = −k dostaneme

F (α) =
1

2B

∞∑
l=−∞

f(
lπ

B
) exp[− ı̂lπα

B
] (3.4)

Nakoniec, skombinovanı́m (3.4) a (3.1) dostávame

f(x) =
∫ B

−B

1
2B

( ∞∑
l=−∞

f(
lπ

B
) exp[− ı̂lπα

B
]

)
exp[̂ıxα] dα

=
1

2B

∫ B

−B

∞∑
l=−∞

f(
lπ

B
) exp[− ı̂lπα

B
+ ı̂xα] dα

Potrebovali by sme zamenit’poradie integrovania a sumácie. OznačmeSn(α) =
∑n

l=−n f( lπB ) exp[− ı̂lπα
B ].

Vieme, že limn→∞ Sn(α) = 2BF (α). Špeciálne dosadenı́m α = 0 dostávame limn→∞ Sn(0) =
2BF (0). Preto ∃C : ∀n : |Sn(0)| < C. Lenže |Sn(α)| ≤ |Sn(0)| a teda ∀n : C > Sn(α). Zároveň,∫ B
−B |C|dα = 2BC < ∞. Preto podl’a vety o dominantnej konvergencii môžeme zamenit’poradie

integrácie a sumácie.

f(x) =
1

2B

∞∑
l=−∞

f(
lπ

B
)
∫ B

−B
exp[− ı̂lπα

B
+ ı̂xα] dα

=
1

2B

∞∑
l=−∞

f(
lπ

B
)2B

sin(lπ −Bx)
lπ −Bx

=
∞∑

l=−∞
f(
lπ

B
) sinc(lπ −Bx)

2

3.2 Signal processing - digitálne filtre

Digitálne filtre sú dôležitou súčast’ou spracovania digitálneho signálu. Podobne ako analógové
filtre, ich úlohou je zo vstupného signálu vybrat’pre nás podstatnú čast’, prı́padne ju zosilnit’alebo
inak modifikovat’ signál. V tomto dokumente si spomenieme niekol’ko najzákladnejšı́ch filtrov
použı́vaných v praxi a súvisiacich s Fourierovou transformáciou. Budeme ich demonštrovat’ na
spracovanı́ obrazu, hoci mnohé z nich sú viac dôležité v spracovanı́ zvuku/elektrického signálu .

Najskôr si popı́šeme filtre pracujúce vo frekvenčnom rozsahu, potom spomenieme filtre pracu-
júce na priestorovej doméne a kapitolu zavŕšime ukázanı́m súvisu medzi týmito dvoma prı́stupmi
a dekonvolúciou, ktorá sa snažı́ invertovat’následky nežiadúcich filtrov.

3.2.1 Ideálny lowpass a highpass filter

Najjednoduchšı́mi filtrami, s ktorými sa čitatel’ môže stretnút’ sú takzvaný lowpass a highpass
filter. Ako už ich názov napovedá, budú prepúšt’at’ len určité pásmo frekvenciı́. Lowpass filter
prepustı́ všetky nı́zke frekvencie, vysoké odstráni. Prı́kladom lowpass filtra môže byt’naprı́klad
ekvalizér, ked’ si necháme iba „basy“. Highpass filter je pravým opakom lowpass filtra - prepustı́
len vysoké tóny. Prı́kladom môže byt’aplikácia highpass filtra na obrázok - ponechá iba hrany, t.j.
miesta, kde sa rýchlo menı́ intenzita obrazu a teda obsahujú vysoké frekvencie.
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Ideálny lowpass a highpass filter o limitujúcej frekvencii f môžeme popı́sat’obrázkom 3.1, kde
na x-ovej osi je frekvencia vstupného signálu a na y-ovej osi je hodnota výstupného signálu.

Väčšina filtrov vo frekvenčnej oblasti sa dá popı́sat’ podobným grafom. Čitat’el’ ale
musı́ brat’ohl’ad na istú nepresnost’- daný graf nešpecifikuje presne filter. Špecifikuje
len zmenu amplitúdy. Bežné filtre fázu nemenia a preto sa ticho predpokladáφ(f) =
0.

Dané filtre prepúšt’ajú všetky frekvencie na jednu stranu od hraničnej a na druhú stranu
neprepustia nič. Ako si ukážeme vizuálne, tieto filtre majú spoločný problém - „zvonenie“. Naj-
výraznejšie sa prejavuje práve pri highpass filtri. Preto sa v praxi nepoužı́vajú. Zvonenie úzko
súvisı́ s Gibbsovým fenoménom, ktorý sme už skúmali v kapitole 2.4. Ideálny lowpass filter je
totiž variant čiastočného súčtu Fourierovho radu prenesený na diskrétnu Fourierovu transformá-
ciu. Pri filtroch nás teda okrem ich frekvenčnej odozvy bude zaujı́mat’aj „priestorová“ odozva na
jednoduchý impulz, ktorým je v diskrétnom prı́pade jednotkový bod. V spojitom prı́pade je to
Diracova delta funkcia2. Kombinovanı́m grafu pre frekvenčnú odozvu a zodpovedajúceho grafu
pre priestorovú odozvu sa môžeme presvedčit’o vlastnostiach filtra. Dobrý filter by mal mat’rýchly
úpadok pri prechode cez hraničnú frekvenciu, zároveň by však nemal vykazovat’prvky zvonenia
v priestorovej doméne.
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(b) Priestorová odozva

(c) Aplikácia filtra

Obr. 3.1: Ideálny lowpass filter pre f = 10, 20, 40

Na obrázku 3.1 môžeme nájst’ frekvenčnú odozvu filtra, jeho priestorovú odozvu na bodový

2Diracova delta funkcia spĺňa ∀a > 0 :
R a
−a δ(x) dx = 1. Delta funkcia nie je funkciou v pravom slova zmysle.

Zjednodušene, δ(x) = 0 ak x 6= 0 a δ(0) =∞.
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impulz a ukážku filtrovania obrazu. Je dôležité si všimnút’najmä zvonenie v priestorovej odozve
a následný dopad na kvalitu obrazu. Obrázok má rozlı́šenie 256×256 a sú naň postupne aplikované
filtre o hraničnej frekvencii3 10,20,40.

Ideálny highpass filter bude mat’presne opačnú odozvu ako ideálny lowpass filter. Viac vše-
obecne, môžeme hovorit’, že frekvenčná odozva highpass filtra je

fH(ω) = 1− fL(ω) (3.5)

Pretože súčet oboch filtrov dodáva pôvodný obraz, je ihned’ zjavné že aj ideálny highpass filter
bude mat’podobné zvoniace efekty ako jeho brat. Jeho charakteristika sa dá nájst’na obrázku 3.2.
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Obr. 3.2: Ideálny highpass filter pre f = 10, 20, 40

Pri highpass filtroch ešte spomenieme jednu výnimku rovnice (3.5). Ide konkrétne o frekvenciu
0, čiže aritmetický priemer signálu. Ak počı́tame výpočty v hodnotách bez znamienka (0-255),
efektı́vne vynulovanie rovnicou (3.5) by spôsobilo posun jasu k čiernym farbám. V tomto prı́pade
je vhodné nastavit’výslednú hodnotu bud’ konštantne na polovicu jasu, alebo ponechat’pôvodný
priemer, čiže mat’jednotkovú odozvu.

3.2.2 Hladké filtre

Ako sme v predchádzajúcej sekcii ukázali, ideálne filtre majú zvoniaci efekt. Preto sa v praxi použı́-
vajú filtre, ktoré majú spojitý a hladký prechod medzi frekvenciami, ktoré filtrujú a frekvenciami,

3Pri diskrétnej transformácii frekvencia 1 zodpovedá sı́nusovému signálu o perióde dĺžky obrázku



3.2. SIGNAL PROCESSING - DIGITÁLNE FILTRE 41

ktoré nefiltrujú. Ukážeme si dva rôzne filtre - Butterworthov a Gaussov. Začneme Gaussovým
(lowpass) filtrom, ktorý je definovaný rovnicou

gL(f) = e
− 12 (

f
f0
)2

gH(f) = 1− e−
1
2 (

f
f0
)2

Gaussov filter je priamym opakom ideálneho filtra. Jeho pozoruhodnou vlastnost’ou je rovnaká
hladká podoba vo frekvenčnej a priestorovej doméne. Preto ho môžeme považovat’ akosi za
„ideálne hladký“ filter. Gaussov filter sa využı́va naprı́klad na rozmazávanie obrazu.
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(c) Aplikácia filtra

Obr. 3.3: Gaussov lowpass filter pre f = 10, 20, 40

Gaussov filter ale tiež nie je ideálne riešenie. Má sı́ce nádhernú priestorovú odozvu bez zvo-
nenia, jeho frekvenčná odozva je však pomerne rozt’ahaná. Prax by preto potrebovala filter bez
zvonenia, ktorý sa ale blı́ži ideálnemu a má čo najstrmejšı́ prechod. Takýmto filtrom je naprı́klad
Butterworthov filter. Butterworthov filter rádu n s hraničnou frekvenciou f0 možeme zapı́sat’ako

bL(f) =
1

1 + ( ff0 )2n

bH(f) = 1− 1

1 + ( ff0 )2n

Menenı́m rádu n menı́me hladkost’ filtra a zároveň jeho zvonenie. Filtre do rádu n = 2 majú
zvoniaci efekt zanedbatel’ný, so vzrastajúcim n ale efekt postupne začı́na byt’ čı́m viac citel’nejšı́,
ako vidiet’na obrázkoch 3.6 a 3.8.
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Obr. 3.4: Gaussov highpass filter pre f = 10, 20, 40
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(a) Frekvenčná odozva f = 10

 0
 0.1
 0.2
 0.3
 0.4
 0.5
 0.6
 0.7
 0.8
 0.9

 1

 0  32  64
 0

 0.1
 0.2
 0.3
 0.4
 0.5
 0.6
 0.7
 0.8
 0.9

 1

 0  32  64
 0

 0.1
 0.2
 0.3
 0.4
 0.5
 0.6
 0.7
 0.8
 0.9

 1

 0  32  64

(b) Frekvenčná odozva f = 20
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(c) Frekvenčná odozva f = 40
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(e) Priestorová odozva f = 20
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(f) Priestorová odozva f = 40

Obr. 3.5: Butterworthov lowpass filter pre rád n = 1, 2, 4
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(a) Aplikácia filtra f = 10

(b) Aplikácia filtra f = 20

(c) Aplikácia filtra f = 40

Obr. 3.6: Butterworthov lowpass filter pre rád n = 1, 2, 4



3.2. SIGNAL PROCESSING - DIGITÁLNE FILTRE 45
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(b) Frekvenčná odozva f = 20
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(c) Frekvenčná odozva f = 40
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(d) Priestorová odozva f = 10

-0.2
-0.1

 0
 0.1
 0.2
 0.3
 0.4
 0.5
 0.6
 0.7

 0  32  64  96  128
-0.3
-0.2
-0.1

 0
 0.1
 0.2
 0.3
 0.4
 0.5
 0.6
 0.7

 0  32  64  96  128
-0.3
-0.2
-0.1

 0
 0.1
 0.2
 0.3
 0.4
 0.5
 0.6
 0.7

 0  32  64  96  128

(e) Priestorová odozva f = 20
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(f) Priestorová odozva f = 40

Obr. 3.7: Butterworthov highpass filter pre rád n = 1, 2, 4
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(a) Aplikácia filtra f = 10

(b) Aplikácia filtra f = 20

(c) Aplikácia filtra f = 40

Obr. 3.8: Butterworthov highpass filter pre rád n = 1, 2, 4
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3.2.3 Súvis medzi frekvenčnými a priestorovými filtrami

Klasické obrazové filtre v priestorovej doméne ako naprı́klad medián, ostrenie hrán a ich kompli-
kovanejšie verzie vieme popı́sat’ako maticu M rozmerov 2k + 1× 2k + 1 spĺňajúcu

Ax,y =
2k∑
i=0

2k∑
j=0

ax+i−k,y+j−kMi,j

Táto matica vlastne popisuje výslednú hodnotu Ai,j ako lineárnu kombináciu oko-
litých bodov ax,y. Matica je navyše centrovaná aby stred matice zodpovedal bodu,
ktorý ostáva na mieste.

Pre jednorozmerné signály samozrejme použijeme vektor namiesto matice. Identita sa dá
zapı́sat’ako

I =

0 0 0
0 1 0
0 0 0



a filter na detekciu hrán je naprı́klad

I =

−1/8 −1/8 −1/8
−1/8 1 −1/8
−1/8 −1/8 −1/8



Filtrovanie v časovej doméne je pomerne jednoduché a existuje vel’ké množstvo filtrov. Súvislost’
s filtrovanı́m vo frekvenčnej doméne je preto vel’mi zaujı́mavým ciel’om. Je výhodné vediet’prevá-
dzat’filtre medzi týmito doménami. Užitočným prı́kladom môže byt’naprı́klad postupná aplikácia
niekol’kých filtrov v časovej doméne za sebou na jeden obrázok. Daný výpočet môže byt’pomalý,
ak sa začnú aplikovat’ vel’ké filtre. Navyše, pri neustálych výpočtoch môže dochádzat’ k strate
presnosti v dôsledku zaokrúhl’ovania. Preto je výhodnejšie previest’filtre na ich frekvenčné dvoj-
čatá a aplikovat’ ich vo frekvenčnej doméne. Už na prvý pohl’ad výpočet filtra v časovej doméne
matne pripomı́na konvolúciu. Túto konvolúciu si teraz explicitne zapı́šeme.

Lema 3.2.1 Nech M ′ je matica filtra M „posunutá“ do stredu a preklopená podl’a oboch osı́. Presnejšie,
nech

M ′i,j =

{
Mk−i,k−j , −k ≤ i, j ≤ k
0, v ostatných prı́padoch

Potom aplikácia filtra M je (necyklická) konvolúcia obrazu a s filtrom M ′.



48 KAPITOLA 3. POUŽITIE V INFORMATIKE

D:

(a ∗M ′)x,y =
∑
i

∑
j

ai,jM
′
x−i,y−j

=
∑
−k≤x−i
x−i≤k

∑
−k≤y−j
y−j≤k

ai,jM−x+i+k,−y+j+k

=
∑
−k≤i−x
i−x≤k

∑
−k≤j−y
j−y≤k

ai,jM−x+i+k,−y+j+k

=
k+x∑

i=−k+x

k+y∑
j=−k+y

ai,jM−x+i+k,−y+j+k

=
2k∑
r=0

2k∑
s=0

ar+x−k,s+y−kM−x+(r+x−k)+k,−y+(s+y−k)+k

=
2k∑
r=0

2k∑
s=0

ar+x−k,s+y−kMr,s

2

Lema 3.2.1 nám umožňuje prevádzat’ jednoduché filtre medzi časovou a frekvenčnou doménou.
Podl’a konvolučnej vety (tabul’ka 2.4) je totiž konvolúcia ekvivalentná jednoduchému násobeniu
vo frekvenčnej doméne. Samozrejme, ak uvažujeme diskrétnu Fourierovu transformáciu, musı́me
uvažovat’ cyklickú konvolúciu. V praxi to znamená rozšı́rit’ obrázok a filter na takú vel’kost’,
aby súčet ich rozmerov bol menšı́ ako rozmery Fourierovej transformácie (Naprı́klad pre filter
vel’kosti 5×5 a obrázok vel’kosti 100×100 treba použit’Fourierovu transformáciu o vel’kosti aspoň
105×105). Filtrovanie v časovej a frekvenčnej doméne sa teda opät’prevádza pomocou Fourierovej
transformácie.

3.2.4 Dekonvolúcia

V niektorých prı́padoch má užı́vatel’na vstupe signál, ktorý bol upravený konvolúciou. Táto zmena
nie je nutne žiadaná. Prı́kladom môže byt’starý gramofón, ktorý výraznejšie lepšie prehrával zvuk
na svojej rezonančnej frekvencii. Alebo naprı́klad jemne rozostrená fotografia, hudba prehrávaná
z pásky atd’. Ďalšı́m prı́kladom konvolúcie je napät’ový priebeh obdĺžnikového signálu v reálnych
elektrických obvodoch. Všetky tieto prı́klady majú spoločný bod - signál z pôvodnej (chcenej)
podoby prešiel fyzikálnym javom na konvolvovaný. Princı́p dekonvolúcie je preto vel’mi jedno-
duchý - našim ciel’om je nájst’filter rušiaci pôvodnú konvolúciu. Ak pôvodný signál označı́me x,
konvolvovaný y, konvolučný filter f a náhodný šum v, potom

y(t) = h(t) ∗ x(t) + v(t)

Našou úlohou je nájst’filter g taký, aby

x̂(t) = g(t) ∗ y(t)

kde x̂ je odhad x minimalizujúci strednú kvadratickú chybu ε.

ε(f) = E|X(f)− ˆX(f)|2

= E|X(f)−G(f)Y (f)|2

= E|X(f)−G(f)[H(f)X(f) + V (f)]|2

= E|[1−G(f)H(f)]X(f)−G(f)V (f)|2
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Roznásobenı́m druhej mocniny dostávame

ε(f) =[1−G(f)H(f)][1−G(f)H(f)]E|X(f)|2

+ [1−G(f)H(f)]G(f)E(X(f)V (f))

+G(f)[1−G(f)H(F )]E(V (f)X(f))

+G(f)G(f)E|s(f)|2

Predpoklad, že šum je nezávislý od signálu môžeme reprezentovat’ako

E(X(f)V (f)) = E(V (f)X(f)) = 0

Ak si zadefinujeme

S(f) = E|X(f)|2

N(f) = E|V (f)|2

Tak dostávame

ε(f) = [1−G(f)H(f)][1−G(f)H(f)]S(f) +G(f)G(f)N(f)

Aby sme našli minimálnu chybu, zderivujeme celú rovnicu podl’a G(f) a položı́me rovnú nule4.
Aby sme nemuseli minimalizovat’cez 2 premenné (imaginárnu a reálnu čast’), pre reálnu funkciu
f premennej z existuje skratka: Ak označı́me zr = z+z

2 , zi = z−z
2ı̂ , potom

∂f

∂z
|z =

∂zr
∂z
|z
∂f

∂zr
|zi +

∂zi
∂z
|z
∂f

∂zi
|zr =

1
2

(
∂f

∂zr
|zi + ı̂

∂f

∂zi
|zr
)

Preto na minimalizáciu cez všetky potrebné hodnoty nám stačı́ položit’

0 =
∂f

∂z
|z

Aplikovanı́m na ε dostávame

dε(f)
dG(f)

= −H(f)S(f)[1−G(f)H(f)] +G(f)N(f) = 0

G(f) =
H(f)S(f)

HfHfSf +Nf

Daný dekonvolučný filter sa nazýva Wienerov filter. Rovnica Wienerovho filtra môže byt’ d’alej
prepı́saná do viac vysvetl’ujúcej podoby

G(f) =
1
Hf

|H(f)|2

|H(f)|2 + 1
SNRf

kde SNRf = S(f)/N(f) je „signal-to-noise ratio“, čiže pomer sily signálu voči šumu. Ak je šum
nulový, člen v zátvorke je nulový a dekonvolučný filter je iba inverzným filtrom. Akonáhle sa ale
šum zväčšı́, člen v zátvorke sa zmenšı́. Wienerov filter preto utlmuje frekvencie na základe ich
SNR.

Pre funkčnost’Wienerovho filtra potrebujeme vediet’frekvenčné charakteristiky jednak signálu
a jednak šumu. Tieto charakteristiky sa sı́ce nedajú bez pôvodného signálu zistit’presne, v praxi
však často postačuje približný odhad.

4Po správnosti by sa patrilo ešte overit’, že sme dostali naozaj minimum a nie maximum, toto ale prenecháme na
čitatel’a
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3.3 Image processing

Táto kapitola bude venovaná spracovaniu obrazovej informácie a ako sa pri tom dá využit’Fou-
rierova transformácia. Ukážeme si dôležitost’magnitúdy a fázy, rýchle hl’adanie patternu rovnakej
vel’kosti a orientácie. O digitálnych filtroch a ich aplikácii na filtrovanie obrázkov sme už pı́sali
v predchádzajúcej kapitole a preto tu uvedieme len veci netýkajúce sa úplne priamo filtrov.

3.3.1 Fourierova transformácia - fáza a magnitúda

Zatial’nikde v tomto texte sme nespomı́nali previazanost’fázy a magnitúdy u Fourierovej transfor-
mácie. Je preto normálne sa pýtat’, či majú rovnakú váhu na vzniku výsledného obrazu. Odpoved’
je prekvapivá - nie. Fáza sa omnoho výraznejšie podiel’a na výsledných črtách, ako magnitúda.
Túto skutočnost’prezentujeme na ilustrácii 3.9. Môžeme pozorovat’, že obrázok sı́ce kompletnou
zmenou magnitúdy stratı́ textúru, bude v ňom šum, ale základné črty si predsa len zachová. Ob-
jekt je rozpoznatel’ný aj po takých výrazných zmenách magnitúdy, ako sú zmena na konštantu,
či výmena s iným obrázkom. Naopak, posledné dva obrázky ukazujú skutočnost’, že položenı́m
konštantnej fázy úplne zrušı́me vizuálnu informáciu. Zaujı́mavým efektom, ktorý možno pozo-
rovat’ je prı́spevok strechy prvého obrázku k druhému. Strecha totiž obsahuje pomerne výraznú
hranu-diskontinuitu natočenú o 45 stupňov a prispieva tak výrazne k rovnako orientovanému
šumu.

(a) Fáza 1, Magnitúda 1 (b) Fáza 1, Magnitúda 2 (c) Fáza 1, konšt. Magnitúda

(d) Fáza 2, Magnitúda 1 (e) Fáza 2, Magnitúda 2 (f) Fáza 2, konšt. Magnitúda

(g) Konšt. fáza, Magnitúda 1 (h) Konšt. fáza, Magnitúda 2

Obr. 3.9: Porovnanie dôležitosti fázy a magnitúdy
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Dôležitost’fázy ale nekončı́ len pri obrázkoch. V elektronickej verzii tohoto diela sa čitatel’môže
presvedčit’o tom istom závere na audio súboroch.

3.3.2 Hl’adanie patternov

Jednou z nečakaných aplikácii konvolúcie je aj takzvaný korelačný filter. Korelácia sa použı́va na
identifikáciu lineárnej závislosti. Začneme štandardnou definı́ciou korelácie zo štatistiky

Definı́cia 3.3.1 (Korelácia) Koreláciou dvoch nenulových postupnostı́ x, y nazveme čı́slo

rx,y =
E(xy)− E(x)E(y)

D(x)D(y)
=

n
n−1∑
i=0

xiyi −
n−1∑
i=0

xi

n−1∑
i=0

yi√√√√n

n−1∑
i=0

x2i −

(
n−1∑
i=0

xi

)2√√√√n

n−1∑
i=0

y2i −

(
n−1∑
i=0

yi

)2

Korelácia popisuje mieru lineárnej závislosti oboch postupnostı́. Použitı́m Cauchy-Schwarzovej
nerovnosti (veta 2.3.1) pomerne jednoducho dostávame nerovnost’ |rx,y| ≤ 1 s rovnost’ou nastá-
vajúcou práve v prı́pade lineárnej závislosti. Zjednodušene povedané, čı́m je väčšia korelácia
(v absolútnej hodnote), tým viac sa na seba dané postupnosti podobajú, zoberúc do úvahy ich
relatı́vne škálovanie. Korelácia je preto vel’mi vhodný nástroj v spracovávanı́ signálu na hl’adanie
známej vzorky v danom signáli. Musı́me ale nájst’efektı́vnu cestu ako ju rýchlo počı́tat’.

Definı́cia 3.3.2 (Nenormalizovaná korelácia) Nenormalizovanou koreláciou nazveme hodnotu

r′x,y =
n−1∑
i=0

xiyi

Čakajú nás dve podúlohy - rýchle počı́tanie nenormalizovanej korelácie a následne efektı́vny
prepočet na normalizovanú koreláciu. Aby sme spresnili úlohu - na vstupe máme známy pat-
tern y0, . . . , yn−1 dĺžky n a signál (pravdepodobne) väčšej dĺžky x0, . . . , xm−1. Chceme vypočı́tat’
postupne rx0...xn−1,y, rx1...xn,y, rx2...xn+1,y, . . . . Pretože zameranı́m celej tento práce je Fourierova
transformácia, dostávame drobný hint. Konkrétne, poznáme podobnú rovnicu - konvolúciu. Sku-
točne, konvolúcia a korelácia sú jedna a tá istá operácia, ak „otočı́me“ postupnost’y. Formálne

Lema 3.3.1 Nech x′ je postupnost’x rozšı́rená nulami na dĺžku n+m. Nech y′ je postupnost’dĺžky n+m
definovaná nasledovne y′ = [y0,m krát 0, yn−1, yn−2, . . . , y2, y1]. Potom rxi,y = conv(x, y)i kde conv
označuje (necyklickú) konvolúciu.

D: Dôkaz je podobný dôkazu lemy 3.2.1 2

Nenormalizovanú koreláciu vieme preto rýchlo vypočı́tat’ pomocou Fourierovej transformácie.
Ostáva určit’, ako ju efektı́vne prepočı́tat’na normalizovanú. Prvým krokom bude „normalizácia“
y vzorcom y′ = y−E(y), inak povedané, odčı́tanie priemeru. Táto transformácia nezmenı́ hodnotu
korelácie, ako sa môžeme presvedčit’

E(x(y − E(y))) = E(xy − xE(y)) = E(xy)− E(xE(y)) = E(xy)− E(x)E(y)

D(y − E(y)) = D(y)

V čitateli ostala nenormalizovaná korelácia x, y′, v menovateli konštantná hodnota D(y) l’ahko
vypočı́tatel’ná na začiatku aD(x) = D([xi, xi+1, . . . , xi+n−1]), ktorá sa menı́. Našt’astie, táto hodnota
sa dá efektı́vne počı́tat’. V jednom rozmere naprı́klad nasledovne - pamätáme si sumu posledných
n hodnôt a ich druhých mocnı́n a ked’ sa posúvame o hodnotu vpravo, pripočı́tame nový člen
a odpočı́tame hodnotu toho, ktorý „vypadol“ z postupnosti. V dvoch (a viacerých) rozmeroch
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sa dajú predpočı́tat’ prefixové sumy v lineárnom čase s následnou otázkou na sumu obdĺžnika
v konštantnom čase.

Po vyriešenı́ algoritmickej strany problému sa zamyslı́me na čo je korelácia vhodná. Jedno
teoretické použitie je znázornené na obrázku 3.10. Ide o stroj overujı́ci pravost’bankovky a hl’ada-
júci známe znaky. Na obrázku je znázornený známy pattern, ktorý chceme identifikovat’v rámci
obrázku, symbol eura. Vedl’a neho je znázornená korelácia daných dvoch vzorov, ukazujúca ma-
ximum presne na polohe hl’adaného symbolu. Stroj takto môže identifikovat’ viacero symbolov,
porovnat’ich pozı́cie a kvalitu korelácie a identifikovat’bankovku.

(a) Pattern (b) Bankovka (c) Korelácia

Obr. 3.10: Ukážka korelácie

Na prvý pohl’ad sa teda zdá, že korelácia je spása a dokonalý nástroj na hl’adanie paternov.
Daný prı́stup má však svoje nedostatky. V jednom rozmere je to neschopnost’ detekcie signálu,
ktorý je „roztiahnutý“. V dvoch rozmeroch k škálovaniu pribúda aj otočenie. Zjavne, korelácia
hl’adá len pattern presnej vel’kosti a presného natočenia, čo môže byt’výrazným problémom pri
hl’adanı́ patternu vo všeobecnej polohe. Aj napriek týmto nedostatkom je však použitel’ná na vel’kú
škálu problémov, ako sme si ukázali na prı́klade.

Ak sa čitatel’ zaujı́ma o digitálne filtre a spracovanie obrazu, odporúčame mu
prečı́tat’ si publikáciu [Smi97].

3.4 Image compression

3.4.1 Základný náčrt kompresie údajov

Stratová (ale aj bezstratová) kompresia údajov je založená na jednoduchých princı́poch. Jej hlavné
črty si môžeme popı́sat’v troch krokoch

• Transformácia

• Kvantizácia

• Kompresia

Pod’me sa bližšie zaoberat’jednotlivými čast’ami. Transformácia je bezstratová manipulácia s údajmi.
Transformáciou môže byt’ identita, rozdelenie obrazu na farebné zložky, zmena RGB na CMYK
a pod. Hlavnou úlohou transformácie je akosi predpripravit’ dáta na d’alšie spracovanie, dostat’
ich do vhodnej podoby pre d’alšie kroky, ale pritom vediet’stále vypočı́tat’reverznú transformáciu.
Krok transformácie je zároveň krokom, kedy sa teoreticky 5 nestráca žiadna informácia.

Nasleduje, druhý krok, samotný krok zodpovedný za stratu informácie pri stratovej kompresii.
Pri bezstratovej kompresii je samozrejme vynechaný. Výstupom z transformácie sú dáta. Tieto dáta
môžeme považovat’za reálne resp. celé čı́sla. Ich problémom je vel’ká pamät’potrebná na udržiava-
nie týchto informácii. Kvantizácia rieši tento problém jednoducho inžiniersky - nejaké informácie
vynecháme. Spravidla sa to robı́ tak, že čı́sla sa vydelia kvantizačným faktorom a zaokrúhlia nadol.
Opačný proces ku kvantizácii môže len hádat’pôvodné čı́sla, preto je kvantizácia stratová. Je však

5V praxi môže dochádzat’k chybám zo zaokrúhl’ovania
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na umenı́ prı́slušného spôsobu kvantizácie, aké to bude mat’vizuálne následky. Ako vieme, väčšina
informácie skrytá v digitálnych obrázkoch či zvukoch je takpovediac nepotrebná. Človek nemá
natol’ko vyvinuté zmysly, aby ju všetku videl/počul. Preto záležı́ len na šikovnosti, ktoré informá-
cie budú kvantizované viac a ktoré menej. Samozrejme, snahou je najviac kvantizovat’informácie
pre človeka skryté a naopak, dôležité údaje nekvantizovat’vôbec. Tu si kvantizácia podáva ruku
s predchádzajúcou transformáciou - čı́m lepšie transformácia oddelı́ dôležité od nedôležitého, tým
lepšie vieme kvantizovat’.

Poslednou čast’ou je kompresia. Toto je čiste bezstratová kompresia, ktorá sa snažı́ ešte z kvan-
tizovaných údajov vyžmýkat’posledné vol’né bity a tak zavŕšit’finálnu podobu.

Prı́kladom formátu, ktorý nemá transformáciu, nemá kompresiu ale má kvantizáciu je naprı́-
klad BMP - kvantizuje každú farebnú zložku do 8 bitov. Formátom bez transformácie s kvantizáciou
a kompresiou môže byt’naprı́klad TGA - prebieha v ňom Run-length kompresia, ktorá vie dobre
komprimovat’dlhé úseky rovnakej farby. V skutočnosti, najviac účinné formáty sú tie, ktoré použı́-
vajú sofistikovanú transformáciu. Prı́kladom je JPEG2000 využı́vajúci waveletovú transformáciu
či klasický formát JPEG. Práve pri ňom sa teraz zastavı́me a bližšie si popı́šeme jeho kroky.

3.4.2 Jpeg - farebná predprı́prava

Dátový formát jpeg je sofistikovaný formát využı́vajúci viaceré poznatky z vizuálneho vnı́mania
obrazu.

V počı́tači je bežná reprezentácia farieb v takzvanom RGB móde, kde farba pozostáva z koor-
dinátov v 3D priestore (Červená, Zelená, Modrá). Hoci je tento spôsob vel’mi intuitı́vny pre CRT
monitory, nie je perfektný pre kompresiu. Trojica farieb červená, zelená a modrá totiž nepopisuje
spôsob vnı́mania l’udskou bytost’ou rovnomerne. Formát JPEG rieši tento problém zavedenı́m no-
vého farebného priestoru (Y,Cb, Cr), ktorý sa dá vypočı́tat’nasledovne 6 (predpokladáme 8-bitové
RGB hodnoty)

Y = 0.299R+ 0.587G+ 0.114B

Cb = −0.1687R− 0.3313G+ 0.5B + 128

Cr = 0.5R− 0.4187G− 0.0813B + 128

Pričom spätná transformácia je

R = Y + 1.402(Cr − 128)

G = Y − 0.34414(Cb− 128)− 0.71414(Cr − 128)

B = Y + 1.772(Cb− 128)

Nasleduje prvá kvantizácia nazývaná Chroma subsampling, kde sa zložky Cr,Cb redukujú na
nižšie rozlı́ženie. L’udské oko je totiž omnoho menej citlivé na zmenu farby ako na zmenu jasu. Pri
kompresii si preto môžeme dovolit’ zmenšit’ rozlı́šenie s akým je uchovaná farba. Neprı́jemným
vedl’ajšı́m dôsledkom môže byt’„pretekanie“ farebného odtieňa na silno kontrastných hranách.

Viac o subsamplingu sa čitatel’môže dozvediet’v [DAK05].

3.4.3 Jpeg - kosı́nová transformácia

Po tejto úprave sa všetky tri vrstvy spracúvajú samostatne a tým istým spôsobom. Snahou je
zredukovat’d’alšiu nepotrebnú informáciu. Práve tu sa ujı́ma vedenia Fourierova transformácie,
presnejšie povedané jej kamarátka diskrétna kosı́nová transformácia. Jej špeciálna verzia pre JPEG
sa od vzorca 2.31 lı́ši normalizáciou a špecializáciou na vstup vel’kosti 8× 8.

F (u, v) =
1
4
C(u)C(v)

7∑
x=0

7∑
y=0

f(x, y) cos
π(x+ 1/2)u

8
cos

π(y + 1/2)v
8

(3.6)

6Prevzaté z [Ham92]
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Kde C je definované ako

C(u) =

{
1√
2

u = 0

1 u 6= 0

Inverzná transformácia je definovaná ako

f(x, y) =
1
4

7∑
u=0

7∑
v=0

C(u)C(v)F (u, v) cos
π(x+ 1/2)u

8
cos

π(y + 1/2)v
8

(3.7)

Bolo by dobré upozornit’ čitatel’a na dva zásadné rozdiely medzi kosı́novou trans-
formáciou a jej inverznou transformáciou. Prvým je vyňatie C(u)C(v) pred sumu
v rovnici (3.6) narozdiel od rovnice (3.7), kde to nemôžeme spravit’. Druhým
rozdielom je zhoda parametrov oboch kosı́nusov, navzdory intuı́cii, že inverzná
transformácia by mala mat’vymenené indexy u, v s x, y

Dôvod prečo je diskrétna kosı́nová transformácia výhodnejšia si spomenieme neskôr, nateraz
si vysvetlı́me princı́p na ktorom si obe zakladajú. Ukazuje sa, že l’udské oko je vnı́mavejšie v oblasti
nižšı́ch frekvenciı́. Presnejšie povedané, omnoho viac vnı́mame svetlost’ a odtiene povedzme na
vel’kej modrej ploche ako je obloha v porovnanı́ s rýchlo sa meniacimi farbami morskej hladiny
s vlnami, kde sa prı́padné zmeny spôsobené kompresiou stratia. Diskrétna kosı́nová transformá-
cia oddelı́ jednotlivé frekvencie od seba, a tak môžeme aplikovat’ rôznu kvantizáciu pre rôzne
frekvencie. Druhou výhodu tejto transformácie je jej schopnost’sústred’ovat’väčšinu energie v nı́z-
kofrekvenčnej oblasti. Už bez samotnej kvantizácie vieme potom ušetrit’ na finálnej kompresii,
ktorá bude omnoho lepšie pracovat’na údajoch, ktorých vel’ká čast’má nı́zku entropiu oproti vy-
sokej entropii celého pôvodného signálu. Obraz sa preto rozdelı́ na bloky vel’kosti 8 × 8 pixelov,
každý blok sa spracúva samostatne.

Na daný blok sa najskôr aplikuje DCT podl’a vzorca 3.6. Výsledok je opät’blok 8× 8, tentoraz
vo frekvenčnom spektre. Môžeme si všimnút’, že maximálna hodnota v danom bloku môže byt’
väčšia ako je rozsah vstupných údajov, transformáciu preto treba robit’s väčšı́m dátovým typom.
Dáta kvantizujeme a dekvantizujeme pomocou vopred určenej kvantizačnej matice Q(u, v).

FQ(u, v) = Round(F (u, v)/Q(u, v))

F ′(u, v) = FQ(u, v) ∗Q(u, v)

Ukážka prevodu pôvodného obrázku na kvantizované koeficienty a spätná transformácia je
v tabul’ke 3.1

3.4.4 Prečo DCT a nie DFT?

V krátkosti si vysvetlı́me základný rozdiel medzi Fourierovou a kosı́novou transformáciou pri
kompresii. Na prvý pohl’ad je totiž Fourierova transformácia výhodnejšia - ako sme už ukázali,
výstup diskrétnej Fourierovej transformácie reálnych čı́sel je zbytočne vel’ký. V skutočnosti nám
stačı́ si pamätat’ 14 výstupu, pretože poznáme jeho symetriu v oboch rozmeroch. V spolupráci
s predpokladom dvojnásobného počtu bitov na zapamätanie si komplexných čı́sel môžeme dôjst’
k záveru, že výstup DFT je o polovicu menšı́ ako výstup DCT. Tento záver je zjavne v niečom
chybný, nakol’ko by sme vedeli komprimovat’l’ubovol’né súbory na polovicu. Problém je v presnosti
- na výstup DFT potrebujeme väčšiu presnost’aby sme vedeli spravit’spätnú transformáciu7. Toto
ale nie je najhlavnejšı́ dôvod prečo sa použı́va kosı́nová transformácia.

Dôvod prečo DCT a nie DFT si doslova ukážeme. Ide o schopnost’koncentrácie energie v men-
šı́ch frekvenciách. Z obrázka 3.11 môžeme vidiet’jemný rozdiel medzi týmito dvoma transformá-
ciami Fourierova transformácia má najviac koeficientov s väčšou energiou ako diskrétna kosı́nová

7Obrázok 3.9 ukazuje vel’kú závislost’výstupu od fázy. Preto je potrebné uchovávat’fázu s vysokou presnost’ou
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(a) Pôvodné hodnoty
139 144 149 153 155 155 155 155
144 151 153 156 159 156 156 156
150 155 160 163 158 156 156 156
159 161 162 160 160 159 159 159
159 160 161 162 162 155 155 155
161 161 161 161 160 157 157 157
162 162 161 163 162 157 157 157
162 162 161 161 163 158 158 158

(b) DCT
235.6 -1.0 -12.1 -5.2 2.1 -1.7 -2.7 1.3
-22.6 -17.5 -6.2 -3.2 -2.9 -0.1 0.4 -1.2
-10.9 -9.3 -1.6 1.5 0.2 -0.9 -0.6 -0.1
-7.1 -1.9 0.2 1.5 0.9 -0.1 -0.0 0.3
-0.6 -0.8 1.5 1.6 -0.1 -0.7 0.6 1.3
1.8 -0.2 1.6 -0.3 -0.8 1.5 1.0 -1.0

-1.3 -0.4 -0.3 -1.5 -0.5 1.7 1.1 -0.8
-2.6 1.6 -3.8 -1.8 1.9 1.2 -0.6 -0.4

(c) Kvantizačné koeficienty
16 11 10 16 24 40 51 61
12 12 14 19 26 58 60 55
14 13 16 24 40 57 69 56
15 17 22 29 51 87 80 62
18 22 37 56 68 109 103 77
24 35 55 64 81 104 113 92
49 64 78 87 103 121 120 101
72 92 95 98 112 100 103 99

(d) Po kvantizácii
15 0 -1 0 0 0 0 0
-2 -1 0 0 0 0 0 0
-1 -1 0 0 0 0 0 0
0 0 0 0 0 0 0 0
0 0 0 0 0 0 0 0
0 0 0 0 0 0 0 0
0 0 0 0 0 0 0 0
0 0 0 0 0 0 0 0

(e) Dekvantizácia
240 0 -10 0 0 0 0 0
-24 -12 0 0 0 0 0 0
-14 -13 0 0 0 0 0 0

0 0 0 0 0 0 0 0
0 0 0 0 0 0 0 0
0 0 0 0 0 0 0 0
0 0 0 0 0 0 0 0
0 0 0 0 0 0 0 0

(f) Finálny výstup
144 146 149 152 154 156 156 156
148 150 152 154 156 156 156 156
155 156 157 158 158 158 156 155
160 161 161 162 161 159 157 155
163 163 164 163 162 160 157 156
163 163 164 164 162 160 158 157
160 161 162 162 162 161 159 158
158 159 161 161 162 161 159 158

Tabul’ka 3.1: Postupná ukážka kvantizácie JPEG obrázku

transformácia. Pri finálnej bezstratovej kompresii je to rozhodujúci fakt - kosı́nová transformácia
má menej entropie a preto sa bude dat’lepšie komprimovat’.

3.4.5 Jpeg kompresia

Nasleduje posledná fáza a tou je kompresia. Kompresia bude fungovat’ rôzne pre DC člen (0,0)
a zvyšných 63 koeficientov. DC člen spravidla nesie v sebe väčšinu energie a navyše je známe, že
sa vel’mi nemenı́ medzi susednými blokmi 8× 8, preto sa počı́ta ako rozdiel od predchádzajúceho
DC člena. AC koeficienty sa najskôr zoradia do cik-cak postupnosti na obrázku 3.12.

Zoradenie koeficientov do tejto postupnosti je pomerne dôležité, pretože empiricky zorad’uje
najskôr najväčšie koeficienty a potom tie menšie až nulové. Finálna kompresia je tzv. „entropy
coding“. JPEG špecifikuje dva možné prı́stupy - aritmetické kódovanie a Huffmanovo kódova-
nie. Aritmetické kódovanie produkuje o 5-10% lepšie výsledky, avšak je náročnejšie a pre rýchle
implementácie JPEGu sa použı́va spravidla Huffmanov kód. Samotné Huffmanovo kódovanie
nebudeme rozoberat’v tejto publikácii, po poznatkoch túžiaci čitatel’ vel’mi l’ahko nájde literatúru
na túto tému.

3.4.6 Ďalšie aspekty JPEGu

Existuje množstvo d’alšı́ch aspektov, ktoré sme v tomto krátkom úvode nespomenuli, a stoja
za zmienku. Existuje bezstratová verzia JPEGu, ktorá funguje na úplne inom princı́pe. Navyše
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(a) Pôvodný obrázok

(b) Obrázok magnitúdy koeficientov (použitá funkcia log 1 + |x|). Vl’avo
DFT, vpravo DCT.

(c) Histogram pre magnitúdu. Vl’avo DFT, v strede DCT
a napravo porovnanie

Obr. 3.11: Porovnanie koncentrácie energie pre DFT a DCT

AC 0,1 AC 0,7

AC 7,7AC 7,0

DC

Obr. 3.12: JPEG formát - postupnost’v akej sú kódované AC koeficienty
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ukladanie dát je možné rôznymi spôsobmi - sekvenčné a progresı́vne ukladanie majú každé svoje
výhody. JPEG súbor ako taký môže tiež obsahovat’ náhl’ad obrázku, môže obsahovat’ viacero
vrstiev. Jednou z otázok, ktoré mohli čitatel’ovi skrsnút’v hlave je „Prečo práve 8 × 8?“ Prečo sa
neoplatı́ spravit’väčšie bloky? Výhodou malých blokov je ich lokálnost’- vel’ké bloky majú väčšiu
náchylnost’ kvantizáciou zmenit’ obrazovú informáciu až prı́liš. Boli vyskúšané bloky väčšı́ch
vel’kostı́ a kvalita kompresie ostala porovnatel’ná. Uváženı́m výpočtovej náročnosti kompresie
a dekompresie, bloky vel’kosti 8× 8 sa ukazujú ako vel’mi dobrá vol’ba.

Viacej informácii o tomto formáte sa čitatel’ môže dočı́tat’v [Wik09e], [Wik09d] a vynikajúcom
popise JPEG kompresie v [Wal91].

3.5 Kompresia videa/objemových obrázkov

Ako sme v predchádzajúcej kapitole ukázali, Fourierova transformácia, presnejšie jej odroda dis-
krétna kosı́nová transformácia, sa dá v praxi použit’na stratovú kompresiu obrázkov s kompres-
ným pomerom až do 1:10. Môže sa preto vyskytnút’myšlienka rozšı́rit’dvojrozmenú transformá-
ciu na trojrozmernú. V praxi sa ukazujú dva typy trojrozmerných dát. Prvým typom je reálne
trojrozmerný obrázok. Tieto obrázky sú väčšinou medicı́nskeho zamerania a vznikajú pomocou
prı́strojov ako CT (Computed tomography), NMRI (Nuclear Magnetic Resonance Imaging). Nasnı́-
mané obrázky sú vo vysokom rozlı́šenı́, a tak je nutné použı́vat’kompresiu. Problémom ostáva ale
bezstratovost’. Lekárske zameranie vyžaduje vysokú presnost’a nemôže si preto dovolit’viditel’né
straty na kvalite obrazu.

Napriek tomu sa dá použit’DCT aj tu. Minimálne je výhodnejšie ako použı́vaná JPEG kompre-
sia v rámci jednotlivých obrázkov, o čom sa čitatel’môže presvedčit’v [VNPR07]. Autor prirodzene
rozšı́ril 2D verziu na 3D verziu, ktorá transformuje bloky 8 × 8 × 8 a následne kvantizuje a kom-
primuje podobne ako pri JPEGu. V závere je ukázané, že 3D DCT má lepšı́ kompresný pomer v
porovnanı́ so štandardným JPEG kódovanı́m jednotlivých snı́mkov.

Ako sa ukazuje d’alej, výhodným spôsobom na kompresiu medicı́nskych dát môže byt’ Wa-
veletová transformácia. Táto transformácia má ale praktickú nevýhodu - je vel’mi náročná na
spracovanie, hlavne na dekódovanie, pretože na dekódovanie konkrétneho obrázka potrebuje
spracovat’ omnoho viacej informácie. Metóda, ako čiastočne odstránit’ túto vadu sa dá nájst’ v
[Vij06].

Medzi prácu s objemovými dátami sa dá považovat’ aj takzvaný 3D volumetric rendering -
technika renderovania projekcie 3D údajov naprı́klad z CT alebo NMRI na obrazovku podobne
ako klasické 3D renderovanie. Vieme tak naprı́klad zobrazit’ reálnu l’udskú lebku ako sa otáča
v priestore. Podl’a [YL95] existuje raytracing algoritmus fungujúci s 3D DCT skomprimovanými
dátami, bez ich kompletnej dekompresie. Toto je výrazný pokrok v danej oblasti, nakol’ko spra-
cúvané dáta sú mnohokrát vel’ké a schopnost’priamo renderovat’zo skomprimovaných údajov je
lákavá.

Druhým vel’kým zdrojom trojrozmerných dát sú videá. Pravdupovediac, nejde o 3D dáta
v pravom slova zmysle. Sú to 2D dáta meniace sa v čase. Možno sa však na ne pozerat’ ako na
trojrozmerné dáta s z-ovou osou časovou a nie priestorovou. Takýto pohl’ad vôbec nie je prekvapivý
- nakoniec, tak ako existuje priestorová súvislost’ medzi jednotlivými pixelmi, existuje aj časová
súvislost’.

3.5.1 XYZ Video kompresia

XYZ video kompresia je nápadne podobná tomu, ako prebiehala JPEG kompresia. Video sa najskôr
rozdelı́ na 8×8×8 „video kocky“, zachytávajúce jeden blok 8×8 pixelov po dobu ôsmich snı́mkov.
Originálne hodnoty z rozsahu 0..255 sa posunú na -128..127. Každá kocka sa potom prevedie do
frekvenčnej domény pomocou 3D DCT, podl’a nasledujúceho vzorca nápadne pripomı́najúceho



58 KAPITOLA 3. POUŽITIE V INFORMATIKE

rovnicu (3.6).

f(u, v, w) =
1
8
C(u)C(v)C(w)

7∑
x=0

7∑
y=0

7∑
z=0

f(x, y, z) cos
π(x+ 1/2)u

8
cos

π(y + 1/2)v
8

cos
π(z + 1/2)w

8

Ďalej nasleduje klasická kvantizácia a entropy coding, ako sme videli pri JPEGu.
V čom sa XYZ video kompresia lı́ši od klasickej video kompresie je práve transformácia aj vo

frekvenčnej doméne. Klasické video kodeky pracujú na princı́pe zmien oproti predchádzajúcemu
snı́mku, kombinovanými s predikciou pohybu, pretože pri pohybe celého snı́mku je predchádza-
júca metóda neúčinná.

Absencia predikcie pohybu tak môže XYZ kompresii robit’problémy pri pohybe kamery. Na
druhej strane DCT nepovedala posledné slovo pri kompresii videa. Podl’a Raymonda Westwatera
a Borka Furtha ([WF]), situácia nie je taká čiernobiela. Využitı́m adaptı́vnych kvantizátorov sa
im podarilo dosiahnut’vynikajúci kompresný pomer. Algoritmus má spomı́nané nedostatky pri
zoomovanı́ a pohybe kamery. Tieto nedostatky sú ale vyvážené jeho zložitost’ou, ktorá je omnoho
menšia ako u klasických kodekov. Autori preto vyzdvihujú jeho využitie pri real-time kompresii
ako je videokonferencia, kde má kompresný pomer dokonca vyššı́ ako klasické algoritmy, má
nı́zku náročnost’ na kompresiu a teda na hardware. Nároky na dekompresiu sú sı́ce väčšie ako
v prı́pade štandardnej kompresie, ale to nie je kritická závada. Kompresia videa pomocou kosı́novej
transformácie má preto svoje významné miesto v informatike.

3.6 Audio kompresia

Audio kompresia je naproti kompresii obrázkov jednoznačne náročnejšia úloha. V tejto sekcii
si vysvetlı́me jej základy. Najskôr si uvedieme modifikovanú DCT transformáciu. Čitatel’a obo-
známime s ich rozdielom a praktickým prı́nosom pri kompresii. Následne zabehneme kúsok do
problematiky l’udského vnı́mania zvuku a záverov, ktoré sa môžu využit’pre zvýšenie kompres-
ného pomeru. No a na záver si popı́šeme proces kompresie a dekompresie, ktorý je trochu zložitejšı́
ako u obrázkov.

3.6.1 Modifikovaná diskrétna kosı́nová transformácia

Pri kompresii obrázkov sme si uviedli diskrétnu kosı́novú transformáciu a jej výhodu pred Fourie-
rovou transformáciou. Pri zvuku ale musı́me ı́st’ešte d’alej. Rozdielov medzi zvukom a obrazom
je niekol’ko. Medzi dva najdôležitejšie patria

• dĺžka

• vel’kost’blokov

Audio obsahuje podstatne viac samplov ako obrázok. Už jedna sekunda môže obsahovat’44000
jednotlivých samplov, omnoho viac ako je rozmer obrázka. Okrem iného, audio stopa môže trvat’
aj niekol’ko minút. Preto je vitálne, aby kompresia a dekompresia prebiehala na blokoch a nie na
celom zázname, podobne ako to bolo u obrázkov. Akurát, pri obrázkoch sme použı́vali vel’kost’
bloku 8 (resp. presnejšie povedané 8× 8). Táto dĺžka je ale nedostačujúca, vzhl’adom na vlastnosti
l’udského počutia. Omnoho lepšie sa komprimujú bloky dĺžky 512,1024 či 2048, pretože vieme
lepšie aplikovat’psychoakustický model spomı́naný v nasledujúcej sekcii. Táto vel’kost’bloku má
ale jeden drobný problém. Podobne ako vidno pri silnej kompresii JPEG-u 8 × 8 bloky, začne
byt’ počut’ prechod medzi blokmi ako prasknutie. Hoci v rámci bloku nedochádza k vel’kému
skresleniu, na hranici sa môže vyskytnút’skok, ktorý počut’ako praskanie.

Tento problém sa dá riešit’ pomocou „prekladanej“ 8 transformácie. Spoločným princı́pom
týchto transformácii je, že pracujú na blokoch preložených cez seba. Modifikovaná diskrétna

8Z anglického originálu „lapped“
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transformácia je transformácia R : 2N → N , čiže z dvoch blokov vyrobı́ jeden. Inverzná trans-
formácia je R : N → 2N . Samozrejme, inverzná transformácia nie je surjektı́vna. To však nevadı́,
pretože pri spracovanı́ sa daný blok spracuje v dvoch preloženiach a ich výsledok sa sčı́ta. Vzorec

Obr. 3.13: Schéma prekladanej transformácie

Modifikovanej diskrétnej kosı́novej transformácie je

Xk =
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A inverzná transformácia je
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Samotná MDCT ešte nerieši problém, ktorý sme načrtli na začiatku. Sı́ce v rámci jedného
dvojbloku je výsledok spojitý, na rozhranı́ blokov môžu ale stále vznikat’ vel’ké skoky. Preto je
našou snahou eliminovat’tieto skoky. Jednoduchým spôsobom ako zaručit’ich elimináciu je pred-
pokladat’, že signál na krajoch dvojbloku konverguje k nule. Otázkou ostáva, ako to zaručit’. Tu
sa ukazuje výhodná technika takzvaného windowing-u. Umelým znı́ženı́m váhy krajov dvojblo-
kov pri sčı́tanı́ dosiahneme plynulý prechod medzi použitými dvojblokmi. Čitatel’ si môže danú
operáciu predstavit’ako plynulý prechod medzi scénami vo filmovom priemysle, kedy končiacu
scéna sa postupne stáva priehl’adnejšia až zanikne. Ilustráciu najjednoduchšieho postwindowingu
možno vidiet’na obrázku 3.6.1.

Obr. 3.14: Ukážka funkcie windowingu
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Pri windowed transformácii sa bežne výsledok násobı́ konštantou 2. Toto je nepı́-
saná dohoda, aby rovnica okna vyzerala krajšie. Špeciálne, aby okno dosahovalo
maximálnu hodnotu 1.

Samozrejme, ukážkové trojuholnı́kové okno nie je optimálne. V reálnych aplikáciach sa použı́-
vajú sofistikovanejšie okná. Navyše, signál sa windowuje nielen po transformácii ale aj pred ňou.
Toto môže pôsobit’ divne, ale spomeňme si, že najväčšı́ skok daného (dvoj)bloku pred transfor-
máciou je práve medzi začiatkom a koncom. Tento skok za pomoci Gibbsovho fenoménu prináša
zbytočné zvonenie a tak zamedzuje dobrej kompresii.

V praxi najbežnejšı́m pre- aj post- oknom je takzvané sı́nusové okno (rovnica (3.8)),

Wi = sin
π

N
(i+

1
2

)), i ∈ 0, 1, . . . N − 1 (3.8)

ktorého priebeh pre N = 128 je znázornený na obrázku 3.15. Sı́nusové okno sa použı́va
naprı́klad v MP3 a AAC formátoch.
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Obr. 3.15: Sı́nusové okno pre n = 128

Aby sme demonštrovali význam modifikovanej transformácie, pripravili sme porovnanie re-
akcie DCT a MDCT na zmenu koeficientov (či už filtrovanı́m alebo kvantizovanı́m). Na obrázku
3.16 je zobrazené porovnanie diskrétnej kosı́novej transformácie a jej modifikovanej verzie použı́-
vajúcej sı́nusové okno. Pôvodný signál sme transformovali, aplikovali náhodný šum (simulovanie
kvantizácie) a transformovali inverzne. Obrázok je výrez celého signálu ukazujúci hranicu medzi
dvoma po sebe idúcimi blokmi.
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Obr. 3.16: Ukážka následkov šumu a kvantizácie pre DCT a MDCT (sı́nusové okno)
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3.6.2 Psychoakustický model

L’udia nevnı́majú zvuk rovnako na všetkých frekvenciách. Toto je dané stavbou l’udského ucha
a spracovanı́m signálov v mozgu. Psychoakustika sa zaoberá týmto vnı́manı́m a vypracovalo
sa vel’ké množstvo štúdii venujúcich sa tejto problematike. My do tejto tematiky načrieme iba
jemne a vyberieme najdôležitejšie závery, ktoré sa priamo týkajú kompresie zvuku. Časti signálu,
ktoré človek nemôže počut’, totiž vôbec nemusı́me uchovávat’ - je to zbytočné. Pri kompresii je
teda snahou čo najviac oddelit’potrebný signál od nepotrebného a potrebný kvantizovat’menšı́mi
koeficientami.

Základným kameňom psychoakustického modelu sú takzvané „equi-loudness“ krivky, zo-
brazujúce ako silno vnı́ma l’udské ucho zvuk. Vo všeobecnosti, dva zvuky o rôznej frekvencii
a rovnakej intenzite človek nevnı́ma rovnako hlasno. Zavádza sa preto jednotka „són“, ktorá re-
prezentuje počutel’nú intenzitu. 1 són je definovaný ako vnı́maná hlasitost’ tónu s frekvenciou
1 kHz o intenzite 40 dB. Na obrázku 3.17 je znázornená prerušovanou čiarou hladina počutel’nosti.
Akýkol’vek zvuk tichšı́ ako daná hladina je pre človeka nepočutel’ný a preto ho netreba uchovávat’.
Je jasne viditel’né, že človek vnı́ma najlepšie zvuk o frekvencii 4 kHz a nı́zke či vel’mi vysoké
frekvencie už vôbec nevnı́ma.

Obr. 3.17: Vnı́manie zvuku l’udským uchom

Okrem základnej hladiny počutel’nosti sa počutel’nost’menı́ aj takzvaným maskovanı́m. Masko-
vanie nastáva, ked’ jeden zvuk ostane nepočutel’ný kvôli druhému. V psychoakustike rozlišujeme
dva rôzne typy maskovania - časové a simultánne.

Simultánne maskovanie nastáva ako súzvuk dvoch rôznych zvukov/tónov v tom istom čase.
Prı́kladom môže byt’rozhovor vedený pri rušnej ceste. Zakaždým ked’ prechádza auto, rozhovor
menej počut’. Maskovanie sa pritom prejavuje tým výraznejšie, čı́m sú dané dva tóny bližšie k sebe,
jednak vo frekvencii a jednak v čase. Ukážku simultánneho maskovania môžeme vidiet’na obrázku
3.18. Podl’a obrázka, tón o frekvencii 1 kHz môže maskovat’dokonca až oktávu nadol a dve oktávy
nahor. Taktiež vidno, že maskovanie je spravidla väčšie smerom k vyššı́m frekvenciám.

Temporálne alebo časové maskovanie naopak maskuje tóny ktoré sa rýchlo striedajú za sebou.
Za (ale aj pred) hlasným tónom chvı́l’u nepočut’ tichšı́ tón, hoci môže zniet’ presne od okamihu
skončenia hlasného tónu. Spätné maskovanie (maskovanie, kedy maskér nasleduje až po masko-
vanom tóne) je pomerne krátke, efektı́vne trvá do 2-3 milisekúnd. Naopak, dopredné maskovanie
podl’a obrázka 3.19 môže trvat’aj cez 15ms.

Miesto potrebné na uloženie údajov sa dá redukovat’ešte d’alej. Typický stereofónny zvuk má
podobný l’avý a pravý kanál. Toto pozorovanie sa dá l’ahko využit’- ak namiesto L,R použijeme
L+R
2 , L−R2 , dostaneme prvú zvukovú stopu, ktorá je akoby monofónna verzia zvuku a navyše

dostaneme informáciu ako mono premenit’na stereo. Táto druhá stopa je typicky menej náročná
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Obr. 3.18: Simultánne maskovanie tónom frekvencie 1kHz

Obr. 3.19: Ukážka časového maskovania
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na dátový tok. Spracovanie zvuku týmto spôsobom sa nazýva Joint Stereo. Stále sa ale dá po-
kračovat’ v tomto smere. Jednou z vlastnostı́ l’udského vnı́mania zvuku je neschopnost’ rozlı́šit’
smer z ktorého prichádzajú vel’mi vysoké tóny. Preto tóny o vysokých frekvenciách (a podobnej
intenzite na l’avom a pravom zvukovom kanáli) môžu byt’uložené monofónne, nakol’ko je to pre
ucho nerozpoznatel’né.

3.6.3 Kompresia

Na obrázku 3.20 je znázornený postupný priebeh kompresie obl’úbeného zvukového formátu mp3,
na ktorom si demonštrujeme kompresiu zvuku. Na vstupe je zvuk v digitálnej podobe nasnı́maný
po snı́mkoch. Daný zvuk sa najskôr rozdelı́ na 32 frekvenčných pásiem, ktoré sa čiastočne prekrý-
vajú. Rozdelenie do pásiem umožňuje lepšiu aplikáciu MDCT. Vstupný zvuk sa zároveň spracuje
pomocou štandardnej Fourierovej transformácie, ktorá poslúži psychoakustickému modelu ako
podklad na určenie kvantizácie. Výstup z psychoakustického modelu sa priamo aplikuje na MDCT
ako vel’kost’použitého okna. Pre dynamické zvuky sa použı́va kratšie okno ako naprı́klad pre dlhé
tiché pasáže. Po windowingu je výstup MDCT nasmerovaný do hlavnej časti kodeku. Tou je
kvantizácia, kde sa kodek snažı́ nájst’optimálnu sadu kvantizačných koeficientov, aby jednak vy-
hovel požadovanému bitovému toku a jednak zachoval čo najnižšie skreslenie signálu. Výstup po
kvantizovanı́ potom putuje na klasické kódovanie entropie, pomocou Huffmanovho kódovania.

Obr. 3.20: Blokový diagram priebehu kompresie vo formáte mp3

3.7 Rýchle násobenie polynómov

V tejto sekcii si porozprávame niečo o použitı́ Fourierovej transformácie na rýchle násobenie
polynómov. Naša pút’začne hl’adanı́m analógie Fourierovej transformácie v konečných poliach.

Táto kapitola sa bude zaoberat’problémom rýchleho násobenia polynómov. Rýchle násobenie
polynómov samozrejme súvisı́ aj s rýchlym násobenı́m vel’kých čı́sel a taktiež delenı́m. Preto
myšlienky tejto kapitoly majú nesmierny praktický význam pri vel’kých výpočtoch.

Najjednoduchšı́ prı́stup k násobeniu polynómov dáva časovú zložitost’O(n2). O trochu lepšie
je na tom Karatsubov algoritmus, ktorý vie násobit’v čase O(nlog2 3) = O(n1.59). Ani táto časová
zložitost’ale nie je postačujúca. Preto sa treba pozriet’na násobenie polynómov z iného pohl’adu.
Jeden takýto prı́stup je „však je to konvolúcia“ a prehlásit’, že ju vieme vypočı́tat’za pomoci Fou-
rierovej transformácie. My sa však vydáme inou cestou, aby sme ukázali reálny súvis Fourierovej
transformácie v poli F s okruhom polynómov nad týmto pol’om.

Formálna definı́cia problému: Nechp(x) =
∑n

i=0 pix
i, q(x) =

∑m
j=0 qjx

j . Potom r(x) = p(x)q(x) =∑m+n+1
k=0 rkx

k kde rk =
∑min(k,n)

i=0 piqk−i.
Pátranie po algoritme začneme nasledujúcim vel’mi užitočným tvrdenı́m
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Lema 3.7.1 Nech p(x) je polynóm stupňa n a nech má aspoň n+ 1 nulových bodov. Potom p(x) = 0.

Lema 3.7.2 (O interpolácii) Majme daných n + 1 bodov (x0, y0), (x1, y1), . . . , (xn, yn), takých že pre
i 6= j, xi 6= xj . Potom existuje polynóm p stupňa najviac n taký, že ∀i ∈ 0, 1, . . . n : p(xi) = yi.

D: Definujme

lj(x) =
n∏

i=0,i 6=j

x− xi
xj − xi

lj je polynóm stupňa n a platı́

lj(xi) =

{
1 i = j
0 i 6= j

Potom

p(x) = L(x) =
n∑
j=0

yjlj(x) (3.9)

2

Lema 3.7.3 Nech p(x) je polynóm stupňan,x0, x1, . . . , xn jen+1 rôznych čı́sel, v ktorých chceme polynóm
vypočı́tat’. Potom v okruhu polynómov stupňa najviacn existuje bijekcia medzip(x) a (p(x0), p(x1), . . . , p(xn)).

D: Nech p, q sú dva rôzne polynómy také, že ∀i ∈ 0, 1, . . . n : p(xi) = q(xi). Potom r = p − q má
n+ 1 nulových bodov, je stupňa najviac n a teda podl’a lemy 3.7.1 dostávame p = q. Zobrazenie je
teda injektı́vne. Lema 3.7.2 ale zároveň hovorı́, že dané zobrazenie je surjektı́vne. 2

Predchádzajúca lema nám vlastne hovorı́, že existuje jediný interpolačný polynóm
stupňa nanajvýš n. Jeho zápis vo forme rovnice (3.9) sa nazýva Lagrangeova forma
interpolačného polynómu.

Hlavná myšlienka predchádzajúcich dvoch liem spočı́va v transformovanı́ problému násobenia
polynómov z domény koeficientov do domény funkčných hodnôt. Ak máme pre dva polynómy
vypočı́tané hodnoty v rôznych bodoch, násobenie polynómov je úplne jednoduché - násobı́me po
dvojiciach dané hodnoty a dostaneme hodnoty súčinu p(x)q(x). Preto, na celý problém násobenia
polynómov sa môžeme pozerat’aj nasledovne:

Nech p, q sú polynómy stupňov n,m. Nech x0, x1, . . . , xn+m je n+m+ 1 rôznych čı́sel. Potom
násobenie polynómov môžeme spravit’nasledovne

• Vypočı́tajme hodnoty p(xi), q(xi) pre i ∈ 0, 1, . . . n + m. Túto nazveme vyhodnocovanie
polynómov.

• Vypočı́tame hodnoty r(xi) = p(xi)q(xi). Výpočet vieme spravit’ v lineárnom čase a fázu
nazveme násobenie/konvolúca.

• Z hodnôt r(xi) vypočı́tame postupne hodnoty rj , j ∈ 0, 1, . . . n + m. Fázu nazývame inter-
polácia.

Na prvý pohl’ad sme si nepomohli, pretože prvú a poslednú fázu nevieme robit’vel’mi rýchlo.
Ako sa však ukáže neskôr, vhodná vol’ba hodnôt xi ale môže výrazne urýchlit’výpočet.
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3.7.1 Rýchle vyhodnocovanie polynómov

Majme polynóm p(x) = p0+p1x+ · · ·+pn−1x
n−1 stupňa n−1. Jeho vyhodnotenie v bode xi vieme

Hornerovou metódou vypočı́tat’ v čase O(n). Vo všeobecnosti teda vyhodnotenie v n bodoch
nepôjde rýchlejšie ako O(n2).

Ak je však n párne, môžeme p zapı́sat’ako

p(x) = a(x2) + xb(x2) (3.10)

kde

a(x) = a0 + a2x
2 + a4x

4 + · · ·+ an−2x
n/2−1

b(x) = a1 + a3x
2 + a5x

4 + · · ·+ an−1x
n/2−1

Všimnime si, že oba polynómy b, c majú najviac polovičný stupeň. To čo je na rovnici (3.10)
zaujı́mavé a čo využijeme je fakt (x)2 = (−x)2.

Lema 3.7.4 Nech {x0, . . . , xn−1} množina n bodov spĺňajúca symetrickú podmienku ∀i ∈ 0, . . . , n2 − 1 :
xi+n/2 = −xi. Pokial’T (n) je časová zložitost’vyhodnocovania polynómu stupňa n−1 na týchto n bodoch,
potom T (n) = 2T (n2 ) + cn2 .

D: Platı́ x20 = x2n/2, x
2
1 = x2n/2+1, . . . a preto máme len n/2 rôznych štvorcov. Použitı́m rovnice

(3.10) vieme skombinovat’celý výsledok ako n/2 násobenı́ na zı́skanie štvorcov, 2 vyhodnocovania
na sade n/2 bodov a následne n/2 sčı́tanı́ resp. odčı́tanı́, na skombinovanie výsledkov. 2

Definı́cia 3.7.1 (Supersymetrická množina) Nech {x0, . . . , xn−1} množina n bodov. Ak táto množina
spĺňa symetrickú podmienku a navyše aj množiny{x20, x21, . . . , x2n/2−1}, {x

4
0, x
4
1, . . . , x

4
n/4−1}, . . . , {x

n/2
0 , x

n/2
1 },

danú množinu nazveme supersymetrickú.

Lema 3.7.5 Nech p je polynóm stupňa n a X je supersymetrická množina. Potom vyhodnotenie polynómu
p na množine X má časovú zložitost’O(n log n).

D: Nakol’ko je množina supersymetrická, lemu 3.7.4 môžeme aplikovat’rekurzı́vne. Teda T (n) =
2T (n2 ) + cn2 , T (n2 ) = 2T (n4 ) + cn4 , . . . . Podl’a Master theorem je potom T (n) ∈ O(n log n). 2

Jediné, čo ostáva je nájst’nejakú supersymetrickú množinu. Táto množina v prvom rade musı́
mat’vel’kost’n = 2k pre nejaké k ∈ Z.

Definı́cia 3.7.2 Nech ω je element pol’a F . ω nazveme n-tou odmocninou jednotky pokial’ ωn = 1 a
∀0 < i < n : ωi 6= 1.

Lema 3.7.6 Nech ω je 2k-ta odmocnina jednotky. Potom množina {ω0, ω1, ω2, . . . ω2k−1} je supersymet-
rická množina.

D: (ωn/2+i)2 = ωn+2i = ωnω2i = ω2i. Množina je preto „symetrická“. Zároveň ω2 je 2k−1-ta
odmocnina jednotky a preto môžeme dokázat’supersymetrickost’rekurzı́vnym aplikovanı́m. 2

Môžeme si všimnút’, že pre pole komplexných čı́sel C je n-tá odmocnina z jed-
notky naprı́klad ω = e−2π/n. V tomto prı́pade vyhodnocovanie p(x) v bodoch
ω0, ω1, . . . , ωn−1 prejde presne na diskrétnu Fourierovu transformáciu.
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3.7.2 Rýchla interpolácia polynómov

Po úspešnom zvládnutı́ vyhodnocovania a násobenia musı́me ešte rýchlo interpolovat’. Použijeme
podobný trik - budeme sa snažit’rozdelit’problém na dva podproblémy, využijúc pritom symetriu
našej množiny X .

Majme polynóm p(x) = p0+ p1x+ · · ·+ pn−1x
n−1 stupňa n− 1 kde n je párne. Navyše, majme

symetrickú množinuX v ktorej bodoch chceme interpolovat’polynóm p. Nech yi je hodnota ktorú
chceme dosiahnut’v bode xi. Potom

yi =
n−1∑
j=0

pjx
j
i

yn/2+i =
n−1∑
j=0

pjx
j
n/2+i =

n−1∑
j=0

pj(−xi)j

Skombinovanı́m rovnı́c dostávame

yi + yn/2+i = 2
n−1∑
j=0,

j je párne

pjx
j
i = 2

n/2−1∑
j=0

p2jx
2j
i

yi − yn/2+i = 2
n−1∑
j=0,

j je nepárne

pjx
j
i = 2

n/2−1∑
j=0

p2j+1x
2j+1
i = 2xi

n/2−1∑
j=0

p2j+1x
2j
i

Posledná sada rovnı́c nám hovorı́, že výpočet interpolačného polynómu P vieme rozdelit’ na
dva výpočty interpolačných polynómov polovičného stupňa, ktoré následne vieme jednoducho
skombinovat’.

Lema 3.7.7 Interpolácia polynómu p na supersymetrickej množine X sa dá vypočı́tat’v čase O(n log n).

D: Nech T (n) je čas potrebný na výpočet interpolácie. Potom T (n) = 2T (n2 ) + O(n) - najskôr si
vypočı́tame ∀i ∈ 0, 1 . . . n2 − 1 hodnoty

gi = 2−1(yi + yn/2+i) (3.11)

hi = 2−1(yi − yn/2+i)x−1i (3.12)

Následne vypočı́tame interpolačné polynómy G,H na množine X ′ = {x2i : i ∈ 0, 1, . . . n2 − 1}, čo
sú dve interpolácie polovičnej vel’kosti a výsledné koeficienty iba vložı́me na párne resp. nepárne
pozı́cie P . Daná rekurencia má podl’a Master Theorem časovú zložitost’O(n log n). 2

Ukázali sme teda, že vieme robit’aj rýchlu interpoláciu. Preto vieme násobit’polynómy v čase
O((n+m) log(n+m)).

3.7.3 Súvislost’s DFT

Na záver si ešte vysvetlı́me jednotlivé súvislosti s diskrétnou Fourierovou transformáciou. Ako sme
už pı́sali vyššie, súvis s vyhodnocovanı́m polynómov je silno spätý s rovnicou DFT. Konkrétne, ak si
vezmeme množinu {ωi : i ∈ 0, 1, . . . , n−1} kdeω = e−ı̂2π

1
n , a označı́mePk = p(ωk) =

∑n−1
i=0 pi(ω

k)i

tak vypočı́tanie všetkých hodnôtP prejde priamo na diskrétnu Fourierovu transformáciu. Môžeme
teda hovorit’, že diskrétna Fourierova transformácia je vyhodnocovanı́m polynómov v špeciálnych
bodoch na jednotkovej kružnici. Opačne, vyhodnocovanie polynómov nám dáva nadhl’ad - sı́ce
sme Fourierovu transformáciu odvodili nad pol’om reálnych čı́sel a k odvodeniu sme sa dostali
cez reálne po častiach spojité funkcie, vidı́me, že táto myšlienka sa dá generalizovat’. Presnejšie
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povedané, nech F je pole charakteristiky 6= 2 a nech ω je n-tá odmocnina jednotky v danom poli.
Potom môžeme zaviest’DFT dĺžky n nad prvkami tohoto pol’a ako

Xk =
n−1∑
i=0

xiω
ik

Inverzná transformácia je definovaná ako

xk = n−1
n−1∑
i=0

Xiω
−ik = n−1

n−1∑
i=0

n−1∑
j=0

xjω
i(j−k) = n−1nxk

kde poslednú rovnost’odvádzame na základe identity
n−1∑
i=0

ωik =

{
n k = 0 mod n
0 inak

n−1 v predchádzajúcej rovnici úzko súvisı́ s 2−1 v rovniciach (3.11) a (3.12). Ak
si spomenieme, túto 2−1 zahrnieme pri výpočte presne k-krát, zakaždým ked’ sa
zavoláme na polku problému. Teda, dostávame (2−1)k = (2k)−1 = n−1. Zároveň
aj vysvetl’uje, prečo požadujeme pole charakteristiky rôznej od 2.

3.8 Hashing

Vynaliezavosti sa medze nekladú a tak si Fourierova transformácia našla svoju cestu aj do bez-
pečnosti a vytvárania hashovacı́ch funkciı́. Idea je tu už pomerne dávno, ako ukazujú články
od C.P. Schnorra. Navrhol postupne 2 hashovacie funkcie založené na Fourierovej transformácii.
Žial’, ako sa ukázalo, jeho prı́stup nebol dostatočný. Prvá funkcia a nejskôr i jej nová varianta
ktorú možno nájst’v [Sch] podl’ahli kryptoanalýze a ukázalo sa, že nie je až taký vel’ký problém
nájst’kolı́zie [Vau92]. V roku 2006 sa však objavil článok od pánov Vadim Lyubashevsky, Daniele
Micciancio, Chris Peikert, Alon Rosen ukazujúci nový prı́stup k hashovaniu pomocou Fourierovej
transformácie. Tento postup si teraz popı́šeme

• Vstup programu budeme reprezentovat’ ako maticu xi,j rozmerov m × n, kde n = 2k je
tazkvaný „bezpečnostný parameter“ a m je malá konštanta (napr. m = 8) a navyše budeme
uvažovat’podmienku 0 ≤ xi,j ≤ 4 alebo 8, xi,j ∈ Z. Posledná podmienka je vel’mi kritická
pre dôkazy o bezpečnosti a bezkolı́znosti hashovacej funkcie

• Nájdeme prvočı́slo tvaru p = 2tn+ 1. Odteraz budeme všetky výpočty robit’modulo p.

• Zvolı́me si konštantu ω, ktorej rád v Zp je 2n a spravı́me Fourierovu transformáciu po
riadkoch nasledovne

(yi,1, yi,2, . . . , yi,n) = FFT (ω0xi,1, ω
1xi,2, . . . , ω

n−1xi,n) (3.13)

Táto operácia je l’ahko invertovatel’ná a použı́vame ju na spôsobenie difúzie

• Posledným krokom je zvolenie náhodnej matice a a vypočı́tanie lineárnej kombinácie kaž-
dého stĺpca, teda zj = a1,j y1,j + · · ·+ am,j ym,j .

• Výsledok je vektor (z1, . . . , zn).

Pozeranı́m na posledný krok algoritmu, nájst’riešenie pre yi,g nie na náročné ak poznáme z. Skôr
naopak, riešenı́ je vel’a a dajú sa l’ahko nájst’. To, čo robı́ tento algoritmus pomerne bezpečným
(a to, čo chýbalo Shnorrovým dvom funkciám) je obmedzenie na vstupe. Hodnoty yi,j totiž musia
vzniknút’ z malých hodnôt xi,j . Toto obmedzenie je prudko nelineárne a ako sa ukazuje, je do-
statočné na to, aby sa dali dokázat’ isté kryptografické vlastnosti funkcie. Viac o tomto prı́stupe
k hashovaniu a taktiež dôkaz o bezpečnosti funkcie môže láskavý čitatel’nájst’v [VLR06] a [VLR].
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Kapitola 4

Záver

V prvej časti práce je popı́saná Fourierova transformácia. Po krátkom historickom úvode na-
sleduje pomerne dlhé uvedenie do problematiky Fourierových radov. Rozoberáme ich princı́py,
matematické vlastnosti, konvergenciu a existenciu inverznej transformácie. Ďalej sa venujeme
Gibbsovmu fenoménu, ktorý ukazuje vlastnosti konvergencie nielen pre rady ale aj pre samotnú
spojitú a diskrétnu transformáciu. Po tomto matematickom úvode nasleduje rýchly pohl’ad na
spojitú a diskrétnu Fourierovu transformáciu, viacrozmerné verzie a nakoniec prı́buzné trans-
formácie. Druhá čast’ publikácie je venovaná čisto použitiam Fourierovej a diskrétnej kosı́novej
transformácie v informatike. Zaoberáme sa tam otázkou digitalizácie, spracovanı́m a kompresiou
digitálneho signálu - či už zvuku alebo obrazu či videa. Zároveň ukazujeme rôzny výhody a ne-
výhody použitých transformácii a čitatel’ovi vysvetl’ujeme prečo sa použila práve daná variácia
Fourierovej transformácie. Kapitolu zakončujeme aplikáciami v teórii algoritmov a bezpečnosti
ako nástroj na rýchle násobenie polynómov a generovanie bezpečných hashovacı́ch funkciı́.

Hlavným prı́nosom práce je systematické pozbieranie a overenie jednotlivých aplikácii Fourie-
rovej transformácie a jej modifikácii v informatike s dôrazom na ich vzájomné prepojenie. Autor
sám venoval nezanedbatel’né úsilie na vyskúšanie týchto aplikácii a problémov, s ktorými mu-
sia čelit’. Práca ale rozsahovo zd’aleka nepokrýva všetky aspekty Fourierovej transformácie aké
pôvodne chcela spomenút’. Z priestorových dôvodov bol autor nútený vynechat’ množstvo d’al-
šı́ch zaujı́mavých použitı́. Do budúcnosti by sa chcelo na práci pokračovat’, spomenút’matematické
a fyzikálne využitia, ktoré sú mnohokrát až prekvapivé. Taktiež je autorovým ciel’om v budúcnosti
rozobrat’ jednotlivé algoritmy na výpočet rýchlej Fourierovej transformácie, popı́sat’ ich výhody,
nevýhody a ozrejmit’situácie, v ktorých sa použı́vajú.
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3.15 Sı́nusové okno pre n = 128 . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 60
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