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Abstrakt

Kompresia vznikla ako odpoved na efektivne uchovavanie dat a tiez na urychlenie
prenosu informacie na siefach s pomalym tokom dat. Vzniklo viacero algoritmov bezs-
tratovej kompresie dat, ¢i uz vseobecnych alebo urc¢enych pre konkrétny typ dat.

S rozvojom genetiky sa objavil uplne novy typ dat hovoriaci o poradi baz v kyse-
line deoxyribonukleovej (sekvencie DNA). Tieto data nie je mozné komprimovat bezne
pouzivanymi vSeobecnymi algoritmami. NaSe rieSenie problému kompresie DNA je za-
lozené na pouziti aritmetického kodovania so skrytym Markovovskym modelom (HMM)
ako adaptivnym modelom zdroja.

Po implementovani programu sme na sekvencii DNA natrénovali niekoTko HMM,
ktorymi sme modelovali rozne vlastnosti sekvencie DNA. Nasledne sme tymito modelmi
komprimovali inti sekvenciu DNA. Na rozdiel od vSeobecnych komprimacnych algorit-
mov, pri ktorych mala komprimovana sekvencia vacsiu velkost ako nekomprimovana
sa nam podarilo dosiahnut nepatrné zlepSenie aj oproti priamociaremu zakoédovaniu
kazdej bazy dvomi bitmi.

Otvorenou otézkou ostava hladanie vhodnejsich HMM sekvencie DNA a aky je
najlepsi kopresny pomer dosiahnutelny touto metédou. Tu treba mat na zreteli, 7e
zvadSenie a spresnenie pouzitého HMM spomaluje kompresiu a néaslednu dekompresiu
DNA.

Krlacové slova: kompresia, DNA, HMM, aritmetické kédovanie, geném



Abstract
Compression was created for effective data storage and also to accelerate the transfer
of information on networks with low data rates. Many lossless data compression algo-
rithms have been created, whether general or designated for a specific type of data.
The development of genetic and biochemistry have brought completely new type of
data. It is data about the order of nucleotids in the molecule of deoxyribonucleic acid
(DNA sequence). General compress algorithms fails in compression of this data. Our
solution to the problem of DNA compression is based on the use of arithmetic coding
with Hidden Markov Models (HMM) as an adaptive model of the source.
After the implementation of our program we suugested and treined several HMM for
a DNA sequence. This HMM‘s modele different properties of DNA sequences. Then
we use this models for compression of another DNA sequence. Unlike the general com-
pression algorithm, which compressed sequence used more space tnan uncompressed
we have achieved a slight improvement compared to basic encoding of one nucleotid
by two bits.
An open question is searching more appropriate HMM for DNA sequences and
what is the best kopression ratio achievable with this method. It should be borne in
mind that the extension and refinement used HMM slow compression and following

decompression of DNA.

Key words: compression, DNA, genome, HMM, aritmetic encoding
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Uvod

Vsetky metody kompresie dat vieme rozdelit do dvoch skupin: stratové a bezstratové.
Prva skupina sa pouziva v pripadoch, ked nie je nutné presna obnova komprimovanych
dat napr. pri siboroch s hudbou alebo videom. Druha skupina zahfha metédy kom-
presie umoznujice uplni rekonstrukciu vstupnych dat.

Vzniklo viacero metéd a technik bezstratovej kompresie dat a niektoré z nich boli
vyvinuté Specialne pre data z konkrétneho zdroja. Dobré vysledky sa dosahuji naprik-
lad pri kompresii Tudskych textov, obzvlast ak ich vydali institicie Eurdpskej tnie.
Taktiez existuji sposoby efektivnej kompresie dat pochadzajucich z réznych fyzikal-

nych meranti.

Spolu s rozvojom genetiky vznikol tplne novy druh dat. St to data o zlozeni
molekuly kyseliny deoxyribonukleovej (DNA). Molekula DNA je v bunke nositelom
drvivej viac¢siny potrebnej informéacie. Tato tato informécia je v nej ulozené v poradi jej
Casti zvanych bazy. Tieto bazy s styri adenin (A), cytozin (C), guanin (G) a tymin (T).
Informécia o ich poradi, zvana sekvencia DNA, je dlhé slovo na abecedou {A, C, G, T'}.

KedZe pri kompresii sekvencie DNA vSeobecné bezstratové kompresné algoritmi
zlyhali a priestor potrebny pre uloZenie nimi skomprimovanej sekvencie bol vacsi ako
neskomprimovanej, skima sa kompresia tohto typu dat zvlast. Vzniklo viacero rieSeni

problému kompresie sekvencie DNA s roznou tspesnostou.

N4&s pristup spociva v kompresii sekvencie DNA pomocou aritmetického kodovania
s adaptivnym modelom. Ako typ modelu sme sa rozhodli vybrat skryty Markovovsky
model (HMM), pretoze jednoduché pravdepodobnstné modely nedokézu dostatocne
vystihnut sekvenciu DNA. HMM je stavovy pravdepodobnostny model, ktorym dokazeme
modelovat ndhodny proces emitujici vo svojom udalost a nasledne prachadzajici do
dalsieho stavu; toto v8etko s urcenou pravdepodobnostou. Pritom pozname postup-
nost udalosti, ktoré model emitoval a postupnost stavov v ktorych pritom bol nam
ostava skryta. Specifikom tejto sekvencie totiz je, ze celkova frekvencia baz je velmi

podobna. AvSak molekula DNA nie je homogénna a sklada sa z mnohych typov tsekov
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s navzajom roznymi frekvenciami jednotlivych béz. Tieto dseky modelujeme stavmi

HMM, pri¢om ich zoskupujeme do typov podla podobnosti v roznych vlastnostiach.

Algoritmus Huffmanovho kédovania sa, napriek vynalozenému tsiliu na jeho imple-
menticiu a stravenému Casu, ukdzal ako neperspektivny, aj ked z programéatorského

hladiska vdaka svojej zlozitosti zaujimavy, preto sa mu v naSej praci nevenujeme.

Nage vysledky zatial nedosahuju trovenn kompresného pomeru algoritmov Special-
izovanych na DNA, ale difame, Zeje potencidl ho zlepsit pouzitim stile vhodnejsich

skrytych Markovovskych modelov.

V prvej kapitole naSej prace sa venujeme kompresii vo vSeobecnosti a néasledne
kompresii DNA, ako poslednej sa v nej venujeme myslienke aritmetického kodovania,
ktoré je podrobne opisané v Stvrtej kapitole v Casti o algoritme.

V druhej kapitole sa nachadzaji definicie skrytého Markovovského modelu. Taktiez
sa venujeme modifikacii HMM ako HMM vyssieho radu a samotnej tvorbe HMM, teda
navrhu jeho Struktiry a trénovaniu pravdepodobnosti.

Tretia kapitola naSej prace je o vlastnostiach sekvencie DNA a modeloch, ktorymi
sme sa ich sanzili modelovat. Tiez spominame dosiahnuté vysledky:.

Stvrta kapitola sa tyka algoritmov a Specifickych pristupov (napr. reprezentacia

malych ¢isel ich logaritmom) pouzitych v kompresnom programe.



Kapitola 1
Kompresia dat

Kompresia je proces upravy dat tak, aby zaberali ¢o najmenej miesta. Pri tomto pro-
cese z dat odstranujeme nadbyto¢ni informéciu. Opacény proces, pri ktorom z komp-
rimovanych dat spitne vytvarame pévodna informdciu sa nazyva dekompresia. Kom-
presné metody sa delia do dvoch zakladnych skupin podla toho, ¢ sa pri dekompresii
daji obnovit data v plnom rozsahu alebo nie. Prva skupina sa nazyva bezstratové
algoritmy a druh&druha skupina sa nazyva stratové algoritmy. Stratové algoritmy sa
pouzivaju hlavne pri kompresii videa a hudby, kde nie je potrebné presna rekonstruk-
cia povodného siiboru. Kompresia sa vo vSeobecnosti pouziva jednak pri archivovani
informacii a jednak pri prenose dat cez pomalé siete, kde chceme ich objem ¢o najviac

zmenSit a tym urychlit datovy prenos.

1.1 Bezstratova kompresia

Ako uvadza [HH94| v prvej skupine — bezstratovej kompresii sa vyvinuli dve tedrie. Prvi
publikoval Claude Shannon v roku 1948 [Sha4§| a zodpovedaju jej v podstate vSetky
sicasné bezstratové kompresné algoritmy. Druhid teériu objavill v roku 1974 Klaus
Holtz a v kratkom Case si patentoval na nej zalozent kompresnu aplikiaciu (Patent
Holtz 4 366 551). Kym Shannonova teoria sa pozeré na retazec bitov ako na odpovede
ano-nie na hypotetické otazky, ktorych cielom je odstranit ,neistotu® u prijimatela,
tak Holtzova teoria, zvana ,,Autosophy® je zaloZena na uceni a ulohou informécie podla
nej nie je odstranit neistotu“, ale ma ,yytvorit vedomost®. V oboch tedridch majui
odosielatel aj prijimatel nejaka predchadzajucu vedomost o charaktere informécie a
dolezita je len informéacia o tom, ¢o eSte prijimatel nevie. VSetka informaécia, ktoru vie
prijimatel zistit bez toho, aby o nej dostal spravu od odosielatela, je nadbyto¢né.

Pri kompresii sa snazime z dat odstranit ¢o najviac nadbytoc¢nej informéacie, pretoze

si ju z nich vieme zrekonStruovat a nepotrebujeme ju uchovavat. Ide najmé o rozne
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pravidelnosti v komprimovanych datach, ako napriklad opakujice sa podretazce, ¢i

rozna frekvencia znakov na vstupe.

1.1.1 Entropickd kompresia

Entropickd kompresia vyuziva rozne pravdepodobnosti vyskytu jednotlivych symbolov
a refazcov na vstupe. Medzi najznamejsie algoritmy z tejto triedy patri Huffmanov
kod, aritmetické kodovanie a Shannonov-Fannov kod (tiez nazyvany len Fannov kod)
[Say96]. Kedze pre kazdu sekvenciu znakov vytvarame refazec bitov, ktory ich ko-
duje, mozeme sa na ne aj vo vieobecnosti pozriet ako na listy binarneho stromu, kde
jednotlivé bity urcuja cestu z korenia do listov reprezentujicich jednotlivé sekvencie.
Tento strom budeme nazyvat kodovaci strom. V tomto pripade sa mozeme aj na ar-
itmetické kodovanie pozriet ako na algoritmus kédujuci cestu v nejakom koédovacom
strome. Medzi aritmetickym kodovanim na jednej strane a Huffmanovym a Fannovym
na strane druhej, vSak existuje niekol'ko rozdielov. Algoritmus Huffmanovho kédovania
buduje tento strom odspodu, ked dvom vrcholom s najmengou vahou z tych, ktoré este
nemaja otca, prida otca, ktorého vahou bude sicet vah tychto vrcholov. Toto opakuje
dovtedy, kym neostane len jeden vrchol bez otca a ten sa stane korenom kodovacieho
stromu. Naproti tomu Fannov kod buduje kodovaci strom odvrchu, ked rekurzivne deli
mnozinu sekvencii na dve polovice s priblizne rovnakou pravdepodobnostou a jednu
priradi Tavému a druht pravému synovi aktuélneho vrchola. Oba tieto algoritmy teda
buduju kédovy strom pre celt mnozinu moznych sekvencii

Huffmanove kédovanie a Fannovo kdédovanie buduju cely kodovaci strom a preto sa,
kvoli obmedzenej paméti, pouzivaji ako blokové. Blokové algoritmy rozdelia kompri-
mované data na kratSie podretazce — bloky a tie koduju samostatne. Bloky mo6zu mat
dlzku od jedného pismenka po kratsi refazec. Tieto algoritmy potom buduji kédovy
strom pre blok danej dlzky. Naproti tomu aritmetické kodovanie sa pozera akoby len
na cestu ku komprimovanej sekvencii a jej blizke okolie, teda negeneruje cely kdédovaci
strom, a preto modze komprimovat vstupné data ako jeden celok a nemusi ich delit
na bloky. Tato odlisnost aritmetického kdédovania ndm umoziuje kodovat znaky alebo
ich refazce necelo¢iselnym poc¢tom bitov. Pri zvy$nych dvoch kédovaniach sme nuteny
priestor spotrebovany na blok zaokrihlit smerom hore na celé bity.

Entropické kody sa vicsinou pouzivaji bud spolu s modelmi, ktoré dokéazu pred-
povedat pravdepodobnost jednotlivych symbolov na vstupe alebo spolu s réznymi spo-
sobmi predspracovania, ktorych cielom je zvysit konecény kompresny pomer a pred-
pripravit data pre pouzitie entropickych komprimac¢nych technik.

Pokial ocakavame, Ze data na vstupe budu pozostavat z pomerne dlhych retazcov

opakujucich sa pismen, pouziva sa vic¢Sinou takzvané run-length kédovanie. V tomto
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pripade sa o datach uchovéa len informécia aké pismeno a kol'ko krat za sebou sa opakuje.

1.1.2 VsSeobecné bezstratové kompresné algoritmy

V pripadoch, ked je potreba ulozit velké mnoZstvo dat rovnakého druhu je hlavnou
stratégiou vyvoj algoritmu optimalizovaného pre tento typ dat. Vo vSeobecnosti nie je
tento pristup vyhodny, pretoze naklady na vyvoj $pecializovaného algoritmu by pre-
vysili vyhody ziskané zmensenim potrebného priestoru a vzniklo by obrovské mnozstvo
kompresnych algoritmov. Keby sme vSak nevedeli ni¢ o datach, nedokazali by sme
identifikovat nadbyto¢nii informaciu. Vseobecne prijimanym kompromisom je rozdele-
nie dat do tried a definovanie zdroja pre kazda z nich. V tomto pripade predpokladame,
ze data su produkované zdrojom z niektorej triedy a pouzijeme kompresny algoritmus
pre dant triedu.

Medzi najstarsie zo vSseobecnych bezstratovych kompresnych algoritmov nich patria
algoritmy, ktoré vypracovali Ziv and Lempel v rokoch 1977-1978 LZ77 |[ZL71]| a LZ78
|ZL78|. LZ77 a LZ78 st slovnikové algoritmy, ktoré nahradzaju vyskyt slova ukazatelom
na jeho vyskyt v slovniku. Okno je podrefazec retazca danej dizky a polohy. LZ77
pouziva dve okna, v prvom (ozn. SB) je posledné zakodovana ¢ast sekvencie a v druhom
(ozn. LAB) je cast sekvencie, ktora ide zakodovat.

Algoritmus "prediction by partial matching"(PPM) [CW84| na zéklade predoslého
kontextu predpovedd pravdepodobnost s akou sa ten-ktory znak vyskytne na vstupe.
Frekvencia symbolov je ukladané zvlast pre kazdy kontext, pricom ako kontext sa berie
poslednych n znakov. Vyuziva na to skryté Markovovské modely s adaptivnymi pravde-
podobnostami emisii. Aj ked maji PPM z triedy vSeobecnych bezstratovych algoritmov
aj dnes najlepsie kompresné pomery, ich hlavnymi nevyhodami ostava pomala rychlost
a velka spotreba paméte. Napriek tomu sa pouZivaju v praxi.

DalSia statistickd kompresna metoda "dynamic Markov coder"(DCM) [CHST] pred-
pokladé, ze komprimované data st vystupom déatovej triedy Markovovskych zdrojov.
Pocas kompresie sa snazi ¢o najlepsie tento zdroj vystihnut stile presnejsim urcenim
pravdepodobnosti symbolov na zaklade uz pre¢itanej sekvencie. Pocas kompresie sa
pouzity dynamicky skryty Markovovsky model zvicsuje, aby bol odhad pravdepodob-
nosti jednotlivych znakov ¢o najpresnejsi, ¢im sa zvySuji naroky na pamét. Tieto
pravdepodobnosti potom algoritmus kéduje pouzivajic aritmeticky koder. Kompresné
pomery ¢as behu DCM a PPM st porovnatelné, avsak [Deo03| uvadza, ze v oblasti
PPM nastal zna¢ny pokrok, kym vyvoj DCM stagnuje.

Willems et al. navrhol v roku 1995 "context tree weighting"(CTW) algoritmus
[WST95|. Autor zavadza koncept triedy zdrojov context tree a vzhl'adom na nu odhaduje

pravdepodobnost vyskytu symbolov na vstupe. Pri tejto metode slizia vypocitané
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pravdepodobnosti, podobne ako pri inych metédach, ako vstup pre aritmeticky koder.
Vyhodou tejto metody je, ze napriek eSte len rozbiehajiicemu sa vyzkumu dosahuje

kompresny pomer blizky PPM, sc¢asne pri nizkej rychlosti behu.

1.2 Kompresia DNA

Kyselina deoxyribonukleova (DNA) mé v bunkiach funkciu nosi¢a genetickej informa-
cie. Tato informécia je ulozend v poradi nukleotidov. Nukleotid je zdkladné stavebna
jednotka DNA. Usek molekuly DNA volame aj sekvencia DNA. Kedze tieto nukleotidy
su $tyri: adenin, cytozin, guanin a tymin, moézeme sa na sekvenciu DNA pozerat ako
na slovo nad $tvorpismenovou abecedou {A,C,G,T}.

V stcasnej dobe narasta mnozstvo tdajov ziskanych sekvenovanim DNA a narasté
dolezitost otazky ich efektivneho uchovavania. DNA predstavuje struktarovani infor-
méciu, pri ktorej zalezi na vyskyte a poradi jednotlivych pismen, podobne ako bezny
text. Pomocou beznych komprima¢nych nastrojov sa vsak neda komprimovat, lebo
frekvencie jednotlivych pismen st velmi podobné a po dvojiciach rovnaké. Bezne pouZi-
vané kompresné algoritmy dosahuji dokonca horsi kompresny pomer ako ked zakoédu-
jeme jedno pismeno dvomi bitmi.

NajschodnejSou cestou preto ostava hladanie nadbyto¢nej informacie Specifickej
pre DNA. Pomerne ¢asté st napriklad repeticie, ktoré vyuzivajua algoritmy zalozené na
hl'adani podobnych podretazcov. Medzi kompresiou DNA a pochopenim informacie,
ktori nesie je priama sivislost. Cim viac vieme o jej Struktire a o informacii, ktoru
nesie, tym lep$ie ju vieme skomprimovat. Na druhej strane, ak najdeme novy sposob ako

ju este efektivnejsie komprimovat, mozeme sa dozvediet niec¢o nové aj o jej Strukture.

1.2.1 Rozdelenie kompresnych metéd pre DNA

V tejto oblasti prebieha od jej vzniku intenzivny vyvoj. Postupne bolo vyvinutych
mnozstvo algoritmov a [GSUQ9| uvadza styri zakladné metody kompresie DNA: substitu¢ne-
Statisticka, transformacna, zaloZzenéd na gramatike a tabulkova.

Substitu¢ne-statistickd metdda je kombinaciou dvoch technik substitucnej a Stati-
stickej. Pri kompresii sa sekvencia rozdeli na podretazce a Cast z nich sa skomprimuje
jednou a c¢ast druhou technikou. Tato paradigma sa zacala pouzivat v algoritmoch
Biokompress 1 [GT93] a 2 [GT94]. Substitu¢nou technikou najprv zakoduje opakujice
sa refazce a palindromy, pricom nahradi opkakujice sa vyskyty podretazca odkazom na
jeho prvy vyskyt. Na text, kde sa nenachadzaju Ziadne vyznamné opakovania ani palin-
drémy, pouzije Statisticka techniku a zakoduje ich aritmetickym koédovanim. Pouzitie

substitucnej techniky je obmedzené mnozstvom zdrojov ¢asu a paméte. Neskor vzniklo
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vela inych algoritmov, ktoré rozne vyvazovali ¢as a kompresny pomer. V roku 2007 sa
objavil prvy algoritmus zalozeny na ¢isto Statistickej metode XM [CDAMO7|. Pouziva
aritmetické kodovanie a frekvenciu symbolov pocita z uz spracovanej ¢asti sekvencie.
Autorom sa pomocu neho podarilo dosiahnut kompresny pomer 1,6940 bit/béaza. Tym
prekonal vSetky dovtedy publikované algoritmy na kompresiu DNA a dokonca aj vSetky
algoritmy na komresiu bielkovinovych sekvencii. Popritom dokézal zachovat prakticku
dobu behu.

Transformacnd kompresnd metoda sa zaklada na znamej Burrows-Wheeler trans-
formacii [BWBWO94|, tiez zvanej block-sorting. Podstatou tejto transformécie je, ze
sa z transformovavaného bloku dat vytvoria vSetky rotacie, utriedia sa abecedne a
na vystup sa daju posledné znaky z tychto rotacii a umiestnenie povodného bloku v
tomto utriedeni. Na tejto trandformacii st zaloZené len dve navzajom variantné metody
Specializované na biologicki kompresiu. Tato transformécia je ukazkovym prikladom,
ako ndm moze pomoct kompresia lepsSie spoznat charakter dat, ked ukazala dovtedy
neznamu redundanciu. Napriklad pri bielkovinovych sekvenciach sa pomocou nej po-
darilo objavit vysoké mnozstvo opakovani podretazcov, o ktorom sa predtym nevedelo.

Kompresna metdda zalozend na gramatikich je zaloZzend na bezkontextovej triede
gramatik. Pod tito metodu spadaji aj niektoré algoritmy komprimujice DNA aj s
anotaciou. Pri tejto metode sa hlada gramatika najlepSie vystihujuca dani sekvenciu
DNA alebo skupinu sekvencii a nasledne sa kéduje odvodenie v nej a nakoniec sa
kompresia aplikuje aj na vysledny retazec bitov. Napriek tspesnosti tejto metody na
inych typoch dat dosiel [CL0O4| k zaveru, Ze tato metdda nie je vhodna na kompresiu
DNA.

Poslednou spominanou kompresnou metédou je tabulkova metoda [BFG|. Tabulky
st stbory zaznamov rovnakej dizky pochadzajicich z jedného zdroja a preto maju
velmi vysokt mieru redudancie. Moze ist napriklad o zdznamy o hovoroch, meteoro-
logické udaje alebo sekvencie toho istého chromozoému od réznych jedincov. Tabulka
sa najprv rozdeli na particie a tie sa potom komprimuju zvlast. Tato metdda je velmi
efektivna pri kompresii siboru podobnych sekvencii. Bola s vynikajacimi vysledkami

pouzita na roznych typoch tabulkovych dat.

1.3 Aritmetické kd6dovanie

Aritmetické kodovanie je bezstratovy entropicky komprimac¢ny algoritmus, ktory ko-
duje vstupnua sekvenciu znakov na vystupnua sekvenciu znakov (zvic¢a bitov) vvyuZiva-
juc prevazne zékladné aritmetické operéacie s¢itanie (od¢itanie) a nasobenie (delenie).

Hlavnou myslienkou je, ze algoritmus priradi kazdej sekvencii podinterval intervalu
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< 0,1) a ten nasledne zakoduje. Pricom plati, Ze interval sekvencie je podintervalom
intervalov vSetkych prefixov danej sekvencie. Toto ndm umoznuje kdédovat sekvenciu
priebezne popri jej ¢itani, takZze si ju nemusime paméitat a pamitfova narocnost je
vzhladom na dlzku sekvencie konstantna. Prazdnej sekvencii prislicha interval < 0, 1).
Taktiez plati, ze interval kazdej sekvencie je zjednotenie intervalov vSetkych sekvencii,
ktorym je ona prefixom a intervaly dvoch frekvencii, kde ani jedna nie je prefixom
druhej st disjunktné. Tento interval je priamo tmerny pravdepodobnosti sekvencie.
Interval sa zakoduje lubovolnym ¢islom z neho, kedZe pri kompresii sa Setri miestom,
pouziva sa Cislo s ¢o nakratsim zapisom. Stucastou algoritmu je aj model zdroja, pomo-
cou ktorého pocitame pravdepodobnosti sekvencii. Tento algoritmus je optimalny ak

koduje zdroj s konstantnymi nezavislymi frekvenciami znakov.



Kapitola 2

Skryté Markovovské modely (HMM)

Markovovské modely st stavové pravdepodobnostné modely Siroko pouzivané nielen v
bioinformatike ale napriklad aj pri rozpoznavani reci ¢i pisma.

HMM sa pouziva na modelujovanie procesu, ktory je v nadm neznamom stave. V
jednom kroku nahodne v tomto stave emituje znak (udalost) a prejde do d'alsieho stavu
(moze prejst aj do toho istého), pricom st dané pravdepodobnosti emisie jednotlivych
znakov a prechodov do jednotlivych stavov.

Pomocou HMM sa snazime o modelovanom procese po kazdom jeho kroku ¢o na-
jpresnejsie urc¢it s akymi pravdepodobnostami je v danom stave. Pozname pravde-
podobnosti s ktorymi bol tento proces v jednotlivych stavoch a znak, ktory v nich
emitoval. Na zaklade toho vypocitame podmienené pravdepodobnosti, ze proces, ked
emitoval dany znak, bol v tom-ktorom stave. Z tychto podmienenych pravdepodobnosti
a tabulky s pravdepodobnostami prechodov zo stavu do stavu vypocitame s akymi
pravdepodobnostami je modelovany proces po tomto kroku v jednotlivych stavoch.

Tymto sposobom modelujeme napriklad Tudsku reé¢, ked sa snazime zo zvuku zis-
tit, ktord hlasku ¢lovek vyslovuje, teda v akom je stave. V tomto pripade néas zaujima

najpravdepodobnejSia postupnost stavov k danej postupnosti udalosti (zvukov).

V nasej praci modeluje pomocou HMM pravdepodobnost konkrétnej postupnosti
baz v molekule kyseliny deoxyribonukleovej (sekvencie DNA). O sekvencii DNA pred-
pokladame, 7ze pravdepodobnost vyskytu jednotlivych baz sa v nej meni v zavislosti od
typu predchadzajicich baz. Tuto zmenu modelujeme zmenou pravdepodobnosti stavov.
V kazdom kroku pocitame pravdepodobnost danej bazy a celkovi pravdepodobnost
sekvencie pocitame ako suc¢in pravdepodobnosti, Ze za sebou budi nesledovat jenotlivé
znaky sekvencie.

Na zéklade vypocitanej pravdepodobnosti sekvencie DNA sa ju néasledne snazime

zakddovat tak, aby sme na pravdepodobnejSiu sekvenciu pouzili primerane menej bitov
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ako na menej pravdepodobni.

V tejto kapitole si zadefinujeme skryté Markovovské modely, pricom pravdepodob-
nosti definujeme ako zobrazenia do mnoziny realnych ¢isel, aby sa nam s nimi lepsie
pracovalo.

Pravdepodobnosti s ktorymi je modelovany proces v jednotlivych satvoch sa nazy-
vaju distribtucia stavov. Pravdepodobnosti emisie znakov budeme nazyvat emisné pravde-
podobnosti a pravdepodobnosti prechodu zo stavu do stavu budeme nazyvat pre-
chodové pravdepodobnosti.

Pri naSich vypoctoch budeme vyuzivat aj markovovské modely vyssieho radu. Tieto
sa od vyssie definovaného modelu liSia tym, Ze pravdepodobnosti emisii jednotlivych
znakov v danom stave zavisia od predtym vypisanych znakov. Rad stavu je pocet
predtym vypisanych znakov od ktorych zéavisia emisné pravdepodobnosti z tohto stavu.
HMM vyssieho radu ndm umoznuji upresnit pravdepodobnosti pravdepodobnosti emisii
znakov bez nutnosti pridat dalie stavy.

Pravdepodobnosti emisii znakov v danom stave a pravdepodobnosti prechodov zo
stavu do stavu sa nemenia. Rovnako st kon§tantné aj mnozina stavov a mnozina znakov

(abeceda).

2.1 Definicie

V naSej préaci pouzivame skryty Markovovsky model na modelovanie pravdepodobnosti

jednotlivych baz v genome.

Definicia 1

Skryty Markovouvsky model (HMM) je 5-ica {¥,S, M, E, A}, kde ¥ je abeceda vystup-
nych symbolov, S je mnozina stavov, M je zobrazenie S x S — R,

E je zobrazenie S x ¥ — R a A je zobrazenie S — R |

Plati:

Vg e S: Y M(g,si) =1, kde S = U2, s,

Vge S: S E(g,z) =1, kde & = U] 2

S A(s) =1, kde S =% s

Y je mnozina znakov, ktoré dany HMM emituje v stavoch z S s pravdepodobnostami
E, P st pravdepodobnosti prechodu zo stavu do stavu a A su poc¢iato¢né pravdepodob-

nosti stavov.
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Definicia 2

Skryty Markovovsky model vyssieho radu je T-ica {3,5, M, E, A,{W,U}, kde W je zo-
brazenie S — N a E je zobrazenie 2@+ x § — R kde ¢; € S, a U € XmasesW () je
pociato¢na sekvencia ovplyviujtica emisné pravdepodobnosti modelu, ostatné rovnako
ako v predoglej definicii.

Plati:

Vge S,Vke W@ S B(g k+2) =1, kde S = U7, %

Teraz si definujeme zobrazenie, ktoré nam bude slazit ako premennéd na uchovavanie

Tubovolnej distribtcie stavov pocas vypoctu.

Definicia 3

Aktual A velkosti n je usporiadand n-tica redlnych ¢isel p; predstavujicich pravde-
podobnosti 1. az n-tého stavu, pre ktora plati:

Yipi=1

Clena Aktualu A predstavujiceho pravdepodobnost stavu ¢; budeme oznacovat Algi].
Aktual skrytého Markovovského modelu M ma velkost
modelu M.

S|, kde S je mnoZina stavov

Este nam ostava zadefinovat si veci potrebné na simulaciu modelovaného procesu
prislusnym HMM. Udalost, ked modelovany proces emituje znak a nésledne prejde
do nového stavu modelujeme krokom vypoctu HMM. Nova distribtcia stavov zavisi
od predoslej distribuicie stavov a emitovaného znaku. Krok vypoctu si definujeme ako
zobrazenie s mnoziny kartézskeho suc¢inu mnoziny vSetkych Aktualov a abecedy na
mnozinu v8etkych Aktualov.

Vykonanim sekvencie krokov na sekvencii DNA rozumieme iterovany krok vypocétu
HMM, kde ako prvy Aktual vezmeme pociatocnu distribticiu stavov a kazdy dalsi bude
vysledkom zobrazenia predchadzajiceho Aktualu a prislusného znaku sekvencie DNA.
I-tej iteracii prisliucha i-ty znak sekvencie DNA. Aktualom po vykonani tejto sekven-
cie krokov rozumieme vysledok posledného takéhoto zobrazenia. Momentalnym Aktu-
alom nazveme Aktual s distribtciou stavov po vykonani prislusnej sekvencie krokov.
Pravdepodobnost emisie j-teho znaku zavisi od momentalneho Aktualu daného HMM
po vykonani sekvencie krokov na predchadzajucich j-1 znakoch danej sekvencie. Ttito
pravdepodobnost definujeme ako zobrazenie s prislusnymi vlastnostami z mnoziny Ak-

tualov. Teraz formalne:
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Definicia 4
Pravdepodobnost znaku z pri Aktuale A je zobrazenie P : () x X toR, kde Q je mnozina

vSetkych Aktualov, pre ktoré plati:
P(Az) = g Als] * E(s, 2)

Definicia 5

Krok vgpoctu HMM je zobrazenie K : (Q X ¥ — (), kde Q je mnozina vSetkych Aktu-
alov, pre K plati:

VA € QVz € ¥ : K(A,2) = B, kde Vs € S : Bls| = > .gAlg] * M(q,s) *
E(q,2)/P(4, 2)

Celkova pravdepodobnost sekvencie je vlastne pravdepodobnost, Ze sa jej jednotlivé
znaky objavia v spravnom poradi na vstupe, teda je rovna sicinu pravdepodobnosti

jej znakov v prislusnych krokoch modelu na nej.

Definicia 6

Pravdepodobnost sekvencie U pri distribicii A je zobrazenie P : Ax ¥* — R, kde plati:
PU) =14 P(ALU () -

kde Ay = Aa A, = K(Aj_1,z;1) pre Vi € N : 1 < i <= |U| a U(i) je i-ty znak

sekvencie U

2.2 HMM vyssieho radu

Ako sme uz uviedli, zaoberame sa aj modelmi vys§ieho radu. Vyhodou tychto mod-
elov je, ze nam umozhuji zadefinovat emisné pravdepodobnosti nielen vo vztahu k
stavu v ktorom sa model nachadza, ale aj vo vztahu k uz vypisanej ¢asti sekvencie.
Toto nam umoziuje zvysit presnost vypoctu pravdepodobnosti jednotlivych znakov
bez sticasného zvysenia poctu stavov.

Emisné pravdepodobnosti v jednotlivych stavoch teda budd zévisiet od predtym
spracovanej sekvencie. Pre korektny zaciatok vypoc¢tu na sekvencii DNA teda potre-
bujeme nielen podiato¢nu distribuciu stavov ale aj pociatoéni sekvenciu. Pokial teda
nevykoname dostatocny pocet krokov vypoc¢tu na sekvencii DNA budeme suffix spra-
covanej sekvencie dopliat spredu suffixom pociato¢nej sekvencie. Pri dostato¢ne dlhej

sekvencii DNA volba pod¢iato¢nej sekvencie celkovii pravdepodobnost sekvencie velmi
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neovplyvni, vo vic§ine pripadov si preto mozeme zvolit sekvenciu, ktord ndm vyhovuje

z hladiska jednoduchosti vypoétu.

Teraz si zadefinujeme krok vypoctu a pravdepodobnost znakov na vstupe pre HMM

vyssieho radu.

Definicia 7

Pravdepodobnost emitovania znaku x pri predchddzajicej sekvencii w a Aktualu A podla
HMM wvyssieho rddu je zobrazenie P : () X ¥* — R, pre ktoré plati:

P(A,wz) =" Algi] * E(qi, wix);

kde u; je poslednych W (q;) znakov z w.

Definicia 8

Krok vijpoctu HMM N, z Aktualu A, predoslej sekvencie w a emitovanom znaku z je
zobrazenie K : () x ¥ — @, pre ktoré plati:

K(A,wz) = B, kde plati Vs € S: B[s| = 3_ s FE(q,2) x Alg] * M(q, s)/P(A, wz)

Pravdepodobnost sekvencie vypocitame rovnakym sposobom ako pri jednoduchych
HMM. KedZe jednoduchy HMM je vlastne HMM nultého radu, pouzitie HMM vyssieho
radu nemdéze byt pri spravnej volbe vo vSeobecnosti horsie. Potencidlnou nevyhodou
HMM vyysSieho radu st len naroky na paméit vyplyvajice z potreby ulozit vicsie

mnozstvo pravdepodobnosti.

2.3 Trénovanie modelov

I vt

Medzi najtazsie a pritom najdolezitejsie pri praci s HMM patri hladanie a tvorba vhod-
nych modelov. Tento proces mé dve ¢asti: prvou z nich je navrh Struktuary, teda kolko
je stavov a ako st pospijané, druhou je urcenie pravdepodobnosti emisii a prechodov
medzi stavmi. Budeme ¢erpat z [DEKM9S|.

NajlahSie je zostavit model na datach, v ktorych mame ku kazdej sekvencii vSetky
postupnosti stavov, ktoré ju mozu generovat. V tomto pripade len pre kazdy stav spoci-
tame priemerné frekvencie emisitovania jednotlivych znakov a ako ¢asto z neho proces
presiel do ktorého stavu a z toho nasledne vypocitame priemerné pravdepodobnosti
prechodov. Pri pouziti dostatocne reprezentativnych dat vieme ziskat presny model
daného procesu.

V pripade nezndmej postupnosti stavov nie je presne ur¢ené priradenie parametrov
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k jednotlivym stavom. Tu sa pouzivaju iterac¢né metody. Standardne sa pouziva Baum-
Welch algoritmus [Bau72]. Tento pouziva prirodzent interpretaciu pravdepodobnosti.
Iteruje sa do dosiahnutia urceného kritéria pricom sa da dokazat konvergencia k lokal-
nemu maximu. Problémom je, Ze lokdlnych maxim moze byt viacero a to do ktorého z
nich sa dostaneme zavisi od vstupnych pociato¢nych nastaveni. Toto je zna¢na komp-

likacia pri konstrukceii vela-stavovych modelov.



Kapitola 3
Algoritmus a implementacia

V tejto kapitole sa budeme venovat pouzitym algoritmom, ich implementécii a Speci-
fikAm nasho programu. Najprv opiSseme algoritmus vypoctu pravedepodobnosti znakov
na vstupe z HMM a algoritmus aritmetického kdédovania, ktory pomocou tychto pravde-
podobnosti tieto znaky kéduje. Potom sa budeme venovat spojeniu tychto algoritmov

do nasho programu a nakoniec uvedieme ostatné specifikda naso pristupu.

3.1 Algoritmus

Ako uz bolo spomenuté, nas algoritmus pozostéva z dvoch hlavnych casti: zo skrytého
Markovovského modelu (HMM) ako modelu zdroja sekvencie, pomocou ktorého poci-
tame pravdepodobnosti jednotlivych zankov a z aritmetického kodera (AC), ktory
ich na zéklade tychto pravdepodobnosti zakoduje. V prvej casti tejto podkapitoly sa
budeme vanovat sposobu vypoctu pravdepodobnosti sekvencie zo skrytého Markovovského
modelu a nasledne ukazeme ako tieto pravdepodobnosti vyuzijeme pri kompresii s
pouzitim aritmetického kodovania. Skrytym Markovovskym modelom modelujeme pravde-
podobnosti, ze budu nasledovat jednotlivé znaky. Pravdepodobnost celej sekvencie teda
vypocitame ako sicin pravdepodobnosti tychto znakov. Toto nam umoziuje koédovat
sekvenciu na zéklade jej pravdepodobnosti postupne a vyuzit na to aritmetické ko-
dovanie.

Pouzivame klasicky algoritmus aritmetického koédovania s adaptivnym modelom
pravdepodobnosti znakov. Tato Cast programu spraciva vstup. Podla pravdepodob-
nosti znaku na vstupe ho zakdéduje a nasledne zavola ¢ast s modelom o nové pravde-
podobnosti znakov.

Pri dekompresii ¢ast s AC spracuva sekvenciu bitov na vstupe a po kazdom rozko-
dovanom znaku zavold model o pravdepodobnosti pre nasledujuci znak, az pokial

neprecita cely vstup reprezentujici komprimovant sekvenciu genému. Za predpokladu,

15
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ze je HMM pri dekompresii rovnaky a rovnako nainicializovany ako pri kompresii,

pracuje program korektne.

3.1.1 vypocet pravdepodobnosti z HMM - model

Pred samotnym vypoctom je potrebné najprv nac¢itat HMM a incializovat ho. Aby sme
mohli korektne poc¢itat a nemame pociatocné rozdelenie stavov musime si ho zvolit. Ak
pocitame s modelom vysSieho radu, tak si musime zvolit aj sekvenciu s ktoru budeme
pocitat ako s predchadzajtcou. V programe pouzivame na reprezenticiu sekvencif ¢isla
v pozi¢nej sustave, ktorej zakladom je velkost abecedy. Z tohto dovodu sme si zvolili
sekvenciu reprezentovanu ¢islom 0 ako predtym vypisant sekvenciu. Pokial sme nuteni
zvolit si pociatoCné rozdelenie stavov a nevieme ni¢ o modely, zvolime si rovnhomernt
distribiiciu pravdepodobnosti, teda kazdému stavu priradime rovnakt pravdepodob-
nost. Tymto sa vyhneme komplikdciam, ktoré by nastali ak by graf moznych prechodov
medzi stavmi nebol orientovane sivisly.

Ako sme spomenuli vysSie, pravdepodobnosti s ktorymi je HMM v jednotlivych
stavoch sa po kazdom kroku menia, preto sme si zadefinovali premennt Aktual. V
Aktuali A budeme uchovavat pociato¢nu distribuciu stavov a v Aktuali B budeme
uchovavat distribuiciu stavov v danom kroku vypoc¢tu. Pri ivodnej inicializacii nas-

tavime hodnotu premennej B na hodnotu premennej A.
pseudokdd inicializacie:

-nacitaj tabulky pravdepodobnosti prechodov a emisii

-nacitaj rady stavov

-nacitaj pociatocné rozdelenie stavov Aktual A

-inicializuj rozdelenie stavov na pociatocné rozdelenie Aktual B := A

-inicializug premennid so suffivom vypisanej sekvencie sek := 0

Ked je ¢ast s HMM inicializovana, moze byt zavolana a korektne pocitat pravde-
podobnosti, Zze budi nasledovat jednotlivé znaky. Po nac¢itani znaku zo vstupu cast s
AC posle tento znak aj casti s HMM aby mohla vykonat podmieneny krok vypodctu
HMM. Kedze skryty Markovovsky model zodpoveda skrytému Markovovskému mod-
elu vyssieho radu s rddom nula, budeme vzorce uvadzat pre HMM vyssieho radu. Pre
jednoduchost budeme o ¢asti programu pocitajicej pravdepodobnosti znakov hovorit

ako o modely a o c¢asti vykonavajicej aritmetickékodovanie ako o kodery.

Ak je model zavolany o pravdepodobnosti znakov {P(zi)}gl, vypocita ich nasle-
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dovne:
P(zj) = EﬁllB[si] * E(si,sekmod|2|w(sﬂ') * | 2] + ;)

Po takomto volani posle koderu vypocitané pravdepodobnosti, ten ich spracuje a
posle modelu informéaciu o znaku ktory zakoédoval. Na zaklade tejto informécie model
vykond krok vypoctu a spocita novi distribtciu stavov. Ozna¢me prislusny znak z.
Vypocet kroku modelu pozostava z dvoch casti: najprv model vypocita podmienent

pravdepodobnost stavov {C [si}}yjl nasledovne:

C[si] = Bl[si] * E(sq, sekmod|S|" &) % |X| + z;)/ P(2) ; kde P(z) je pravdepodobnost

znaku z pocitana podla predoslého vzorca.

Model vypocita nova distribiciu stavov z pravdepodobnosti prechodov medzi stavmi
a prave vypocitanej podmienenej distribtuicie stavov. Nova distribiciu D teda vypoci-

tame ako:
D[s;] = S C[s;] % M(s;, ;)

Tato distribiciu nasledne priradime do Aktualu B a tymto sme skondili vypocet
kroku modelu. Ked bude model najblizsie zavolany, aby dodal pravdepodobnosti znakov,

budu to uz pravdepodobnosti nasledujticeho znaku.

Pre pripad komprimovania viacerych nestivisiacich sekvencii rovnakym modelom je
implementovand funkcia reset, ktora inicializuje model do pociato¢ného stavu. Tito
funkciu sme vyuzili aj pri testovani jednotlivych modelov, ked program skomrimovant

sekvenciu genomu vzapati dekomprimoval kvoli kontrole spravnosti.

3.1.2 Aritmetické k6édovanie - koder

V tejto casti opiSeme pouzity algoritmus aritmetického kodovania. Myslienku aritmet-
ického kodovania sme uz spomenuli v ¢asti o kompresii. Ako sme uviedli vyhody ar-
itmetického kodovania si, ze ndm umozhuje kdédovat sekvenciu celi — nemusime ju
delit do blokov, d'alej to, ze nemusime koédovat znaky celym poctom bitov ale mozem
napriklad bazu A zakdédovat 0,47 bitmi. Medzi vyhody aritmetického kodovania patri
taktiez jeho rychlost, ktora je sposobena jeho jednoduchostou a tym, Ze vyuziva len

jednoduché aritmetické operacie.
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Najprv sa budeme venovat kompresii. Ako bolo uvedené, z pohladu aritmetick-
ého kodovania prislicha kazdej sekvencii interval, ktorého dizka je priamo tmerné
pravdepodobnosti, s ktorou sa tato sekvencia vyskytne na vstupe. Referen¢nym inter-
valom budeme nazyvat interval, ktory prislicha doteraz pre¢itanému (pri kompresii)
alebo doteraz dekodovanému (pri dekompresii) prefixu kodovanej sekvencie. Kédovanou
sekvenciou budememe volat sekvenciu, ktord komprimujeme respektive, ktorrej zapis

dekomprimujeme.

kompresia:
Najprv nastavi referen¢ny interval na pociato¢nu velkost, teda <0,1), a model zdroja
inicializuje zavolanim prislugnej funkcie do pociato¢ného stavu. Zatial sme zapisali € a

tomu zodpovedé aj referencny interval. Vsetko je teda pripravené na kodovanie.
inicializacia — pseudokéd:

hornd hranica refrencného intervalu hh = 1,0
dolnd hranica refrencného intervalu dh = 0,0

inicializug model

Nasleduje cyklus v ktorom bude koéder postupne ¢itat a koédovat znaky zo vs-
tupu. Teda poznd coraz dlhsi prefix kodovanej sekvencie a podla neho ¢oraz presnejsie
Specifikuje referen¢ny interval, teda interval v ktorom lezi interval prisliachajtci tejto
sekvencii.

Znakom, ktoré sa mozu objavit na vstupe, si priradené navzajom disjunktné podin-
tervaly referen¢ného intervalu, ktoré tento interval zaroven pokryvaja. Nasledne precita
znak zo vstupu a jeho podinterval vezme za novy referen¢ny interval. Kedze tieto pod-
intervaly referen¢ného intervalu s jednotlivym znakom priradované na zéklade ich
pravdepodobnosti a pravdepodobnost sekvencie je rovnéa su¢inu pravdepodobnosti s
ktorymi sa na vstupe postupne objavia jej jednotlivé znaky, bude velkost referen¢ného
intervalu po precitani celej sekvencie priamo timerna jej pravdepodobnosti.

Ako sme uz uviedli ciefom kodera je zakodovat interval ¢o najkratSim ¢islom z
neho. Preto ked sa nam interval dostatofne zmensi a jeho horna aj dolna hranica
maju prvé bity svojich zapisov rovnaké, mozeme tieto bity dat na vystup a zabudnit
ich, pretoze vsetky ¢isla z tohto intervalu ich musia mat rovnaké. Toto nam umoziuje
kodovat interval, ktory pripadne kodovanej sekvencii priebezne spolu s jej ¢itanim,
pricom pamaét je vzhladom vstupnu sekvenciu kongtantna.

Niekedy sa moze stat, ze dostaneme dolnt hranicu tvaru 0111www a hornd tvaru
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1000zzz. V tomto pripade nevieme aky dat vystup a stracame aj presnost hranic ref-
erencného intervalu. RieSenim je odlozit jednotky z dolnej hranice a nuly z hornej a
zapamatat si pocet takto odlozenych bitov. Teda dolnd hranica bude Owww a horna
1zzz. Ked sa najbliz8ie zhodnu hranice intervalu, budeme vediet kolko a aké bity dat
na vystup [STANEK]|.

cyklus pre kazdy znak kédovanej sekvencie — pseudokéd
B

Zisti z modelu ddatového zdroja pravdepodobnost s ktorou sa jednotlivé znaky objavia
na vstupe a rozdeli podla nich referencny interval na intervaly sekvencii o jedna dlhsich

ako doteraz precitand sekvencia, ktorym je tdto sekvencia prefirom.

zavolaj model o pravdepodobnosti znakov {f;}
rozsah referenc¢ného intervalu rr = hh — dh

ho = dh

pre i = 1 do velkost abecedy

B

hi = hi—1 + fi*xrr

E

Precita zo vstupu znak a zoberie za novy referencng interval interaval prislichajici
zretazeniu doteraz precitaného prefizu a tohto znaku.

zo vstupu nacitaj znak Z

prirad mu ¢islo z abecedy C' = abeceda[Z]

uprav referen¢ny interval na podinterval tohto znaku

dh = hc_q

hh = h¢e

Postupne ako sa referencny interval zmensuje, s vrchné bity jeho hornej a dolnej rov-
naké a teda vieme, Ze kaZdé cislo z referencného intervalu ich bude mat takéto. Preto
ich priebezne vypisujeme a v hornej a dolnej hranici referencného intervalu si uchovd-
vame len suffix hornej a dolnej hranice intervalu doteraz precitaného prefizu kédovanej

sekvencie.
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kym hh-dh=0,5 rob

B
ak dh > 0,5 vypi§ prenesené bity (pb) a 1
inak ak hh < 0,5 vypis§ prenesené bity a 0

inak zvy$ pocet prenesenych bitov inc(pb)

hh = hh * 2
dh = dh * 2
E
E
terminéacia

Na konci vijpoctu potrebujeme dopisat suffix ¢isla z intervalu precitanej sekvencie, aby
sme ho vedeli jednoznacne dekddovat pri dekompresii. Aby sme dany interval vedeli pri
dekompresii jednoznacne urcit zapisemem dolni hranicu najvdicsieho intervalu, klorého
hranicami si celé zdporné mocniny dvojky a leZi celyj v referencénom intervale. KedZe z
programu vyplyva, Ze rr > 0,5, bude to bud 0,00;0, 25alebo0, 50

ak dh = 0 vypis 0,00

inak ak dh < 0,25 vypis 0,25

inak vypis 0, 50

dekompresia:

Pri dekompresii mé program zakédovany interval ako refazec bitov predstavujuci ¢islo
z neho a chce zistit, ktorej sekvencii patri. Bude mat preto pomocny interval, ktory
bude najvacsi taky interval, ktory méa prefixy hranic rovnaké ako doteraz precitany pre-
fix retazca bitov. Aby Setril miesto, bude si rovnako ako aj pri referen¢nom intervale
aj v tomto pripade uchovavat len potrebné suffixy oboch hranic intervalu. Akonahle
padne pomocny interval do podintervalu niektorého zanku, méze program tento znak
vypisat, lebo ur¢ite bude dalsim znakom prefixu sekvencie, ktorej nacitavany inter-
val prislicha. V tomto pripade upravi referenc¢ny interval na interval daného znaku,
zahodi nepotrebny prefix pri hraniciach referenéného a pomocného intervalu; zisti z
modelu nové pravdepodobnosti znakov a rozdeli referen¢ny interval na podintervaly

pre jednotlivé znaky. Teda postupuje podobne ako pri kompresii az na to, ze tentoraz
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zo zapisaného Cisla zistuje referen¢ny interval do ktorého toto ¢islo patri a podla neho

skomprimovant sekvenciu.

inicializacia
horné hranica refren¢ného intervalu hh = 1,0
horné hranica pomocného intervalu ph = 1,0
dolna hranica refren¢ného intervalu dh = 0,0
dolna hranica pomocného intervalu pd = 0,0
inicializuj model
zavolaj model o fekvencie znakov { f;}

rozsah referen¢ného intervalu rr = hh — dh

ho = dh

pre i = 1 do velkost abecedy
B

hi =hi_1 + fixrr

E

kym neskon¢i vstupny stabor rob:

B

Zmensi pomocny interval podla bitu na vstupe

rozsah pomocného intervalu pr = hh — dh/2

ak je na vstupe 0 ph = ph — pr

inak pd = pd + pr

skontroluj, ¢i pomocny interval nepadol cely do intervalu niektrého znaku

ak ano (ozna¢me ¢islo daného znaku C)

B

tprava referencného intervalu
dh = ho_q

hh = h¢

zahodenie nepotrebnijch prefivov hranic intervalov

kym hh — dh < 0,5 tob

B

hh = hh % 2
dh = dh x 2
ph = ph x 2

pd = pd * 2
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E

rozdelenie referenéného intervalu na podintervaly pre jednotlivé znaky
zavolaj model o fekvencie znakov { f;}

rozsah referen¢ného intervalu rr = hh — dh

ho = dh

pre i = 1 do velkost abecedy

B

hi =hi_1 + fixrr

E

E

E

terminacia:

Dekompresia skon¢i ked program precita celd sekvenciu bitov reprezentujtcu kompri-
movani sekvenciu.

Pri kompresii horeuvedenym spésobom bude posledny dekomprimovany znak zaroven
aj poslednym znakom skomprimovanej sekvencie. Teda dekomprimovana sekvencia
bude zodpovedat skomprimovanej. Toto je zaistené tym, Ze model da pre rovnaku
distribiiciu stavov rovnaké pravdepodobnosti pre znaky na vstupe a pre rovnakua dis-
tribuciu a rovnaky znak vykona podmieneny krok vypoctu s rovnakym vysledkom.
Pre dand sekvenciu pracuje teda model deterministicky a moZeme sa spolahnut, Ze
pri dekompresii bude pocitat rovnaké pravdepodobnosti ako pri kompresii a rovnakej

sekvencii priradi rovnaky podinterval intervalu <0,1).

3.2 Implementacia

Program je pisany v jazyku C' + +. Stavy modelu a emitované znaky reprezentu-
jeme celymi ¢islami, ¢o nam ulahcuje indexovanie. Pri znakoch sa pridava vyhoda
T'ahsieho ziskavania prefixov a suffixov. KedZe sekvencie st vlastne ¢isla v ststave, ktorej
zdkladom je velkost abecedy, vieme podretazec Tubovolnej sekvencie ziskat vhodnym

celo¢iselnym delenim a modulaciou sekvencie.

3.2.1 Implementacia HMM

K HMM ma program uloZené tabulky pravdepodobnosti ako matice v poliach pris-
lusného rozmeru. Kedze velkost modelu sa moZe menit uchovava si ich v podobe
smernikov ku ktorym si alokuje pamét potrebnej velkosti. Pre ulozenie pravdepodob-

nosti pouziva program nami definovanu triedu Cislo, ktorej sa venujeme nizsie.
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Pre vypocet pravdepodobnosti znakov z aktualnej distribtcie stavov, pocitanie pod-
mieneného kroku vypocétu HMM a inicializdciu st definované vlastné funkcie a pro-
cedury na modely. Taktiez je definovana funkcia reset na inicializiciu modelu do pocia-
to¢ného stavu. Nacitanie modelu je robené cez proceduru triedy Model, ktora dostane
pointer na prislusny stream, kde sa predpokladéa, ze na hom nasleduji tidaje o modely

v dohodnutom poradi.

3.2.2 Implementacia aritmetického kédera

Aritmeticky koder je upraveny a jeho povodny zdrojak pochadza zo stranky [Whel.
Z tejto stranky sme prevzali zdrojak aritmetického kédovania s jednoduchym adap-
tyvnym modelom frekvencii. Teda modelom, ktory ich upravuje na zéklade frekven-
cie v uz prec¢itanom retazci. Tento model sme odstranili a kod sme upravili tak, aby
pravdepodobnosti pismen boli poc¢itané pomocou HMM. V pouzitom rieSeni st hran-
ice intervalov uchovavané ako celé ¢isla velkosti longint. Toto umozZnilo v pévodnej
implemntacii vyhnut sa redlnej aritmetike.

Naga tprava spocivala v prisposobeni funkcii na volanie adaptivneho datového mod-
elu, konkrétne procediry inicializicie a procedir na ziskanie momentalnych pravde-
podobnosti znakov na vstupe a tpravy modelu na zaklade prave prec¢itaného znaku.
Hranice podintervalov sa prideluju podla vypocitanych frekvencii vzhladom na interval

<0,1) a nésledne sa skaluju podl'a velkosti referenéného intervalu.

3.3 Specialna numerika

N&S program vykonava aritmetické operacie s malymi ¢islami a tiez scituje vicsie
mnozstvo malych ¢isel, implementovali sme $pecifickt aritmetiku. Pravdepodobnosti a
redlne ¢isla vobec mame v logaritmickej Skile, to znamena, zZe namiesto ¢isla pracujeme
s jeho logaritmom pri prirodzenom zaklade. Toto ndm umoznilo pohodlnejsie pocitat

stucin a podiel a taktiez sc¢itovat bez straty presnosti malé ¢isla.Vyuzili sme tieto vzorce:
log(a x b) = log(a) + log(b)
log(a/b) = log(a) — log(b)
log(a + b) = log(1 + €9@/%)) + log(b) ; kde b>=a

Za tymto tcelom sme implementovali vlastna triedu Cislo a definovali sme pre iu

prislusné operatory. Taktiez sme boli pre tuto triedu nuteni implementovat porovna-
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vacie operatory, konstruktory a destruktory. Nasledne sme pre spravnost vypoctu defi-

novali aj niektoré metody Struktiry map pre pracu s prvkami tejto triedy.

V nagom algoritme s¢itavame velké mnozstvo ¢isel, ktoré s vo¢i kone¢nému vysledku
relativne malé a ich pihe pri¢itovanie k vysledku by nas stalo stratu presnosti. Preto
sme implementovali funkciu na sc¢itavanie velkého poctu ¢isel v logaritmickej skale,
ktoré sme predtym vlozili do haldy s najmensim ¢islom navrchu. Tato funkcia s¢itava
vzdy dve najmensSie Cisla, ktoré postupne vybera z vrchu haldy a vysledok vlozi spét.
Tento postup opakuje dovtedy, kym nie je halda prazdna.

Zvoleny pristup k sc¢itavaniu zabezpecuje, ze vysledok bude obsahovat len chybu zo
zaokruhlenia, ktora je vzhladom na pouZitie logaritmickej reprezentéacie ¢isla a presnost

modelov zanedbatelna.



Kapitola 4
HMM ako model genetickej sekvencie

V tejto kapitole sa budeme venovat moznosti modelovat geném pomocou skrytych
Markovovskych modelov (HMM). Na zaklade biologického vyskumu vieme, Ze geném
nie je homogénny ale sklada sa z tisekov s r6znych typov s navzajom odlisnymi vlast-
nostami a funkcionalitou. Od typu tseku genému zavisi Struktira DNA, teda pravde-
podobnosti a pravidelnosti v poradi a rozmiestneni jednotlivych baz. V tomto pripade
sa na sekvenciu genému pozrieme ako na tok dat produkovany procesom, ktory moze
byt v réznych stavoch. Tento proces budeme nasledne modelovat skrytym Markovovskym
modelom. Jednotlivé homogénne tseku genému budeme modelovat stavmi. Tento model
nasledne natrénujeme na realnych datach. Ako sme uz spomenuli, ¢im viac toho o
Strukture a charaktere dat vieme, tym lepsi HMM vieme navrhnaf a natrénovat. Zo
ziskaného kompresného pomeru sa potom mozeme dozvediet ako dobre st vedomosti,

na zéklade ktorych sme vytvorili prislusny HMM, vystihuja sekvenciu genému.

4.1 Modelované vlastnosti

4.1.1 Znackované sekvencie

Asi naznamejsou heterogenitou v DNA je jej zlozenie z tisekov nestcich informéciu o
niektorej dedi¢nej vlastnosti, takzvanych génov, a z tsekov, ktoré tuto informéciu ne-
nest, zvanych medzigénové (intergenic). Gén sa moze skladat z viacerych kodujtcich
isekov. To st tiseky nestice informéaciu o skladbe bielkovinovych sekvencii. Téato infor-
macia je ulozena v poradi a druhu jednotlivych trojic baz — tripletov. Pricom kazdy
triplet hovori o umiestneni jednej aminokyseliny.

Proces syntézy bielkoviny, nazyvany translacia, spoc¢iva z niekolkych faz. Najprv
sa informacia nesena molekulou DNA v jej kodujucej casti prepise do molekuly ky-

seliny ribonukleovej (RNA). Z nej sa nasledne niektoré ¢asti, zvané introny,vystrihna

25
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a odstrania. éastiam, ktoré po tomto procese ostanti hovorime exény. Ku jednotlivym
tripletom v takto vzniknutej sekvencii sa nasledne pripoji komplementarna molekula
RNA naviazané na prislusni aminokyselinu. Nakoniec prislusny enzym spoji jednotlivé
molekuly aminokyselin do bielkovinového retazca.

Vdaka vyskumu tohto procesu existuju oznackované sekvencie DNA, teda sekvencie
o ktorych vieme, ktoré tseky st kodujuce, ktoré nekdédujtce a o kodujtcich aj ¢i ide o
exony alebo introny a taktiez poziciu bazy v triplete.

Na zéklade tychto vedomosti sme vytvoriliviacero modelov. Najjednoduchsi model
modeloval len to ¢i ide o tsek sekvencie gendmu s génom alebo nie. Najzlozitejsi obsa-
hoval stav pre kazdu znacku, teda spolu 17 stavov.

Vytvorili sme program na trénovanie modelov z oznackovanych sekvencii a jednotlivé
modely. Po vytvoreni tychto modelov sme ich trénovali na oznackovanych sekvenciéch.
Ak je sekvencia oznackovana, existuje k nej rovnako dlha sekvencia znaciek, kde i-temu
znaku sekvencie prislicha i-ty label. Pre kazdy model sme najprv zadefinovali, akému
stavu prislicha ktory label.

Néasledne sme pre kazdy model spustili trénovaci program. Tento spocital pre kazdy
stav frekvenciu jednotlivych pismen a taktiez ako Casto za nim nasledoval ktory stav
a z toho vypocital pre kazdy stav frekvenciu prechodu do toho-ktorého stavu. Tieto
frekvencie sme nasledne vzali ako pravdepodobnosti pre na§ model. Trénovali sme mod-
ely nultého radu. Ako pociato¢né rozdelenie sme zvolili, Ze zac¢iname v Casti sekvencie
nepatriecej ziadnemu génu.

Takto natrénovany model sme potom pouzili na kompresiu inej sekvencie DNA.
Déata na ktorych sme trénovali a nasledne testovali nas model pochadzaju z organizmu
Drosophila melanogaster (vinna muska). Konkrétne ide o chromozomy 2L a 2R, pri¢om
boli rozdelené na trénovaciu a testovaciu mnozinu.Oznacenie baz sme zobrali z databazy
RefSeq. Pricom sme odstranili prekryvajice sa znacky.

Nage vstupné data obsahovali tieto znacky: x - ¢ast sekvencie neobsahujica gén
d,a,i - introny na doprednom vlakne b,0,1,2,e - ex6ny na doprednom vlakne D,AI -
introny na spatnom vldkne B,3,4,5,F - ex6ny na spatnom vldkne

Kde ¢isla oznacuji poziciu bazy v triplete: 0 a 3 je prva baza, 1 a 4 je druha a
2 a b je tretia baza. Kazdy intron je ohraniceny bazami, ktoré oznacuji miesto, kde
ma byt sekvencia prestrihnutd, tieto bazy nazyvame signdl. V nasom labelovani si
signalmi d,i,b,e,D.,I,B a E. Pri translacii DNA st mozné dva smery: dopredny a spéatny,
¢o zachytava aj nase rozliSenie labelov medzi doprednym a spatnym vldknom.

Ako sme uz spomenuli, na§ prvy model pozostaval z dvoch stavov: kédujiceho
(znacka x) a nekodujiuceho (ostatné znacky, okrem x). Pmocou tohto natrénovaného

modelu sme dosiahli na testovacej sekvencii kompresny pomer 1,9717 bitu na bazu.
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Postupne sme zvySovali pocet stavov v modely, pricom sme znacky s podobnym
vyznam zruzovali do jedného stavu. So zvySovanim poctu stavov v trénovanom modely
sa zaroven zlepsoval dosiahnuty kompresny pomer.

Ako posledny sme trénovali model pri ktorom sme vytvorili pre kazda znacku iny
stav. S tymto modelom sme po natrénovani a testovani na prislusnych sekvenciach

dosiahli kompresny pomer 1,9676 bitu na bézu.

4.1.2 Frekvencia baz C a G

Dalsou vlastnostou je vyskyt tsekov s vysokou frekvenciou bdz C a G a usekov kde
je naopak velmi nizka. Najprv sme ttato vlastnost modelovali modelom poostavajtcim
z troch stavov. Prvy stav modelujoval tseky s nizkym vyskytom baz C a G, druhy
modelujoval tseky s priemernou frekvenciou tychto baz a treti modelujoval tseky s
vysokou frekvenciou tychto baz. Trénovaci program pre tento model vypocital pomer
vyskytu baz C a G voéi po¢tu baz v okne zvolenej dlzky a na zaklade tohto pomeru
priradil stav pozicii v strede okna. Ako sme uz spomenuli okno je suvisly podretazec
sekvencie. S takymto programom sme nésledne natrénovali viacero modelov, pri¢om
sme menili velkost okna a velkost pomerov pre jednotlivé stavy.

Najprv sme zvolili pre prvy stav hornt hranicu 0,5 a pre druhy stav 0,7. Nasledne
sme menili velkost okna. Pri okne vel'kosti 7 baz sme dosiahli kompresny pomer 1,9825
bitov na bazu. Po zvic¢seni okna na 15 baz sa pomer zlepsil na 1,9780 bitov na bazu a
po zvacseni okna na 31 sa kompresny pomer zmensil na 1,9759 bitov na bazu.

7 tohto sme zistili, Ze na kompresiu pomocou skrytych Markovovskych modelov st
v tomto pripade vyuzitelnejSie stavy reprezentujuce zmeny vo frekvencii baz C a G na
dlhsom tseku genému, ako tie, ktoré modeluja lokdlne zvysenie frekvencie tychto baz
na kratkom useku.

Taktiez sme si vSimli, Ze pri zmene hranic frekvencie baz C a G v jednotlivych
stavoch sa menila pocetnost tychto stavov na trénovanej sekvencii. Aby sme mohli tento
jav lepSie skumat, vytvorili sme model obsahujici 19 stavov. Hornd hranica prvého
stavu bola 0,1 a kazdého d'alsieho o 0,5 vys8ia ako pri predchadzajicom stave. S tymto
modelom sme dosiahli kompresny pomer 1,9743 bitu na bazu.

ZaujimavejSie vSak bolo v tomto pripade zistenie o pocetnosti stavov. Pri oknach
mensej velkosti bol zastipeny prvy stav, niekolko nasledujicich stavov nebolo za-
stupenych vobec a prvym zastipenym bol stav, ktory reprezentoval frekvenciu baz C
a G od 0,6. Pri postupnom zvySovani velkosti okna sa pocetnost prvej polovice stavov
na zaciatku nemenila ale uz pri velkosti okna 95 neboli zastipené posledné dva stavy.
7 tohto mozno usudzovat, Ze trénovacia sekvencia DNA obsahovala dlhsie tseky tak-

mer vyhradne z baz A a T a zvy$né tseky mali vyssiu frekvenciu baz C a G pri¢om
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obsahovali kratke useky zlozené takmer vylu¢ne z baz C a G. Tieto useky vSak boli

kratSie ako podobné tiseky baz A a T.

Néasledne sme sa eSte pokusali zlepsit kompresny pomer trénovanim HMM vys$sich
radov. Pri trénovani stavov podla frekvencie baz Ca G sme zaznamenali sotva ba-
dateIné zlepsSenie, avSak pri oznackovanych sekvencidch sme zaznamenali zhorSenie
kompresného pomeru az o bit na bazu. Rovnako nadm nepomohlo ani zvySenie poc¢tu
stavov. Z toho usudzujeme, zZe tvorba HMM na kompresiu genému si vyzaduje kom-

plexnejsi pristup.

4.2 Diskusia o vysledkoch a cieloch

Hlavnou prekazkou v nasej préaci bola neexistencia vhodnych HMM pre sekvenciu DNA.
Modely trénované na oznackovanych sekvenciach primarne pouzivané na vyhladavanie
génov sa ukazali ako nie velmi vhodné na kompresiu genetickej sekvencie.

Podobne dopadla aj snaha o kompresiu na zéklade frekvencie vyskytu baz C a G v
okoli, vyuzivajica vyskyt takychto tsekov v DNA. V tomto pripade sa ako pomocou
HMM vystihnutelnejsia ukazala zmena tejto frekvencie v SirSom okoli.

Na druhej strane nas program moze poslizit na testovanie toho, ako dobre takéto
modely dokdzu predpovedat pravdepodobnost konkrétnych baz na jednotlivych pozi-

ciach v genetickej sekvencii.

Pre budicnost by sme chceli poukazat na moznost pomoct si pri tvorbe HMM
ich dalSou $pecifikaciou — dynamickymi HMM. Dynamické HMM st modely, ktoré sa
Coraz CastejSie pouzivaju pri entropickej kompresii tazko komprimovatelnych dat. Ich
vyhodou je, Ze sa dynamicky prisposobuji sekvencii pocas jej nac¢itavania. Nevyhodami
st velka spotreba paméte a pomaly beh algoritmu.

Domnievame sa, ze by sa takyto dynamicky HMM vytvoreni na sekvencii DNA dal
vyuzit pri tvorbe HMM, ktory by bol jednoduchsi a staticky, ¢im by sme odstranili
hlavné nevyhody dynamického HMM.



Zaver

V nasej praci sme implementovali novy pristup ku kompresii sekvencie DNA pomocou
aritmetického kdédovania s adaptivnym modelom. Ako typ modelu sme vybrali skryty
Markovovsky model (HMM), pretoze jednoduché pravdepodobnstné modely nedokézali
dostato¢ne vystihniat sekvenciu DNA. Specifikom tejto sekvencie totiz je, ze celkova
frekvencia béz je velmi podobna.

Avsak molekula DNA nie je homogénna a sklada sa z mnohych typov tsekov s
navzdjom roznymi frekvenciami jednotlivych baz. Tieto useky sme sa snazili ¢o na-
jpresnejsie modelovat stavmi HMM, pri¢om sme si vS§imali ich rozne vlastnosti a podla
nich sme ich priradovali jednotlivym stavom.

Nase vysledky zatial nedosiahli droven kompresného pomeru algoritmov $pecializo-
vanych na DNA, ale verime, Ze existuje potencial zlepsit ho pouzitim stale vhodnejsich

skrytych Markovovskych modelov.

Pre na$ pristup sme navrhli a implementovali program, ktorému sme pridali rézne

nuansy za uUc¢elom zlepSenia jeho prace s malymi ¢islami.

Povodne sme sa pokusali implementovat aj algoritmus Huffmanovho kdédovania.
Jeho implementaciu sme vSak nedokoncili, pretoze sa ukazal ako nevhodny pre svoju
¢asovi naroc¢nost, zlozitost a potrebu komprimovat sekvenciu v blokoch, ¢o nas, ako
sme spomenuli v kapitole o kompresii, nuti pozit na kazdy blok sekvencie celo¢iselny
pocet bitov. Napriek moznosti vysledok ¢iasto¢ne predpocitat sa tato cesta ukazala ako
neperspektivna a preto sme sa jej v nasej praci nevenovali, aj ked nam zabrala najviac

¢asu.
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