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UNIVERZITA KOMENSKÉHO V BRATISLAVE
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Abstrakt

Ciel’om práce bolo navrhnút’, implementovat’ a natrénovat’ agenta pre prieskum v real-time

stategickej hre StarCraft: Brood War pomocou učenia posilňovanı́m. Pri implementácii

sme využili algoritmus CACLA (Continuous Actor-Critic Learning Automaton), dopredné

neurónové siete a C++ framework BWAPI, ktorý umožňuje vytvárat’ vlastnú umelú

inteligenciu do hry StarCraft: Brood War. Trénovanie agenta malo dve fázy - učenie

najkratšej cesty na dané miesto a vyhýbanie sa nebezpečenstvu. V prvej fáze sa agent naučil

prı́st’ na dané miesto, ale v druhej už nebol vel’mi úspešný.

Kl’účové slová: CACLA, učenie posilňovanı́m, neurónové siete, StarCraft, prieskum,

mikromanažment



Abstract

Our task in this paper was to design, implement and train an agent for scouting in the

real-time strategy game StarCraft: Brood War using reinforcement learning. We used the

CACLA algorithm, feedforward neural networks and the BWAPI framework , a C++ library

that allows you to create an artificial intelligence for StarCraft. The agent’s training was

divided into two phases - learning of the shortest path to a designated place and avoiding

danger. The agent has successfully accomplished his task in the first phase, but he hasn’t

performed very well in the second one.

Keywords: CACLA, reinforcement learning, neural networks, StarCraft, scouting,

micromanagement
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Úvod

Teória optimálneho riadenia je dôležitou súčast’ou umelej inteligencie a našla si svoje

uplatnenie vo viacerých odboroch. Skúma situácie, kedy na ceste agenta k ciel’u exisuje

viacero alternatı́v, agent k ciel’u postupuje v krokoch a po každom kroku sa opakovane

rozhoduje, ktorým smerom sa d’alej vyberie. Jeho rozhodnutie ovplyvnı́ nielen výsledok

v nasledujúcom kroku, ale aj možnosti d’alšieho výberu. Real-time strategické hry ponúkajú

v tejto oblasti vel’a nových výziev. V prostredı́ existuje viacero agentov, vel’ké množstvo

stavov, do ktorých sa agent môže dostat’, akciı́, ktoré vie vykonat’ a významný faktor tu hrá

čas. Agent sa musı́ vediet’ rýchlo rozhodovat’ vzhl’adom na dané okolnosti. Výpočty nesmú

trvat’ prı́liš dlho, inak udalosti, na ktoré reaguje, budú v tom čase neaktuálne.

Tému tejto práce sme si zvolili na riešenie problému, na ktorý narazil iný projekt, ktorého

ciel’om bolo naučit’ agenta stratégiu ”cannon rush“ v real-time strategickej hre StarCraft:

Brood War. Táto stratégia spočı́va v zaskočenı́ nepriatel’a tým, že na začiatku hry začneme

stavat’ kanónové veže v blı́zkosti jeho základne. V tomto momente väčšina nepriatel’ov nemá

ešte vybudovanú efektı́vnu obranu a nemôže sa nijako bránit’. Kanóny potom zničia dôležité

budovy alebo nepriatel’ských robotnı́kov, ktorı́ t’ažia suroviny a tým narušia jeho ekonomiku.

Projekt narazil na problém, kde robotnı́k, ktorý staval kanóny nebol efektı́vny – l’ahko sa

nechával zničit’ nepriatel’om alebo po postavenı́ kanónu ostal stát’ na mieste.

Ciel’om našej práce bolo naučit’ robotnı́ka, aby vedel bezpečne stavat’ kanóny a taktiež

robit’ prieskum, pričom by sa vyhýbal poškodeniu a následnému zničeniu. Pod prieskumom

môžeme chápat’ objavovanie nepreskúmaných častı́ mapy, hl’adanie nových zdrojov surovı́n,

ale aj nájdenie a pozorovanie nepriatel’a. Čı́m skôr vidı́me nepriatel’a, tým rýchlejšie

dokážeme identifikovat’ jeho stratégiou a adekvátne na ňu reagovat’. Dobré informácie o

nepriatel’ovi sú jednou z kl’účových vecı́ pre vı́t’azstvo v real-time strategických hrách. Naša

práca sa dá taktiež využit’ aj na iné problémy v hre, naprı́klad ovládanie jednotiek v boji.
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Prvá kapitola práce sa venuje neurónovým siet’am a ich učeniu pomocou algoritmu

spätného šı́renia chyby. V druhej kapitole sme popı́sali učenie posilňovanı́m, Markovove

rozhodovacie procesy a niektoré algoritmy učenia posilňovanı́m. Bližšie sme sa venovali

metóde aktér-kritik a jej rozšı́reniu v podobe algoritmu CACLA (Continuous Actor-Critic

Learing Automaton), ktoré využı́vame na učenie nášho agenta. Ďalšia kapitola pojednáva o

hre StarCraft: Brood War, kde sme priblı́žili základné princı́py a priebeh hry a podrobnejšie

opı́sali prieskum mapy. V kapitole s názvom ”Implementácia“ sme opı́sali navrhnutý model

agenta, ktorý sme aj implementovali do hry. V poslednej kapitole sme prezentovali výsledky

učenia agenta a porovnania vykonaných pokusov. Dosiahnuté výsledky sme zhodnotili v

diskusii.

2



Kapitola 1

Neurónové siete

Umelé neurónové siete (d’alej len neurónové siete) predstavujú výpočtový model inšpirovaný

štruktúrou a funkcionalitou neurónov v l’udskom mozgu. Funkciou neurónu v mozgu je

rýchle spracovanie informácie, ktorú prijme z prostredia a reakcia na ňu. A práve túto

schopnost’ sa snažia neurónové siete napodobnit’. Taktiež pre ne existuje viacero učiacich

algoritmov.

Neurónová siet’ je realizácia nelineárneho mapovania z Rn do Rm,

f : Rn → Rm

kde n a m sú vel’kosti vstupného a ciel’ového priestoru (Engelbrecht, 2007).

Neurónové siete môžu reprezentovat’ akúkol’vek spočı́tatel’nú funkciu. V praxi sa neurónové

siete najviac použı́vajú na klasifikáciu a funkčnú aproximáciu alebo mapovanie funkciı́

pri použitı́ množstva trénovacı́ch dát, kde systémy s jasne stanovenými pravidlami (ako

sú expertné systémy) zlyhávajú. Neurónové siete sú pritom tolerantné k neurčitostiam v

trénovacı́ch dátach. (Kvasnička et al., 1997)

Existuje viacero typov neurónových sietı́ (rekurentné, Hopfieldove,...). V našej práci budeme

využı́vat’ dopredné neurónové siete, ktoré sú popı́sané v nasledujúcich častiach. Ako prvé si

zadefinujeme základný model neurónovej siete – perceptrón.
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1.1 Perceptrón

Základnou stavebnou jednotkou neurónovej siete je perceptrón. Perceptrón dostane na vstup

vektor reálnych hodnôt x = (x1, x2, .., xn). Ku každému vstupu xi je priradená synoptická

váha wi, ktorá ovplyvňuje silu daného vstupného signálu. Perceptrón vypočı́ta váženú sumu

všetkých vstupných signálov a aplikovanı́m aktivačnej funkcie f dostane výstup y, ktorého

silu ovplyvňuje prah extitácie θ. Matematicky môžeme jeho aktiváciu popı́sat’ v tvare:

y = f(
n∑

i=1

wixi − θ)

Prah θ môžeme považovat’ za špeciálny prı́pad váhy so vstupom xn+1 = −1 a wn+1 = θ.

Aktivácia sa potom zmenı́ na:

y = f(
n+1∑
i=1

wixi)

(Engelbrecht, 2007)

Obr. 1.1: Model perceptrónu

Pre výber aktivačnej funkcie existuje viacero možnostı́ – naprı́klad prahová funkcia,

Gaussovská funkcia, hyperbolický tangens alebo sigmoida. Najčastejšie sa ako aktivačná

funkcia použı́va sigmoida pre jej dobré vlastnosti - monotónnost’, neohraničenost’ a

derivovatel’nost’.

Sigmoida má tvar f(x) = 1
1+e−x a f(x) ∈ (0, 1) (Engelbrecht, 2007).
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Obr. 1.2: Sigmoida (Marsland, 2009)

1.2 Jednovrstvová neurónová siet’

Prepojenı́m viacerých perceptrónov zı́skame jednovrstvovú neurónovú siet’. Každý neurón v

sieti pracuje samostatne nad celou množinou vstupov.

Ak neurónová siet’ pozostáva z m neurónov a n vstupných kanálov, potom váhy všetkých

prepojenı́ možno prehl’adne usporiadat’ do váhovej matice W vel’kosti [m × n]. Po

priloženı́ vektora x = (x1, x2, .., xn)
T na vstup siete dostávame ako výstup vektor y =

(y1, y2, .., ym)
T , kde y1, y2, .., ym sú aktivácie výstupných neurónov, pričom

y = f(Wx)

(Kvasnička et al., 1997)

Obr. 1.3: Model jednovrstvovej siete
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1.3 Viacvrstvová dopredná neurónová siet’

Viacvrstvová neurónová siet’ vznikne pridanı́m d’alšı́ch (skrytých) vrstiev tak, že výstup

nižšej vrstvy je vstupom pre vyššiu. Pre viacvrstvové dopredné siete platı́, že pre výpočet

vrstvy Vi (i > 1) použijeme len výstupy z nižšı́ch vrstiev V1, ..., Vi−1.

Takýmto spojenı́m zı́skame väčšiu silu ako pri jednej vrstve – naprı́klad jednovrstvová siet’

nedokáže riešit’ XOR, ale viacvrstvová už áno (Marsland, 2009). Naviac bolo dokázané, že

neurónové siete tohto typu sú univerzálnym aproximátorom, t.j. sú schopné aproximovat’ s

požadovanou presnost’ou l’ubovol’nú spojitú funkciu, čiže môžu byt’ chápané ako univerzálny

prostriedok pre regresnú analýzu, kde tvar modelovej funkcie je určený architektúrou

neurónovej siete (Kvasnička et al., 1997).

Obr. 1.4: Dopredná neurónová siet’ s jednou skrytou vrstvou

Na učenie viacvrstvových neurónových sietı́ sa využı́va algoritmus spätného šı́renia chyby

(angl. back-propagation). Na začiatku sú váhy nastavené na náhodné malé pozitı́vne aj

negatı́vne hodnoty. Učenie pozostáva z dvoch častı́, ktoré opakujeme až kým sa siet’ nenaučı́

na nami požadovanú úroveň, pričom vstupné dáta stále náhodne obmieňame:

1. Dopredný prechod - vypočı́ta sa aktivácia na každej vrstve siete

2. Spätné šı́renie - vypočı́taná chyba na výstupe sa šı́ri z výstupnej vrstvy naspät’ k vstupu,

podl’a ktorej sa upravujú váhy (a s nimi aj prah exitácie)
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Nech x = (x1, x2, .., xn)
T je vstup siete, h = (h1, h2, .., ho)

T je vektor hodnôt na skrytej

vrstve a y = (y1, y2, .., ym)
T sú hodnoty neurónov na výstupe. Váhy medzi vstupnou a

skrytou vrstvou sú reprezentované maticou V a váhy medzi skrytou a výstupnou vrstvou

maticouW . Aktivačná funkcia na skrytej vstve musı́ byt’ nelineárna.

Potom aktiváciu neurónov na výstupnej vrstve vypočı́tame ako:

h = f(V x)

y = f(Wh)

Nech d = (d1, d2, .., dn)
T je požadovaná hodnota výstupu, h′ = V x a y′ = Wh. Potom

chybu na výstupnej a skrytej vrstve vypočı́tame ako:

δy = f(y′)(d− y)

δh = f(h′)(W Tδy)

Váhy pre výstupnú a skrytú vrstvu upravı́me nasledovne:

W =W + αδyh
T

V = V + αδhx
T

kde α ∈ (0, 1) je konštanta (learning rate), ktorá určuje ako rýchlo sa má siet’ učit’. Pri

vysokej α sa váhy menia o vel’ké hodnoty, čo môže spôsobit’ nestabilitu siete. Menšie

hodnoty zasa spôsobia, že siet’ sa učı́ pomalšie, čı́m sa na každý vstup musı́ pozriet’ viackrát

a tým je siet’ viac stabilná a odolná voči nepresnostiam vo vstupných dátach.
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Kapitola 2

Učenie posilňovanı́m

Poznáme viacero metód strojového učenia:

• Učenie s učitel’om – agent sa učı́ porovnávanı́m svojho výsledku so správnou

hodnotou, ktorú mu povie učitel’

• Učenie bez učitel’a – alebo samoorganizácia, agent sa učı́ rozoznávat’, v čom sa lı́šia

dané vstupy (naprı́klad klasterizácia)

• Učenie posilňovanı́m

Pri učenı́ posilňovanı́m sa agent učı́ na základe zı́skaných odmien, ktoré dostane od

prostredia po vykonanı́ akcie. Odmena môže byt’ aj záporná, čo je ekvivalentné trestu.

Stratégiou agenta nazývame funkciu, ktorá vyberá akciu, ktorú má agent v danom stave

vykonat’. Ciel’om agenta je nájst’ takú stratégiu, ktorá maximalizuje jeho celkovú odmenu -

optimálna stratégia. Agent si postupne ohodnocuje navštı́vené stavy, podl’a čoho si upravuje

svoju stratégiu.

Hodnota stavu je celková odmena, ktorú môže agent očakávat’, že dostane v budúcnosti

začı́najúc týmto stavom. Kým odmeny určujú okamžitú vhodnost’ stavu, hodnoty určujú

dlhodobú vhodnost’ stavov, ktoré pravdepodobne budú nasledovat’ berúc do úvahy

odmeny, ktoré sú dostupné v týchto stavoch. Môže sa naprı́klad stat’, že stav s nı́zkou

odmenou má vysokú hodnotu, pretože za nı́m nasledujú iné stavy s vysokými odmenami.

(Sutton and Barto, 1998)
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2.1 Markovove rozhodovacie procesy

Markovove rozhodovacie procesy (MDP) nám poskytujú matematický model pre

rozhodovanie v situáciách, kde výsledky sú z časti náhodné a z časti pod kontrolou agenta.

MDP sa zvyčajne využı́va pri strojovom učenı́ na formuláciu prostredia.

MDP je štvorica (S,A,R,P), kde:

• S je konečná množina všetkých stavov prostredia a st ∈ S je stav agenta v čase t

• A je konečná množina všetkých dostupných akciı́ a at ∈ A je akcia, ktorú agent

vykoná v čase t

• R : S × A × S → R je funkcia, kde R(st, at, st+1) určuje odmenu pri prechode zo

stavu st do st+1 vykonanı́m akcie at

• P : S × A× S → [0, 1] je prechodová funkcia, kde P (s, a, s′) je pravdepodobnost’, s

akou sa agent dostane do stavu s′, ak vykoná akciu a v stave s

(van Hasselt and Wiering, 2007)

Obr. 2.1: Cyklus učenia posilňovanı́m (Marsland, 2009)

Agent sa nachádza v stave st, kde vykoná akciu at, od prostredia dostane odmenu rt a

následne sa presunie do stavu st+1. Ciel’om agenta je maximalizovat’ zı́skanú odmenu tým,

že si vytvorı́ stratégiu π(st) = at, ktorá mu hovorı́, akú akciu at má vykonat’ v stave st.

9



2.2 Očakávaná odmena

Očakávaná odmena Rt je formálny zápis celkovej odmeny agenta, ktorú sa snažı́

maximalizovat’. Podl’a tejto predpovede sa agent rozhoduje, ako d’alej konat’.

Nech rt+1, rt+2, rt+3, ... je sekvencia odmien, ktorú agent dostane po časovom úseku t, T je

konečný časový úsek. Potom očakávanú odmenu možno vyjadrit’ ako:

Rt = rt+1 + rt+2 + rt+3 + . . . + rT

(Sutton and Barto, 1998)

Nastanú však aj prı́pady, kedy neexistuje konečný stav a T = ∞. Predchádzajúcu rovnicu

upravı́me pridanı́m parametra 0 ≤ γ ≤ 1 na:

Rt = rt+1 + γrt+2 + γ2rt+3 + . . . + γk−1rk + . . . =
∞∑
k=0

γkrt+k+1

(Marsland, 2009)

Konštanta γ (discount factor) určuje hodnotu budúcich odmien. Cena odmeny, ktorú agent

dostane k časových úsekov v budúcnosti je γk−1-krát menšia ako by bola, ak by ju dostal

okamžite. Ak γ = 0, agent sa sústredı́ len na maximalizovanie odmien, ktoré dostane hned’

po vykonanı́ akcie. Čı́m viac sa γ blı́ži k 1, tým viac agent prihliada na budúce odmeny.

(Sutton and Barto, 1998)
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2.3 Algoritmy učenia posilňovanı́m

V tejto časti si ukážeme niektoré najpoužı́vanejšie algoritmy učenia posilňovanı́m založené

na metóde ”temporal difference“ (TD).

TD-učenie kombinuje v sebe myšlienky Monte Carlo a dynamického programovania. Monte

Carlo metódy, ako aj TD metódy sa vedia učit’ priamo zo skúsenostı́ bez modelu prostredia.

Ako dynamické programovanie, TD metódy upravujú svoje odhady založené z časti na iných

naučených odhadoch, bez čakania na konečný výsledok. (Sutton and Barto, 1998)

2.3.1 Q-učenie (Q-learning)

Tento algoritmus sa zakladá na ohodnocovanı́ vykonaných akciı́ v danom stave. Toto

ohodnotenie je reprezentované Q-funkciou. Výberom akciı́ s najvyššı́m ohodnotenı́m

Q-funkcie dostaneme optimálnu stratégiu.

Nech Q(st, at) označuje ohodnotenie vykonanej akcie at v stave st, r je odmena, ktorú agent

dostane za vykonanie akcie at, st+1 je stav, do ktorého sa agent dostane po vykonanı́ akcie

at a at+1 je d’alšia vybraná akcia v stave st+1. Konštanta α určuje ako vel’mi vplýva nová

informácia na hodnoty Q-funkcie. Q-funkcia sa upravuje nasledovne:

Q(st, at) = Q(st, at) + α(rt+1 + γmaxat+1Q(st+1, at+1)−Q(st, at))

(Russell and Norvig, 2003)

2.3.2 SARSA (State-Action-Reward-State-Action)

Tento algoritmus funguje podobne ako Q-učenie, rozdiel je len v spôsobe úpravy Q-funkcie.

Na jej úpravu sa nepoužı́va najlepšia akcia ako v prı́pade Q-učenia, ale d’alšia vybraná.

Pravidlo pre úpravu Q-funkcie môžeme zapı́sat’ ako:

Q(st, at) = Q(st, at) + α(rt+1 + γQ(st+1, at+1)−Q(st, at))

(Sutton and Barto, 1998)
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2.3.3 Model aktér-kritik

Model aktér-kritik oddel’uje štruktúru pre výber akcie (aktér) a funkciu, ktorá ohodnocuje

stavy (kritik). Počas behu algoritmu sa obe štruktúry učia a navzájom spolupracujú.

Po vykonanej akcii sa kritik pozrie na stav, do ktorého sa agent dostal a zhodnotı́, či je lepšı́

alebo horšı́ ako predpokladal. Toto ohodnotenie sa dá vyjadrit’ ako TD-chyba v tvare:

δt = rt+1 + γVt(st+1)− Vt(st)

kde V je ohodnotenie kritika pre daný stav a rt+1 je odmena, ktorú dostal agent od prostredia.

Pomocou tejto chyby sa dá ohodnotit’ akcia at vykonaná v stave st. Ak δt > 0, značı́ to, že by

sa mala posilnit’ pravdepodobnost’ výberu akcie at v budúcnosti. Naopak, ak je δt negatı́vne,

tak by sa v budúcnosti mala táto akcia volit’ menej. (Sutton and Barto, 1998)

Chyba δt sa následne použije na úpravu pravdepodobnostı́ výberu pre každú akciu a

ohodnotenia stavu:

Pt+1(st, at) = Pt(st, at) + αδt (van Hasselt, 2012)

Vt+1(st) = Vt(st) + αδt (van Hasselt and Wiering, 2009)

Obr. 2.2: Architektúra modelu aktér-kritik (Sutton and Barto, 1998)
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2.3.4 CACLA (Continuous Actor-Critic Learning Automaton)

Pri predchádzajúcich algoritmoch sa počı́talo s konečnou množinou stavov a akciı́. V

problémoch reálneho sveta však nastanú aj prı́pady, kedy je potrebné pracovat’ so spojitým

priestorom akciı́ a stavov. Algoritmus CACLA rozširuje model aktér-kritik a tento problém

rieši.

Ako pri modeli aktér-kritik aj v algoritme CACLA kritik aproximuje funkciu, ktorá

ohodnocuje stavy a aktér vyberá práve jednu akciu pre daný stav podl’a stratégie, ktorú

sleduje. Vybraná akcia sa d’alej musı́ explorovat’ (vykoná sa trochu zmenená akcia), pretože

len takýmto prehl’adávanı́m priestoru dokážeme nachádzat’ lepšie stratégie pri výbere akciı́.

Na rozdiel od modelu aktér-kritik CACLA využı́va len znamienko TD-chyby a nie jej

vel’kost’. Ak je chyba negatı́vna, tak sa stratégia neupravı́, pretože nie je isté, že vzdialenı́m od

akcie, ktorá skončila negatı́vnou chybou, sa priblı́ži k akcii, ktorá dá pozitı́vnu chybu. (van

Hasselt and Wiering, 2009). Ak je chyba pozitı́vna, tak explorovaná akcia bola lepšia ako

pôvodná a preto budúci výber aktéra priblı́žime k explorovanej akcii. Tu vidı́me, prečo je

explorácia dôležitá - bez nej by aktérom vybraná akcia bola rovnaká ako vykonaná akcia a

aktér by nemohol svoj výber k nej viac priblı́žit’ (van Hasselt, 2012).

Algoritmus Cacla:

Inicializácia Ac0 (aktér), V0 (krtik), s0

for i ∈ {0, 1, 2, ...} do

Výber akcie at = Ac(st) a jej explorácia na a′t, at 6= a′t

Vykonanie akcie a′t, odmena rt+1 a presun do stavu st+1

δt = rt+1 + γVt(st+1)− Vt(st)

Vt+1(st) = Vt(st) + αδt

if δt > 0 then

Act+1(st) = Act(st) + α(a′t − at)

end if

if st+1 je konečný stav then

Reinicializácia st+1

end if

end for
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2.4 Funkčné aproximátory

Pri diskrétnom stavovom priestore nám na reprezentáciu Q-funkcie stačı́ tabul’ka, avšak pri

spojitých priestoroch ju treba reprezentovat’ funkciou. To isté platı́, aj ked’ máme prı́liš vel’ký

diskrétny stavový priestor a stavy v ňom majú istú geometrickú štruktúru a tak ich môže byt’

výhodné pretransformovat’ do spojitého priestoru. Pri rozšı́renı́ algoritmov pre spojité stavy

potrebujeme nahradit’ tabul’kovú reprezentáciu funkčńymi aproximátormi.

Ako funkčný aproximátor sa využı́va naprı́klad neurónová siet’, ktorá rozhoduje, aká akcia sa

má vykonat’ v nejakom stave. Postupným trénovanı́m siete sa budeme stále viac približovat’

k optimálnemu výsledku.
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Kapitola 3

StarCraft: Brood War

StarCraft: Brood war je real-time strategická hra (RTS), ktorú vydal Blizzard Entertaiment v

roku 1998. Ako pri všetkých RTS aj tu všetky akcie prebiehajú v reálnom čase a hráč sleduje

hru z vtáčej perspektı́vy. Snažı́ sa zı́skat’ suroviny, ktoré potom využı́va na stavanie bojových

jednotiek a budov. Každá má iné vlastnosti a schopnosti a je len na hráčovi, akú stratégiu

zvolı́. Ciel’om hry je zničit’ všetky budovy nepriatel’a.

Hra je zasadená do sci-fi prostredia, v ktorom hráč môže ovládat’ jednu z troch rás:

• Protoss - mimozemská rasa s vyspelou technikou a silnými, odolnými, ale aj drahými

jednotkami

• Zerg - hmyzu podobná rasa, ktorá sa sústredı́ na rýchle vyrábanie vel’kého množstva

lacných, ale slabých jednotiek

• Terran - l’udia, ktorı́ svojou úrovňou techniky a sily jednotiek stoja medzi dvomi

predchádzajúcimi (menej vyspelá technika a slabšie jednotky ako Protoss, ale silnejšie

a do počtu menšie ako Zerg)

Terran Zerag Protoss
Sila jednotiek Stredná Slabá Silná

Cena jednotiek Stredná Malá Vel’ká

Rýchlost’ výroby Pomalá Rýchla Stredná

Tabul’ka 3.1: Porovnanie rás
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3.1 Priebeh hry

Každý hráč začı́na s hlavnou budovou a niekol’kými robotnı́kmi, v ktorej blı́zkosti má k

dispozı́cii oba druhy surovı́n – minerály a plyn, ktorých množstvo je obmedzené. To hráča

v priebehu hry núti hl’adat’ nové zdroje a stavat’ okolo nich d’alšie základne, aby ich mohol

efektı́vne a bezpečne t’ažit’.

Obr. 3.1: Screenshot z hry Starcraft: BroodWar

Robotnı́ci sú základnou jednotkou každej rasy. Ako jediná jednotka v hre vedia stavat’ budovy

a t’ažit’ suroviny. Každý hráč môže mat’ len obmedzený počet jednotiek, po ktorom už nevie

vyrábat’ d’alšie. Tento limit si vie zvýšit’ postavenı́m špeciálnych budov(jednotiek). Jednotky

sa vyrábajú v špecializovaných budovách. Ďalšie budovy zase slúžia na zakúpenie vylepšenı́

alebo na obranu. Každá jednotka alebo budova má na začiatku určitý počet životov a po

ich stratenı́ zomiera (vymaže sa z hry). Niektoré jednotky taktiež vedia využı́vat’ špeciálne

schopnosti, ktoré však použijú len na prı́kaz hráča.
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3.2 Mikromanažment a makromanažment

Hru môžeme rozdelit’ na dve úrovne, ktoré sa sústred’ujú na rôzne aspekty hry –

mikromanažment (mikro) a makromanažment (makro).

Makro sa sústred’uje na celkovú ekonomiku, zı́skavanie a využitie surovı́n. Hráč musı́ vediet’,

kedy má stavat’ akú budovu alebo jednotku, objavovat’ mapu a zı́skavat’ nové zdroje surovı́n.

Dobré makro vedie k zı́skaniu surovı́n a tým aj k vel’kej armáde. Naprı́klad ak robotnı́ci t’ažia

málo minerálov alebo plynu, tak nebude dost’ surovı́n na výrobu bojových jednotiek.

Mikro je individuálne ovládanie jednotiek, tj. hráč vydáva rozkazy každej jednotke zvlášt’.

Týmto vie docielit’ výhodnejšie pozı́cie v bitke pre každú jednotku, než keby ovládal všetky

naraz. Typický prı́klad mikra je ak hráč bojuje proti inej skupine jednotiek, ktorá nedokáže

striel’at’, kým jeho jednotky áno. Hráč začne ustupovat’ len s jednotkou, ktorá je momentálne

napadnutá a tým docieli, že súperove jednotky bežia za ňou, kým jeho zvyšné jednotky

pokračujú v pal’be a sú mimo nebezpečenstva. Týmto si zabezpečı́ ovel’a menšie straty, než

keby nechal svoje jednotky len stát’ a striel’at’.

Hráč by nemal zanedbávat’ ani jednu úroveň, pretože to môže znı́žit’ jeho šancu na výhru.

Naprı́klad, ak sa sústredı́me len na makro a vyprodukujeme vel’a silných jednotiek a tie

len pošleme na nepriatel’a, nemáme zaručené, že tým zı́skame nad nı́m výhodu. Nepriatel’

sı́ce nemá takú silnú armádu ako my, ale stará sa o svoje jednotky ako bolo popı́sané, čı́m

dokáže vyvážit’ svoju nevýhodu menšej armády a spôsobı́ nám značné straty. A naopak, ak

zanedbáme makro, tak máme len pár slabšı́ch jednotiek, ktoré aj ked’ dobre premiestňujeme

po bojisku, padnú, lebo nepriatel’ má lepšie makro a tým aj väčšiu armádu a môže si dovolit’

stratit’ viac jednotiek.

Efektı́vne prepojenie medzi mikrom a makrom je vel’mi t’ažké, pretože to vyžaduje od

hráča vynikajúcu znalost’ hry, dobré reflexy, rýchle rozhodovanie a schopnost’ multitaskingu.

Hráč musı́ mat’ dobrý prehl’ad o rozohratej hre a zvládnut’ vykonávanie potrebných akciı́

za vel’mi krátky čas. Začiatočnı́ci majú zvyčajne APM pod 50 (počet akciı́ za minútu),

naopak profesionálni hráči dosahujú APM 300, čo sa mierne zvýši počas intenzı́vnejšı́ch

bojov. V tomto majú umelé inteligencie v porovnanı́ s človekom značnú výhodu, ked’že

vedia vykonávat’ akcie takmer okamžite.
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3.3 Prieskum mapy

Mapa v StarCrafte je definovaná ako štvorcová mriežka, kde šı́rka× výška mapy je vyjadrená

v štvorcoch vel’kosti 32× 32 pixelov, taktiež nazývaných ”build tiles“ (dlaždice na stavanie).

Avšak rozlı́šenie prechodných oblastı́ je v štvorcoch vel’kosti 8 × 8 pixelov nazývaných

”walk tiles“ (dlaždice na chodenie). Typický rozmer mapy je od 64× 64 do 256× 256 build

tiles. (Ontañón et al., 2013)

Na začiatku hry hráč vidı́ len čast’ mapy, na ktorej sa nachádzajú jeho jednotky. Časti mapy,

ktoré už hráč preskúmal a v ich okolı́ sa nenachádza žiadna jeho jednotka, sa zahalia do šedej

hmly (fog of war), ktorá ukazuje ako naposledy oblast’ vyzerala, ale nezachytı́ zmeny, ktoré

nastanú neskôr. Zvyšné nepreskúmané oblasti sú čierne.

Obr. 3.2: Fog of war (šedá hmla), viditel’né (okolie robotnı́ka) a nepreskúmané (čierne) časti mapy

Prieskum mapy je vel’mi dôležitá čast’ hry. Aby sme si mohli vytvorit’ efektı́vnu výhernú

stratégiu, musı́me vediet’ o našom nepriatel’ovi čo najviac informáciı́. Nestačı́ však len poznat’

silné a slabé stránky každej rasy, ale je potrebné aj zistit’, čo nepriatel’ plánuje. Ako prvé

musı́me poznat’ polohu nepriatel’skej základne. Čı́m skôr ju nájdeme, tým rýchlejšie vieme

reagovat’ na prı́padné hrozby, ked’že existuje vel’a známych stratégiı́, ktoré spoliehajú na

moment prekvapenia. Včasným zistenı́m plánov nepriatel’a (aké jednotky vyrába, pohyb

armády...) zı́skame čas na prı́pravu obrany alebo prı́padného protiútoku. Taktiež objavenı́m

jeho nových základnı́ a ich následným napadnutı́m dokážeme oslabit’ jeho ekonomiku.
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Prieskum mapy môžeme rozdelit’ na dve časti:

1. výber miesta, ktoré sa má preskúmat’

2. bezpečná cesta na dané miesto

Každá mapa v StarCrafte obsahuje miesta (”start locations“), na ktorých môže mat’ hráč na

začiatku hry danú základňu (hlavná budova a robotnı́ci). Ak je hráčov menej ako týchto

miest, tak sa pre každého náhodne vyberie jedno z nich. Práve preskúmanı́m týchto miest

vieme efektı́vne nájst’ nepriatel’a. Ďalšı́mi zaujı́mavými miestami pre prieskum, sú miesta

vedl’a zdrojov surovı́n, pri ktorých sa zvyknú stavat’ d’alšie základne (”base locations“).

Nestačı́ sledovat’ len priestor okolo hlavnej základne nepriatel’a, pretože si môže stavat’

základňu aj na druhej strane mapy a prekvapit’ nás. Implementácia učenia tejto časti je nad

rámec našej práce, takže pre naše potreby bude výber miest napevno daný.

Obr. 3.3: Mapa pre dvoch hráčov (červená = start locations, oranžová = base locations)

V druhej časti robotnı́k dostane dané miesto a jeho úlohou je dostat’ sa naň, čo

najbezpečnejšie, tj. s čo najmenšı́m poškodenı́m, v ideálnom prı́pade so žiadnym.

Ekvivalentom tejto úlohy je aj bezpečné stavanie kanónov – robotnı́k dostane miesto, kde

má postavit’ kanón a potom sa tam snažı́ prı́st’ najbezpečnejšou cestou. Práve touto čast’ou sa

zaoberá naša práca.
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Kapitola 4

Implementácia

4.1 Prostredie

Na implementáciu agenta využı́vame open-source C++ framework BWAPI (Brood War

Application Programing Interface), ktorý je určený na vytváranie agentov do real-time

strategickej hry StarCraft: Brood War. Poskytuje rozhranie, pomocou ktorého je možné

ovládat’ hru presne tak, ako by to vedel hráč. BWAPI nepodvádza – neposkytuje informácie,

ktoré by nemal mat’ l’udský hráč k dispozı́cii (poskytuje ich dokonca menej). Kód sa

skompiluje do DLL (Dynamic-link library) a tá je pomocou aplikácie Chaoslauncher vložená

do StarCraftu.

Každá jednotka a budova v hre má priradené svoje ID a rôzne metódy a vlastnosti, ktoré

môžeme použit’. Vieme tiež pristupovat’ k statickým informáciám o hre (vel’kost’ mapy, počet

framov, hráčov...) alebo reagovat’ na rôzne udalosti (zmena framu, zničenie jednotky, koniec

hry...). Pomocou BWAPI sa dá taktiež vykresl’ovat’ do hry jednoduchá grafika (body, čiary,

text...), ktorá je však viditel’ná len na počı́tači, kde bežı́ daný kód.

4.2 Agent

Náš agent ovláda robotnı́ka rasy Protoss nazývaného Probe. Úlohou tejto jednotky je t’ažit’

suroviny a stavat’ budovy. Ako všetky jednotky Protossov má aj robotnı́k energetický štı́t,

ktorý sa po poškodenı́ časom obnovuje (životy si obnovit’ nevie). Dokáže aj útočit’, ale

jeho sila je vel’mi malá. Agent dostane miesto na mape a jeho úlohou je bezpečne s týmto

robotnı́kom prı́st’ na dané miesto.
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4.3 Akcia

Akcia je reprezentovaná vektorom, ktorý určuje smer, ktorým sa má robotnı́k pohnút’.

Podl’a polohy robotnı́ka a danej akcie vypočı́ta miesto na mape (vždy konštantne d’aleko

od robotnı́ka), na ktoré sa robotnı́k pošle. Agent volı́ novú akciu každých 6 framov.

4.4 Stav

Stav agenta pozostáva z nasledujúcich častı́:

• vektor smerujúci na začiatok najkratšej cesty z pozı́cie robotnı́ka k danému miestu

vyrátanej pomocou algoritmu A*

• vel’kost’ najkratšej cesty v pixeloch

• zostávajúce životy a štı́t robotnı́ka

• ”threat mapa“ okolia robotnı́ka

Informácie o najkratšej ceste sú potrebné, aby sa robotnı́k naučil prı́st’ po nej na dané miesto

na mape. Vektor ho navádza, ktorým smerom sa tam najrýchlejšie dostane a vel’kost’ cesty mu

hovorı́, či sa už blı́ži k ciel’u. Podl’a zostávajúcich životov a štı́tu agent vie, ako vel’mi si môže

dovolit’ riskovat’. Naprı́klad, ak má plný štı́t’, tak môže zvolit’ rýchlejšiu, ale nebezpečnejšiu

cestu, pri ktorej dostane pár zásahov, lebo štı́t sa mu obnovuje. Toto by si nemohol dovolit’,

ked’ mu zostáva málo životov a nemá žiadny štı́t. Threat mapa hovorı́ agentovi, ktoré miesto

v okolı́ je najbezpečnejšie a naopak, kde mu hrozı́ najväčšie nebezpečenstvo.

Threat mapa je implementovaná ako vektor, kde každý jeho prvok označuje určitú čast’ okolia

robotnı́ka (Obr. 4.1). Ak sa v okolı́ robotnı́ka nenachádza žiadny nepriatel’, vektor obsahuje

len nulové hodnoty. Pre každú nepriatel’skú jednotku v dohl’ade robotnı́ka sa jej útočná sila

pripočı́ta k prvku vektora prislúchajúcemu miestu, ktoré daná jednotka ohrozuje (kam môže

zaútočit’).
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Obr. 4.1: Threat mapa - každá čast’ vektora udáva nebezpečenstvo v danej oblasti v okolı́ robotnı́ka

Všetky časti stavu je potrebné upravit’ na malé hodnoty, aby sme zabránili prepáleniu siete.

To znamená, že ak by na vstup prišli prı́liš vel’ké hodnoty, tak by vždy po aplikovanı́ sigmoidy

na skrytej vrstve vznikali čı́sla vel’mi blı́zke jednej a siet’ by potom nevedela rozlišovat’

medzi rôznymi stavmi. Vel’kost’ vektora k najkratšej časti zmenšı́me na 1 a ostatné hodnoty

upravı́me nasledovne:

dist =
1

1 + (dist)0.001
, hp =

hp

maxHp
, shield =

shield

maxShield
, map[i] =

1

map[i]0.01
,

kde dist je dĺžka cesty, hp a maxHp sú momentálne a počiatočné životy robotnı́ka, shield a

maxShield je momentálny a počiatočný štı́t robotnı́ka a map[i] je i-ty prvok v threat mape.

4.5 Odmena

Vel’kost’ odmeny, ktorú agent dostane ovplyvňujú 2 časti - dĺžky zostávajúcej cesty a

zranenia, ktoré robotnı́k obdržal. Prvú čast’ odmeny vypočı́tame ako:

(1− 2
dist

maxDist
)2sgn(1− 2

dist

maxDist
),

kde maxDist je najväčšia možná dĺžka cesty. Táto čast’ zabezpečı́, že agent vie, či ho jeho

akcia priblı́žila k ciel’u. O vel’kosti nebezpečenstva akcie mu hovorı́ druhá čast’ odmeny,

ktorej model hl’adáme pri trénovanı́ agenta v d’alšej kapitole.

Obe časti by mali byt’ vyvážené natol’ko, aby sa agent naučil optimálnu cestu. Mohlo by

sa stat’, že prvá čast’ d’aleko preváži druhú, čı́m sa agent naučı́ len bežat’ po najkratšej

ceste a nedbá na nebezpečenstvo. Naopak by sa mohlo stat’, že agent len uteká pred

nebezpečenstvom a nevie nájst’ cestu k miestu, do ktorého sa má dostat’.
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4.6 Neurónové siete

Aktér aj kritik boli implementovanı́ ako neurónové siete s jednou skrytou vrstvou. Ako

akvivačné funkcie boli zvolené sigmoida na skrytej vrstve a lineárna funkcia na výstupe.

Počet neurónov α

Aktér 5 0.09

Kritik 7 0.009

Tabul’ka 4.1: Nastavenie neurónových sietı́

Neurónová siet’ bola implementovaná ako samostatná trieda, ktorá si pamätá obe matice

svojich váh. Pri inicializácii ich hodnoty načı́ta zo súboru a ak súbor nenájde, tak matice

vyplnı́ malými náhodnými hodnotami. Siet’ sa učı́ algoritmom spätného šı́renia chyby.

4.7 CACLA

Algoritmus CACLA bol tiež implementovaný ako samostatná trieda. Na začiatku aktér

vyberie novú akciu – vektor, ktorý sa následne normalizuje a exploruje (otočenie o náhodný

uhol). Vypočı́ta sa chyba pre aktéra a akcia sa vykoná. Po 6 framoch kritik ohodnotı́ danú

akciu a aktér aj kritik sa učia. Po každej iterácii sa taktiež zmenšuje explorácia.

Obr. 4.2: Model aktéra a kritika
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Kapitola 5

Trénovanie agenta

Trénovanie agenta sme rozdelili na dve časti - učenie najkratšej cesty a vyhýbanie sa

nebezpečenstvu.

5.1 Prvá čast’: Najkratšia cesta

V tejto časti sme agentovi vygenerovali miesto na mape a učili sme ho naň prı́st’. Hra sa

reštartovala vždy, ked’ agent prišiel na okraj mapy. Agentovi sme v každom teste generovali

body v rovnakej vzdialenosti a porovnávali za aký počet framov sa k nim dostal. Testované

vzdialenosti boli 500 a 1000 pixelov a γ bola nastavená na 0.01. Priebeh trénovania agenta

pri oboch vzdialenostiach je zobrazený v grafoch (Obr. 5.2, Obr. 5.3).

Prvých 30 kôl sme porovnali odmenu, ktorú by agent dostal, ak by vykonal explorovanú

akciu s odmenou za akciu, ktorú vybral bez explorácie. Ak bola neexplorovaná akcia lepšia,

tak sa agent učil približovat’ sa k vektoru zo stavu ako pri učenı́ s učitel’om.

Obr. 5.1: Ohodnotenie kritika pre okolité stavy na začiatku (vl’avo) a na konci učenia (vpravo).

Tmavé štvorce predstavujú stavy s najvyššou predikovanou odmenou a najkratšia cesta je znázornená

postupnost’ou bodiek.
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Obr. 5.2: Porovnanie pri vzdialenosti 500 pixelov

Obr. 5.3: Porovnanie pri vzdialenosti 1000 pixelov

5.2 Druhá čast’: Nebezpečenstvo

Požiadavkou pre túto čast’ bolo zvládnutie predošlej časti (agent sa naučil prı́st’ na dané

miesto po najkratšej ceste). Ciel’om druhej časti trénovania bolo nájst’ model odmien,

pomocou ktorých sa agent popritom naučı́ vyhýbat’ sa nebezpečenstvu.
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Na začiatku testu bol agent naučený ı́st’ po najkratšej ceste k cielu a do nej sme mu

postavili nepriatel’ské jednotky. Ako prvú prekážku sme zvolili Protosskú budovu ”Photon

Cannon”, ktorá striel’a po nepriatel’och v jej blı́zkosti. Druhá prekážka bola jednotka rasy

Zerg ”Hydralisk”, ktorá útočı́ na dial’ku. Testovali sme rôzne modely odmien - aký vel’ký trest

musel agent dostat’, aby sa naučil obı́st’ hrozbu, ale popritom dokázal prı́st’ do ciela. Model

pozostával z trestov za poškodenie štı́tu, stratu životov a zničenie robotnı́ka (Tabul’ka 5.1).

HP označuje pomer počtu životov, ktoré robotnı́k stratil od posledného stavu k hodnote,

ktorú mal na začiatku hry (SH analogicky pre štı́t). Všetky tresty sa odpočı́tajú od odmeny,

ktorú by agent dostal v prvej časti.

Model Strata životov Poškodenie štı́tu Smrt’

1 0.001 ·HP 0.001 · SH 1

2 0.05 ·HP 0.005 · SH 0.05 ·HP + 0.005 · SH
3 0.01 ·HP 0.001 · SH 0.01 ·HP + 0.001 · SH

Tabul’ka 5.1: Testované tresty agenta

Žiadny z testovaných modelov nepriniesol výrazný úspech. Pri modeli č.3 agent dokázal

počas učenia niekol’ko kôl po sebe prı́st’ do ciel’a, ale následne to už vel’ký počet kôl nevedel.

Toto sa párkrát zopakovalo. Pri modeli č.1 sa agent naučil ı́st’ čo najd’alej od ciel’a, až vyšiel

z mapy.

Obr. 5.4: Trénovanie agenta s modelom odmien č.3 (len iterácie, kedy agent prišiel do ciel’a)
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Kapitola 6

Diskusia

V prvej časti trénovania agenta sme ukázali, že bol schopný naučit’ sa ı́st’ po najkratšej ceste

bez ohl’adu na vzdialenost’ trénovacı́ch bodov. Výsledky trénovania (Obr. 5.2 a 5.3) ukázali

výrazné zlepšenie času agenta po takmer 10 000 iteráciách, čı́m sme ukázali, že pridanı́m

učenia s učitel’om prvých 30 kôl sme nevyriešili celkový problém. Toto vylepšenie slúžilo

len na zrýchlenie učenia. Na začiatku je kritik nenatrénovaný, čo vedie k tomu, že aktér sa učı́

na náhodný smer a potom dlho trvá, kým sa preučı́ podl’a už natrénovaného kritika. Učenie

s učitel’om zabezpečı́, že aktér má na začiatku nejakú predstavu, kam by mal ı́st’ a neskôr sa

doučı́ na správny smer podl’a kritika.

V druhej časti sme sa snažili nájst’ vhodný model odmien pre agenta, aby sa naučil vyhýbat’

sa po ceste prı́padným hrozbám. Ako prvú hrozbu sme si vybrali obrannú vežu, pretože sa

nepohybuje a jej sila nie je natol’ko vel’ká, aby zabila robotnı́ka jednou ranou, čiže dostane

možnost’ od nej ujst’. Druhá hrozba bola jednotka rasy Zerg Hydralisk, pretože ako v prvom

prı́pade, jej sila bola relatı́vne malá a navyše jej dostrel bol o dost’ menšı́, ako dovidel

robotnı́k, takže ju zaregistroval skôr ako po ňom vystrelila. Skúšali sme do trénovania zaradit’

aj jednotky útočiace na blı́zko, avšak rozhodli sme sa ich nezaradit’, pretože sa stávalo, že

prišli k robotnı́kovi a nezaútočili a robotnı́k odišiel, čı́m stratil spätnú väzbu v podobe trestu

a nenaučil sa, že sa nachádzal blı́zko nebezpečenstva. Neúspech druhej časti trénovania

bol pravdepodobne zpôsobený nevyváženost’ou odmeny za blı́ženie sa k cielu a trestom za

poškodenie robotnı́ka. Taktiež mohol byt’ náš odhad o počte iteráciı́ potrebných na učenie

agenta nedostačujúci.
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Záver

V práci sme sa venovali učeniu agenta pre prieskum v real-time strategickej hre Starcraft:

Brood War pomocou učenia posilňovanı́m. Úlohou agenta bolo doviest’ robotnı́ka, ktorého

ovládal, na dané miesto čo najrýchlejšie bez toho, aby sa počas cesty dostal do vel’kého

nebezpečenstva.

V prvej kapitole sme definovali rôzne druhy neurónových sietı́, popı́sali teóriu učenia

posilňovanı́m a niektoré jeho známe algoritmy. Pri implementáci agenta sme použili

algoritmus CACLA (Continuous Actor-Critic Learning Automaton) a viacvrstvové dopredné

neurónové siete.

Ďalšia kapitola sa venovala popisu hry StarCraft: Brood War. V skratke sme ukázali

základný princı́p hry a potom sme sa venovali opisu mapy a jej prieskumu. Nášho agenta

sme implementovali pomocou C++ frameworku BWAPI, ktorý umožňuje vytvorit’ a vložit

vlastnú umelú inteligenciu do hry.

Návrh agenta spočı́val v definovanı́ jeho stavov, akciı́ a odmien, ktoré počas učenia dostáva.

Stav sa skladal zo smeru a dĺžky najkratšej cesty k danému bodu (vypočı́tanej pomocou

algoritmu A*), počtu zostávajúcich životov a štı́tu a nebezpečenstva v okolı́ v podobe

threat mapy. Ako akciu sme si zvolili vektor, ktorý určuje, kam sa má robotnı́k pohnút’.

Za vykonanú akciu agent dostal odmenu v závislosti od dĺžky zostávajúcej cesty a od

počtu životov a štı́tu, ktoré stratil. Taktiež sme museli riešit’ aj správne zvolenie parametrov

pre neurónové siete a CACLU ako počet neurónov na skrytej vrstve a konštanty, ktoré

ovplyvňovali rýchlost’ učenia sietı́ a relevantnost’ odmien v budúcnosti.
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Trénovanie agenta sme rozdelili do dvoch častı́. V prvej časti sme agenta učili prı́st’ na dané

miesto na mape po najkratšej ceste. Generovali sme mu náhodné body na mape, ktoré však

boli od neho rovnako vzdialené a pozorovali sme priebeh učenia. Agent sa dokázal naučit’

ı́st’ po najkratšej ceste bez ohl’adu na vzdialenost’ generovaných bodov. V druhej časti sme

do cesty už naučeného agenta z prvej časti trénovania postavili nepriatel’ské jednotky a agent

sa učil vyhnút’ sa im a zároveň sa čo najrýchlejšie dostat’ na dané miesto. Táto čast’ však

nepriniesla výrazný úspech.

V budúcnosti by sme chceli vylepšit’ učenie časti týkajúcej sa vyhýbaniu nebezpečenstva a

doplnit’ implementáciu o rôzne špeciálne prı́pady hrozieb, ktoré priamo nesúvisia s priamym

útokom na robotnı́ka, ale so špeciálnymi schopnost’ami niektorých jednotiek v hre ako

naprı́klad ovládnutie jednotky nepriatel’om alebo privolanie búrky. Práca by sa tiež dala

rozšı́rit’ aj učenı́m agenta vyberat’ miesta na mape, kam má posielat’ robotnı́ka na prieskum.
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Dodatok A

CD médium

Práca obsahuje CD so zdrojovým kódom implementovaného agenta.
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