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|. Strucny popis problematiky
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g

Nanopdrové sekvenovanie, MinlON, squiggle (“Cmaranec”), Specifika
vystupnych dat, base-calling



Dynamic time warping - penalizacia/cena (penalty), funkcia na
vypocet ceny (cost function), minimum warping path
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" - MERGE NON-BRANCHING PATHS

reprezentacia sekvencii v pamati,
De Bruijnov graf,

hladanie sledu,

aplikacia
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Kazdy vrchol obsahuje “faloSny” umelo vygenerovany squiggle
Porovy model (mean)
PocCet hodnot per k-mer
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“Hlava”, “telo”, “chvost” hfadanej cesty
Prechody grafom

Praca s maticou:

1. Pokrok v ramci vstupného readu

2. LacnejSie hodnoty pre “hlavu”

3. Posledny riadok a stipec st vyznamné




Hladanie pocCiatoCnych vrcholov cesty

Skoérovacia funkcia pre posudenie, ¢€i by vrchol bol
dobrou “hlavou”

NajlepsSie 1% vrcholov (zaokruhlené nahor)

double read_aligned_multip = N * 3.0 / (read_position * 1.0);

double read_pos_fraction = read_position * 1.0 / N;

double score = (penalty+read_pos_fraction) * multip * read_aligned_multip *
read_aligned_muiltip; o
return score; e s 2 s s




Rozsirovanie cesty

struct AlignResult {
double penalty = 0;
int read_pos = 0;
long long path_tag = -1;
intlen = 0;

%

DTW vo vnutri vrcholu - pole vstupnych a vystupnych
“situacii”

Kontrola celkovej “situacie”

(penalty*multip) / (read_position*1.0);



lll. Experiment



Dataset 1 | Dataset 2
Vertices 148 159
Edges 200 255
Total sequence length 1209 2081

Fusobacterium nucleatum



quality score

Generovanie input squiggle + referencny squiggle
Cost function v DTW (eu, p2, pc)
Uprava penalty podla dizky warping path (yes, no)
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Vykon aj kvalita sa liSia v zavislosti od topoldgie grafu

pc a eu “zlé funkcie” - p2 trochu naprava - | viac naprava

Vsetky squiggle rany maju podobné vysledky - pocCty
generovanych hodn6ét v referencii nie su podstatné (diskriminacia
vSetkych vs. len niekoho)



V. Suhrn a namety na dalsie studium



Experimentalny postup, zacat' s vymyslenym peknym readom,
zhorsovat ho

Vysledky su zlé

Preco je prvy dataset taky neuspesny?

Topoldgia skutocného grafu ??
Uprava vyhladavania, zlozitost, velke datasety

Vela Sumu



Dakujem za pozornost



